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Öz 
Günlük hayatımızda ve bilimsel araştırmalarda gerçeğe yakın ve gürültüsüz görüntülere olan ihtiyaç artmaktadır. Ancak 

görüntüler, gürültü ile bozulmakta ve bu da görsel görüntü kalitesinin düşmesine neden olmaktadır. Bu nedenle, görüntü 

özelliklerini kaybetmeden gürültüyü azaltmak için çalışmalar yapılmaktadır. Şimdiye kadar, gürültüyü azaltmak için çeşitli 

yöntemler önerilmiş olup, her yöntemin farklı avantajları bulunmaktadır. Bu makalede, alanında en iyi sonucu elde eden 
yöntemler hakkında bilgi verilerek, video ve sabit görüntülerinde gürültü azaltma alanında yapılan geleneksel gürültü 

giderme yöntemleri ve derin öğrenme yöntemlerine ait çalışmalar özetlenip, elde edilen sonuçlar birbirleriyle 

karşılaştırılmaktadır. Yapılan araştırmalar deneylerin toplamsal beyaz Gauss gürültüsü durumuna odaklandığını 

göstermektedir. Görüntülerde gürültü giderme aşamasında zaman içerisinde geleneksel gürültü giderme yöntemleri, makine 
öğrenmesi yöntemleri, derin öğrenme yöntemleri ve diğer matematiksel yöntemler kullanılmış olup, derin öğrenme 

yöntemleri daha başarılı sonuçlar elde etmektedir. Ancak elde edilen verilere göre orijinal görüntü çiftlerine sahip olmadan 

modelin eğitilmesi konusunda çalışmaların yetersiz olduğu ve değişik gürültü seviyelerinde tek bir yöntemin başarılı 

olamadığı görülmüştür. İleride yapılacak çalışmalarda gerçek hayattaki görüntülerde var olan gürültülerin nasıl giderileceği 
konusuna daha detaylı odaklanılması gerektiği görülmektedir. 

Anahtar Kelimeler: Görüntülerde gürültü giderme, Görüntü restorasyonu, Video üzerinde gürültü azaltma, Derin öğrenme 

tabanlı gürültü giderme. 

  

Abstract 
In daily life and scientific searches, the need for real-like and denoised images is increasing. But images are distorted by 

noise, resulting in lower visual image quality. For this reason, noise removal studies are carried out on images to increase the 

quality. Until now, various methods have been proposed to decrease noise, each technique has different advantages. This 
paper gives information about the methods that achieve the best results in their field and summarizes the studies about 

traditional denoising and deep learning based denoising methods in the field of noise reduction in video and images and 

compares the studies with each other. Researches show that experiments focus on the case of additive white Gaussian noise. 

Traditional noise removal methods, machine learning methods, deep learning methods and other mathematical methods have 
been used in image denoising problem over time, and deep learning methods achieve more successful results. However, 

according to the obtained data, it has been seen that the studies on training the model without having the original image pairs 

were insufficient and a single method could not be successful at different noise levels. In future studies, it is necessary to 

focus on how to remove the noise in real-life images. 
Keywords: Image denoising, Image restoration, Video denoising, Deep learning-based noise reduction. 

 

I. GİRİŞ 
Günümüzde video ve görüntüler hayatın çeşitli alanlarında kullanılmaktadır. Görüntü aktarma ve görüntü 

yakalama işlemleri sırasında video ve görüntülerde bozulma, bilgisayarla görme uygulamalarında yaşanan 

problemlerin başında gelmektedir. Ortamın, aktarım kanalının ve çevresel faktörlerin etkisiyle görüntüler, elde 

etme, sıkıştırma ve aktarım sırasında gürültü ile karşılaşmakta ve bunun sonucunda, görüntü bilgisi bozulmakta ve 

veri kaybı ortaya çıkmaktadır.  

 

Görüntüde gürültü giderme, gürültülü bir görüntüden gürültüyü kaldırmaktır. Kenar ve dokular yüksek frekanslı 

bileşenler olduğundan, bunları gürültüden arındırma sürecinde, gürültüyü ayırt etmek zordur ve gürültüden 

arındırılmış görüntüler bazı ayrıntıları kaybedebilir. Gürültü giderme aslında klasik bir sorun olup, uzun süredir 

üzerinde çalışılmasına rağmen, gürültü gidermenin ters bir problem olması ve tek çözümün olmaması nedeniyle 

çalışmalar hala devam etmektedir. Video ve görüntülerde gürültü gidermek için, farklı yaklaşımlar yıllar 
içerisinde kullanılmıştır. Kullanılan geleneksel yöntemlerde uzamsal alan yöntemleri ile alan dönüşüm 

yöntemlerinden faydalanılmaktadır. Geleneksel yöntemlerin çoğu görüntüde gürültü giderme konusunda oldukça 
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iyi bir performans elde etmelerine rağmen, elle 

ayarlanan parametrelere sahip olması ve eğitim 

aşamasında en iyileme yöntemlerine ihtiyaç duyulması 

nedenleriyle son zamanlarda derin öğrenme yöntemleri 

kullanılmaya başlanmıştır. Derin öğrenme yöntemleri 

gürültüyü gidermek için istatistiksel hesaplamalar 
yaparak orijinal görüntüyü elde etmeyi 

amaçlamaktadır. Kullanılan yönteme bağlı olarak 

yapılan tekrarlı hesaplamalar sayesinde orijinal görüntü 

elde etme başarısı artmaktadır. Yapay sinir ağları, GPU 

alanında gelişmeler ve diğer yöntemlere göre daha iyi 

performans sergilemelerinden ötürü popülerlik 

kazanmış, yapılan çalışmalarda daha performanslı ve 

değişik verilerle çalışabilecek yöntemler geliştirilmeye 

çalışılmıştır. Ancak, yapılan çalışmalarda derin 

öğrenme yöntemlerinin, değişik gürültü seviyelerine ve 

türlerine karşı esnek olmadığı için yüksek seviyede 

gürültüyle karşılaştıklarında performansları ve 

başarıları yeterli seviyede olmadığı görülmektedir [1-

6]. 

 

1.1. Görüntülerdeki Gürültü Türleri 
Gürültü, istenmeyen işaretlere verilen genel bir ad 
olup, görüntüleri bulanıklaştırıcı, kirletici, bozucu 

etkilere sahiptir. Görüntüye etkime şekillerine göre 

gürültü görüntü üzerinde farklı dağılımlara sahiptir. 

Bazı gürültü bileşenleri düzgün dağılımlı olmayan 

uzamsal özellikler göstermektedirler. Değişik tipteki 

gürültüler görüntü üzerinde farklı dağılımlara sahiptir. 

Toplamsal Beyaz Gauss Gürültüsü, görüntü verileri bir 

kanalda iletilirken, görüntüye ait işaretlerden bağımsız 

olarak hareket eden ve kendiliğinden ortaya çıkan 

istenmeyen işaretlerden etkilenmektedir. 

Görüntülerdeki gürültü genelde toplamsal beyaz Gauss 

gürültüsü (AWGN) olarak ifade edilmektedir. Gauss 

Gürültüsü aşağıdaki denklem ile ifade edilmektedir. 

Görülen değer 𝑣(𝑖) ile gürültüden arındırılmış değer 

u(𝑖) ile gürültü de n(𝑖) ile gösterilir. 

𝑣(𝑖) = u(𝑖) + n(𝑖) (1) 

Diğer bir gürültü türü olan çarpımsal gürültüsü daha 

çok sentetik açıklıklı radar, sonar, ultrason ve lazer 

görüntülerde ortaya çıkmaktadır. Benek gürültüsü, 

çarpımsal bir gürültü çeşididir. Çarpımsal gürültü 

görüntüdeki piksel değerine bağlı olarak; düşük değerli 

piksellerde küçük miktarlarda gürültü değeri ve yüksek 

değerli piksellerin daha büyük miktarlarda gürültü 

değeri içerdiği anlamına gelmektedir [7]. Çarpımsal bir 
gürültüyü aşağıdaki denklemle ifade etmek 

mümkündür.  

𝐹(𝑥, 𝑦) = G(x,y) . E(x,y) (2) 

Bu denklemde F(x,y) gürültülü görüntüdeki piksel 

değerleri, G(x,y) gürültüsüz görüntüdeki piksel 

değerleri ve E(x,y) her piksele eklenen çarpımsal 
gürültünün şiddetini ifade eder [8].  

 

Diğer bir gürültü türü olan Nicemleme (quantization) 

gürültüsü, analog bir sinyalin dijital bir sinyale 

dönüştürüp daha sonra tekrar analog bir sinyale 

çevrildiğinde oluşan bozulmaya veya sürekli bir 

sinyalin ayrık olarak ifade edilmesi sırasında oluşan 

bozulmaya verilen isimdir. Görüntülerde nicemleme 

gürültüsü görüntü elde etme sırasında meydana 

gelmektedir. Az bir niceleme düzeyine sahip bir 
görüntünün genel görünümü, dalgalı olarak 

tanımlanabilir, yoğun renkteki alanlardaki ince 

dereceler kaybolmaktadır. Şekil 1’de gösterilen San 

Francisco görüntüsünün 4 bit ile nicemlemesi sonucu 

gökyüzündeki merdiven basamaklarına benzer 

görüntüler yer almaktadır [9]. Daha önce pürüzsüz olan 

görüntülerin yerini, birbirinden ayrılmış farklı bölgeler 

almıştır. 

 

 
Şekil 1. Görüntünün 4 bit ile nicemlemesi [9] 

 

Gürültü değişik metotlarla; medyan mutlak sapma 

[10], blok tabanlı sapma [11] ve temel bileşenler 

analizi ile [12] bulunmaktadır. Görüntülerde 

gürültünün gidermenin temel amacı, gürültülü veriden 

temiz görüntünün elde edilmesidir. Kenar ve dokular 

yüksek frekanslı bileşenler olduğundan, bunları 

gürültüden arındırma sürecinde, gürültüyü ayırt etmek 

zordur ve gürültüden arındırılmış görüntüler bazı 
ayrıntıları kaybedebilmektedir.  

 

Görüntü kalitesi matematiksel olarak, sinyalin 

gürültüye oranı hesaplanarak bulunabilir. Görüntü 

kalitesini ölçmek için MSE, MAE, PSNR, FSIM, 

SSIM, RMSE gibi yöntemler bulunmaktadır. Gürültü 

giderme sonucu görüntünün kalitesi değerlendirmek, 

görüntü yapısı ve doku benzerliğini farklı şekilde 

ölçümlemek için farklı yöntemler kullanılmaktadır. 

Yapılan çalışmalar PSNR ve SSIM yöntemlerinin 

Gauss gürültüsüne karşı daha duyarlı olduğunu ortaya 

koymuştur [13]. Bu yüzden görüntülerde gürültü 

giderme yöntemlerinin doğruluğunu değerlendirmek 

için daha çok Tepe Sinyali Gürültü Oranı (PSNR) ve 

Yapısal Benzerlik Endeksi (SSIM) kullanılmaktadır 

[14].  

 
Tuz karabiber gürültüsü, görüntülerde oluşan temel 

gürültülerden birisi olup, görüntü üzerine rastgele 

olarak dağıtılan beyaz ve siyah pikselleri ifade eder 

[15]. Görüntülerde ayrıca Gaussian, Benek ve Poisson 
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gürültüleri meydana gelebilmektedir. Görüntülerde 

meydana gelen gürültülerin görüntüyü nasıl etkilediği 

Şekil 2’de gösterilmektedir. Gauss gürültüsü genelde 

yetersiz aydınlatma, Benek gürültüsü ultrason, lazer 

veya sonar sebebiyle, Poisson gürültüsü ışığın 

yansıması, Tuz karabiber gürültüsü çevredeki toz veya 
cihaz kaynaklı olarak görüntülerde bozulmaya neden 

olmaktadırlar. 

 
Gauss Gürültüsü Benek Gürültüsü 

  
Poisson Gürültüsü Tuz Karabiber Gürültüsü 

  
Şekil 2. Görüntülerde bozulmaya neden olan 

gürültü türleri 

 

1.2. Görüntülerde Bozulmanın Sebepleri 

Video ve görüntüdeki gürültü, bilgisayarlı görü 

alanındaki temel sorunlardan biridir. Video ve 

görüntülerde gürültüye yol açan nedenler aşağıdaki 

bölümlerde açıklanmaktadır. 

 

a) Görüntü Aktarma Sırasında Verilerin Bozulması 

İletim ortamının çeşidi, iletişim sağlayan cihaz 

mesafesi ve verinin iletim hızı görüntü kalitesini 

etkilemektedir. Veri iletimindeki bozulmalar; 

zayıflama, sınırlı bant genişliği, gecikme bozulması ve 
gürültü şeklinde ortaya çıkabilmektedirler [16].   

 

• Zayıflama: Kablo uzunluğu, merkeze olan 

uzaklık, ortamın direnci gibi nedenlerden dolayı 

sinyal gücü azalmaktadır. Sinyaldeki zayıflama 

ve kazanç, desibel (dB) ile ifade edilmektedir.  

 

• Sınırlı bant genişliği: Bant genişliği, ağ 

performansını belirleyen ölçütlerden birisidir. 

İletim zamanı, mesaj boyutunun bant genişliğine 

oranını ifade eder ve bant genişliği düşük olan 

hattın mesaj iletim zamanı yüksek olmaktadır. 

 

• Gecikme Bozulması: Kaynak sinyali ile, hedefe 

ulaşan sinyalin ilerleme hızlarında farklılık 

oluşursa hedefte sinyalin şekli değişmektedir. 

Şekil 3’de gecikme bozulması yaşanan giriş 

sinyalinin, gecikmesi ile çıkışta gözlenen durumu 

gösterilmektedir.  

1

0.6

0.2

1

0.6

0.2

Giriş Sinyali

Çıkış Sinyali

 
Şekil 3. Sinyallerdeki gecikme bozulması 

 

• Gürültü: Sinyalde bozulma yapan etkilerin 

tümüne verilen isimdir. Sinyal termal gürültü, 

indüklenen gürültü, karışma ve darbe gürültüsü 

ile bozulabilmektedir. Görüntü yakalama ve 

aktarma sırasında veriler gürültüden etkilenip, 

görüntünün kalitesi düşmektedir. Şekil 4’de 

gürültünün orijinal sinyali nasıl etkilediği 

gösterilmektedir. 

 

Gürültü + Sinyal
Sinyal

Gürültü

 
Şekil 4. Sinyallerdeki gürültü [17] 

 

b) Görüntü Yakalama Sırasında Verilerin Bozulması 

Video görüntüleri, periyodik gürültülerle 

bozulabilmektedirler. Dijital videolar genellikle, 

görüntü yakalama işlemi sırasında kameranın donanımı 

veya işleme yazılımı tarafından ortaya çıkan sorunlar 

nedeniyle görsel olarak bozulabilmektedir [18]. 

 

II.  MATERYAL VE YÖNTEM 
Görüntülerde gürültü giderme aşamasında zaman 

içerisinde geleneksel gürültü giderme yöntemleri, 

makine öğrenmesi yöntemleri, derin öğrenme 

yöntemleri ve diğer matematiksel yöntemler 

kullanılmıştır. Geleneksel yöntemlerden elde edilen 

tecrübeler ışında makine ve derin öğrenme 

yöntemlerinin donanım kullanma kabiliyetleri 

eklenerek yeni yöntemler geliştirilmiştir. İlerleyen 

bölümlerde geliştirilen geleneksel gürültü giderme 

yöntemleri ile derin öğrenme yöntemleri hakkında bilgi 

verilip bu alanda yapılan literatür çalışmaları 

açıklanacaktır. 
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III. GELENEKSEL GÜRÜLTÜ 

GİDERME YÖNTEMLERİ 
Görüntülerde gürültü giderme için kullanılan 

geleneksel yöntemler; alan dönüşüm yöntemleri ve 

uzamsal alan yöntemleri olarak iki gruba ayrılmaktadır 

[19]. Geleneksel yöntemler ile derin öğrenme 

yöntemleri Şekil 5’de gösterildiği şekilde 

sınıflandırabilmektedir. 

 

3.1. Uzamsal Alan Yöntemleri 
Geleneksel yöntemlerden uzamsal alan filtrelemesinde, 

görüntü çerçevelere ayrılarak her çerçeveye ayrı ayrı 

filtreleme yapılmaktadır. Video üzerindeki her bir 

görüntü bir önceki görüntünün hareket etmesi, 

ekrandan bazı nesnelerin çıkması ve yeni nesnelerin 

ekrana girmesi ile oluşmaktadır. Bu yöntemde hem 

görüntülerde hem de video karelerindeki benzer 

çerçeveler bulunup gruplanarak, bu çerçevelerdeki 

gürültüler azaltılmaya çalışılır. Bu yöntemde kullanılan 
metotlar aşağıda belirtilmektedir. 

 

a) Uzamsal Alan Filtreleme 

Uzamsal alandaki gürültüyü gidermek için doğrusal 

filtreler kullanılmakta ancak görüntü dokularında 

kayıplar meydana gelebilmektedir. Gauss gürültüsü 

giderimi için ortalama filtreleme de [20] 

kullanılabilmekte olup, yüksek gürültülü görüntülerde 

bu filtre görüntüyü aşırı düzgün hale getirebilmektedir 

[21]. Bu durum için, Wiener filtrelemesi [22] 

kullanılabilmekte, ancak bu filtre görüntüdeki keskin 

kenarları bulanıklaştırabilmektedir. Medyan filtreleme 
[23] ve ağırlıklı medyan filtreleme [24] gibi doğrusal 

olmayan filtreler kullanılarak, gürültü seviyesi önceden 

bilinmeden gürültü giderilebilmektedir. Doğrusal 

olmayan, kenarı koruyan ve gürültü azaltıcı bir 

yumuşatma filtresi olarak Bilateral filtreleme [25], 

görüntülerin bozulmasını önlemek için yaygın olarak 

kullanılmaktadır. Her pikselin yoğunluk değeri, 

yakındaki piksellerden alınan ağırlıklı ortalama 

yoğunluk değerleriyle değiştirilmektedir.  

 

b) Toplam Değişim Filtresi 

Varyasyon modelleri matematiksel görüntü işleme ve 

bilgisayarla görme alanında aktif araştırma 

alanlarından biri olmaya devam etmektedir [26]. 

Toplam varyasyon tabanlı görüntü restorasyon 

modelleri ilk olarak Rudin, Osher ve Fatemi (ROF) 

tarafından kenar koruma görüntü gürültü giderme 

konusundaki yapılan çalışmalarda ortaya çıkmıştır 

[27]. Eşyönsüz doku filtresi ROF modeli kullanılarak 

geliştirilen görüntü kalitesini arttırmaya yönelik 

kullanılan bir yöntemdir [28]. Kısmi diferansiyel 

denklemler tabanlı kenar koruma, gürültü gidermenin 

iyi bilinen örneklerinden biri olup, gürültüleri ortadan 

kaldırırken görüntülerdeki kenarları korumak için 
tasarlanmıştır. Yıllar içinde, ROF modeli diğer birçok 

görüntü restorasyon görevine genişletilip ve 

performansını artırmak için çeşitli şekillerde 

değiştirilmiştir. Bu gelişmelerden bazıları yeni 

algoritmalara, bazıları ise yeni modellere ve teorilere 

yol açmıştır [29]. Bu modeller, görüntülerde gürültü 

giderme, bulanıklık giderme, kör gürültü giderme ve 

görüntü iç boyama gibi görüntü restorasyon 

problemlerinde kullanılmaktadır [30].  

c) Yerel Olmayan Ortalamalar 

Önemli detayların ve dokuların kaybolmasını 

engellemeyi amaçlayan bu yöntemde, görüntü çeşitli 

ölçeklerde alt parçalara ayırılıp görüntü ye ait piksel 

değerlerinin ortalaması alınmaktadır [31].  

 

 

 
Şekil 5.  Görüntülerde gürültü azaltmada kullanılan geleneksel ve derin öğrenme yöntemlerinin 

sınıflandırılması 
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Hızlı Blok Eşleştirme ve 3 Boyutlu Filtreleme 
tekniğinde sabit görüntüler ve videoda benzer kareleri 

gruplayarak filtreleme yapmak için blok eşleştirme 

kullanılmaktadır.  Bir çerçevenin, referans bir çerçeve 

ile benzerliği, belirtilen bir eşiğin altına düşerse 

gruplanıp, sonrasında 3 boyutlu filtre uygulanmaktadır 

[32]. Blok eşleme algoritması daha az hesaplama 

gerektirmektedir. Görüntünün içindeki bloklar kayar 

bir şekilde işlenip, işlenmiş olan bloğa benzer diğer 

bloklar aranarak blok eşleştirme yapılmaktadır [33]. Bu 

prosedürü tekrarlayan sürgülü pencereler (bloklar) için 

devam ettirdikten sonra, nihai tahmin, üst üste binen 

tüm blok tahminlerinin ağırlıklı ortalaması olarak 

hesaplanmaktadır. Gürültü kademeli olarak arttığında, 

BM3D'nin gürültü giderme performansı düşük 

kalmakta olup, özellikle düz alanlarda bozulmalar 

ortaya çıkmaktadır [34]. Bu yöntem görsel açıdan 

kaliteli bir sonuç elde etse de evrişimli sinir ağı (CNN) 
bazlı yöntemler BM3D yöntemine göre daha başarılı 

sonuçlar elde etmektedir [3]. Şekil 6’da Lena 

görüntüsünde gürültü giderme işlemi için blok olarak 

eşleştirilen benzer karelerin gruplanarak filtrelenmesi 

gösterilmektedir. 
 

3 Boyutlu Filtreleme ile 
Gürültü Giderme

 

Şekil 6. Blok eşleme ve 3 Boyutlu filtreleme ile 

görüntülerde gürültü giderme işlemi [35] 

 

VBM3D [36], VBM4D [37] blok eşleme ve 3 boyutlu 

filtreleme ile videolarda gürültüyü gidermek için 
kullanılmaktadır. VBM4D yöntemi ile nesnelerin 

hareketleri takip edilerek, bir önceki ve sonraki 

konumları bulunup, nesneler aynı ise gruplanarak 

filtreleme uygulanmaktadır. Bu yöntemde hareket 

vektörü ile cisimlerin takibi yapılmaktadır [38].  

 

Yerel olmayan gürültü giderme modelleri görüntü 

restorasyon problemlerinde; gürültü giderme, iç 

boyama, ekleme yapma, görüntü sentezi için 

kullanılmaktadır. Bu modeller, görüntüleri bir dizi 

yerel komşuluk veya yama ile temsil eder ve gürültüyü 

tahmin etmeye çalışır. En Büyük Artçıl Kestirim 

(MAP) gürültülü görüntüden temiz bir yamayı tahmin 

etmek için kullanılabilmektedir [39]. Bu yöntemde 

istatistiksel veriler kullanılarak görüntü üzerindeki bir 

değerin tahmini yapılmaktadır. Gerçek gürültü giderme 

problemleri için, hipotez uzayı genellikle çok büyük 
veya sonsuzdur. MAP hipotezlerini bulmak, 

optimizasyon problemini çözmeyi gerektirdiğinden, 

gürültü tahmini için yapılan işlemler daha kısa 

sürmektedir [40]. Bu yöntem kenar ve dokuların 
korunmasında etkili bir çözüm sunmaktadır. 

 

d) Seyrek Yaklaşım 

Sınıflandırma problemleri bilinmeyen bir nesneyi 

doğru sınıfa atamayı amaçlamaktadır. Seyrek yaklaşım 

metodunda seyrek gösterim vektörü kullanılarak 

nesnelerin hangi sınıfa ait olduğu bulunmaktadır [41]. 

Bu yöntem görüntü işlemede kullanılarak görüntüdeki 

bazı özelliklerin daha kolay ortaya çıkmasını 

sağlamaktadır [42]. Destek Vektör Makineleri [43] ve 

Çekirdek Tabanlı Seyrek Temsil [44] bu yaklaşımı 

kullanan önemli yöntemlerdir. Yerel olmayan merkezi 

seyrek temsil (NCSR) modeli, yaygın olarak kullanılan 

görüntü gürültü giderme yöntemlerinden biri olup, 
yerel olmayan merkezi seyrek temsil hem pürüzsüz 

hem de dokulu bölgelerin yeniden yapılandırılmasında 

başarılı sonuçlar elde etmektedir [45]. Ancak seyrek 

yaklaşım tekniklerinin yinelemeli sözlük öğrenme ve 

bilinmeyen seyrek katsayıların yerel olmayan 

tahminleri, hesaplama süresini uzatmakta ve 

uygulamalarda bu yöntemin kullanılabilirliğini 

sınırlamaktadır. 

 

e) Düşük Dereceli En İyileme 

 

Bu modelde, seyrek gösterim modelinden farklı olarak, 

benzer yamalar gruplanarak bir matris 

oluşturulmaktadır. Bu matrisin her bir sütununda, 

benzer yamalara ait veriler tutulmaktadır. Gürültü 

giderimi için düşük dereceli yaklaşımlar; düşük sıralı 

matris çarpanlarına dayalı yöntemler [46] ve nükleer 
norm en iyilemesine dayalı yöntemler (NNM) [47] 

olarak iki gruba ayrılmaktadır. Düşük sıralı matris 

çarpanlara ayırma, iki giriş arasındaki etkileşimleri 

bulmak ve ikili verileri analiz etmek için 

kullanılmaktadır [48]. Düşük dereceli model, gürültü 

gidermede iyi sonuçlar elde etmekte [49], ancak çok 

düşük veya çok yüksek gürültü değerlerinde 

ayrıntıların kaybolmasına neden olmaktadır.  

 

Tekil Değer Ayrışımı (SVD), bir matrisi farklı 

boyutlara bölerek boyut azaltmayı amaçlamaktadır. 

Şekil 7’de verilerde Tekil Değer Ayrışımı yöntemi ile 

boyut azaltma işlemi gösterilmekte olup, matris 3 

parçaya ayrılmıştır, orijinal veri bu matrisler 

kullanılarak elde edilebilmektedir [50]. 

Orjinal m x n 
matris

U
m x p matris

P
p x p matris

V
p x n matris

Şekil 7. Verilerde Tekil Değer Ayrışımı yöntemi ile 

boyut azaltma [51] 
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K-Ortalamaları kümeleme tekil değer ayrışımı (K-

SVD), k-ortalamaları kümeleme yönteminin 

genelleştirilmiş hali olup, giriş verilerini geçerli 

sözlüğe dayanarak seyrek olarak kodlayıp, sözlükteki 

atomları verilere daha iyi uyacak şekilde güncelleyerek 
yinelemeli olarak çalışmaktadır [52]. K-SVD, görüntü 

işleme, ses işleme, biyoloji ve belge analizi gibi 

uygulamalarda yaygın olarak kullanılmaktadır.  

 

Nükleer norm en iyilemesine dayalı yöntemler, tüm 

tekil değerleri eşit şekilde küçülterek matris sırasını 

yaklaşık olarak tahmin etmek için kullanılmaktadır. 

Nükleer norm en iyilemesine dayalı yöntemler baz 

alınarak, farklı boyutlardaki tekil değerlere uyarlanan 

ağırlık atayabilen ve yumuşak bir eşik yöntemi 

kullanan bir yöntem (WNNM) geliştirilmiştir. 

WNNM'nin gelişmiş gürültü giderme performansına 

sahip olup, yüksek gürültüde başarılı olması, yapay 

zekâ, görüntü işleme, örüntü tanıma, bilgisayarla 

görme gibi alanlarda yaygın olarak kullanılmasına 

imkân sağlamıştır [53]. Düşük dereceli en iyileme 

yöntemi diğer gürültü azaltma yöntemlerinden daha iyi 
performans gösterse de yinelemeli artırım adımının 

işlem süresi uzun olmaktadır. 

 

3.1. Alan Dönüşüm Yöntemleri 
Dönüşüm tabanlı gürültü giderme yöntemleri, 

dönüşüm alanındaki bir sinyalin gürültüden daha 

seyrek gösterime sahip olduğu varsayımına 

dayanmaktadır [54]. Alan dönüşüm yöntemleri ilk 

olarak Fourier dönüşümü kullanılarak geliştirilmiştir. 

Zaman içerisinde kosinüs dönüşümü, dalgacık alanı 

yöntemleri [55], gibi çeşitli dönüşüm alanı yöntemleri 

ortaya çıkmıştır. Verilen gürültülü görüntülerde 

dönüştürme araçları olarak bağımsız bileşen analizi 

[56] ve temel bileşen analizi [12] fonksiyonları 

kullanılmıştır. Bağımsız bileşen analizi yöntemi 

normal dağılıma sahip olmayan verilerin gürültü 

azaltmasında başarıyla uygulanmıştır. Bu yöntemin 
dezavantajı, yüksek hesaplama maliyeti olup, kayan 

pencereler kullanıldığı için, aynı kareden gürültüsüz bir 

görüntü örneği gerektirmesidir.  

 

Alan dönüşüm yöntemlerinden dalgacık alanı 

yöntemleri görüntülerde gürültü giderme alanında basit 

algoritmalar ile başarılı sonuçlar elde etmektedir. [57] 

Bu alanda geliştirilmiş yöntemleri 4 kategoride 

inceleyebiliriz. 

 

1. Doğrusal filtreler, gürültü giderme için kullanılan 

sayısal filtrelerdir [58]. Gauss gürültüsünü 

azaltmak için uyarlamalı bir doğrusal filtre türü 

olan Wiener filtresi tercih edilmektedir. Bu filtre 

statiksel bir yaklaşımla hata karelerinin 

ortalamasını en aza indirmeye çalışarak filtrelenmiş 

görüntüyü üretmektedir 
 

2. Dalgacık Dönüşümü gürültü gidermede alanında, 

doğrusal olmayan katsayı eşikleme tabanlı 

yöntemler de kullanılmaktadır. Gauss gürültüsü 

dalgacık alanında küçük değerlerle temsil edilme 

eğilimindedir ve belirli bir eşiğin altındaki 

katsayıları sıfıra ayarlayarak (sert eşikleme) veya 

eşiğin üzerindeki katsayıların eşiğin mutlak değeri 
ile küçültüldüğü yumuşak eşikleme teknikleri ile 

gürültü giderilmektedir [59]. Dalgacık büzülme 

literatürünün çoğu, görüntüye uyarlanabilen veya 

uyarlanamayan optimal eşiği seçme yöntemlerine 

dayanmaktadır. VisuShrink yaklaşımı, tüm 

dalgacık detay katsayıları için tek bir eşik değeri 

kullanmaktadır [60]. Bu eşik, ilave Gauss 

gürültüsünü ortadan kaldırırken, aşırı düzgün 

görüntüler ortaya çıkabilmektedir. BayesShrink 

algoritması, her dalgacık alt bandı için farklı bir 

eşiğin kullanıldığı, uyarlanabilir bir yaklaşımdır 

[61].  
 

3. Dalgacık katsayısı yaklaşımında, Dalgacık 

Dönüşümünün çoklu çözünürlüklü 

özelliklerinden yararlanılır. Bu teknik, sinyali 

çoklu çözünürlüklerde gözlemleyerek farklı 

çözünürlüklerde sinyalin yakın korelasyonunu 

tanımlar. Bu yöntem gürültüleri gidermede 

başarılı olup, hesaplama açısından karmaşıktır. 

Dalgacık katsayılarının modellenmesi 

deterministik veya istatistiksel yöntemlerle 

olabilmektedir. Deterministik modelleme 

yöntemi, dalgacık katsayılarını temsil eden 

düğümler ile bir ağaç yapısını oluşturmaktadır.  
 

4. Gürültü sinyalini ayrıştırmak için, Kırılmamış 

Dalgacık Dönüşümü (UDWT) de kullanılmıştır 

[62]. Yapılan bir çalışmada, azaltılmış bir dönüşüm 

yerine kırılmış bir dönüşüm kullanılarak 

eşiklemenin, gürültü giderme uygulamalarında 

sonucu 2,5 dB'den fazla iyileştirebileceği 

gösterilmiştir [63]. Bu yöntemin UDWT 

kullanımının gürültü gidermede başarısı yanında, 

bir hesaplama yükü de getirmektedir.  
 

Fourier tabanlı dönüşüm yöntemlerinden birisi olan 

Ayrık Kosinüs Dönüşümü (DCT) filtreleme 

algoritması, görüntülere sabit veya uyarlanabilir 

şekilde seçilen bloklar halinde uygulanmaktadır. 

Ayrıca DCT yüksek veri sıkıştırma oranlarında yüksek 

kalite elde edebilmektedir [64]. DCT tabanlı filtreleme 

yönteminde dikey dönüşüm alanındaki bir bileşen 

büyük bir mutlak değere sahipse, bilgi olarak 

değerlendirilmekte; eğer bileşen bir eşikten sıfıra yakın 

bir genliğe sahipse, o zaman gürültü olarak 

değerlendirilmektedir [65]. DCT tabanlı filtreleme 

görüntülerde gürültü giderme, uygun doku koruma ve 

kenar ve detayların korunmasını sağlamaktadır. Ancak 
gürültü giderimi için kullanılan yöntemlerin içinde bu 

yöntemin işlemci gereksinimi oldukça yüksek 

olmaktadır. Şekil 8’de 3 Boyutlu Ayrık Kosinüs 

Dönüşümü ile sıkıştırılan görüntünün tekrar 

oluşturulması gösterilmektedir. 
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Orjinal 
Görüntü

Ayrık Kosinüs Dönüşümü 

Sonrası Görüntü 

Tekrar Oluşturulan 

Görüntü

 
Şekil 8. 3 Boyutlu Ayrık Kosinüs Dönüşümü ile 

görüntü sıkıştırma ve geri oluşturma [35] 

 

Görüntülerde gürültü giderme için kullanılan 

yöntemlerin seyrek sinyal eşleştirme ve blok eşleştirme 

özelliklerine göre uyarlanabilir veya sabit olması ile 
blok eşleştirme durumları Tablo 1’de 

kıyaslanmaktadır. 

 

Tablo 1. Görüntülerde gürültü giderme için 

kullanılan geleneksel yöntemlerin kıyaslanması [3] 

Yöntem 
Seyrek Sinyal Modeli Blok 

Eşleştirme 
Sabitlik Uyarlanabilirlik 

fBM3D [42] ✓  ✓ 

3D DCT [43] ✓   

KSVD [47]  ✓  

VBM3D [48] ✓  ✓ 

VBM4D [48] ✓  ✓ 

 

IV.  DERİN ÖĞRENME YÖNTEMLERİNİN 

GÜRÜLTÜ GİDERME ÜZERİNDE 

KULLANILMASI 
 
Görüntü üzerindeki gürültüleri gidermek için farklı 
derin öğrenme yöntemleri kullanılmaktadır. Kullanım 
kolaylığı, daha az kaynak tüketimi ve değişken gürültü 
türlerine uyarlanabilir oldukları için yapay sinir ağları 
görüntülerde gürültü azaltmak için tercih edilmektedir. 
Mevcut sinir ağı tabanlı yöntemlerin çoğu evrişimli 
sinir ağı tabanlı bir yaklaşım izlemektedir. 
Görüntülerde gürültü azaltmak için, derin öğrenme 
yöntemlerinden ilk olarak CNN mimarileri 
kullanılmaya başlanmıştır [66]. CNN tabanlı gürültü 
azaltma yöntemleri genel olarak diğer yöntemlere göre 
daha başarılı sonuç elde etmektedir [67, 68]. CNN 
ağlarında eklenen katmanlar yüksek düzey özelliklerin 
açığa çıkarılmasında ve görüntünün 
anlamlandırılmasında kullanılmaktadır.  
 
Görüntülerde gürültü gidermenin başarısı orijinal 
görüntü ile gürültü giderme sonrası elde edilen 
görüntünün kıyaslanması ile ölçülebilmektedir. Ancak, 
gerçek hayatta çoğu zaman eşleştirilmiş gürültülü ve 
temiz görüntüler bulunmamaktadır. Bu durum eğitim 
ve test verilerini elde edilmeyi zorlaştırmaktadır. 
Tomografi, MR, ultrason, mikroskobik floresan 

görüntüleri, uydu görüntüleri bu tür görüntülere 
örnektir. Denetimli öğrenme, bozuk görüntü ve temiz 
görüntü çifti içeren bir regresyon modelidir. CNN 
modelleri görüntü çiftlerini kullanan ileri beslemeli 
evrişim sinir ağlarıdır. DnCNN [69] gibi CNN tabanlı 
yöntemler, ek beyaz Gauss gürültüsünü kaldırmak için 
eşleştirilmiş temiz ve gürültülü verilerle derin bir sinir 
ağını eğiterek gürültüden arındırılmış görüntüler elde 
etmektedir.  Denetimsiz öğrenme yöntemlerinde eğitim 
için temiz görüntü verisi olmadan veya gürültülü 
görüntü verisi olmadan gürültü doğrudan verilerden 
öğrenilerek giderilmektedir. Noise2Noise (N2N) [70], 
eşleştirilmiş bozuk gözlemlerden öğrenilen modeller 
gürültüyü ortadan kaldırmak için uygulanmaktadır. 
Noise2Self (N2S) [71] ve Noise2Void (N2V) [72], kör 
gürültü gidermek ve bir regresyon modeli eğitmek için 
kendi kendini denetleme stratejisini benimsemiştir. Bu, 
eğitim için gürültülü bir veri kümesi veya bir çift temiz 
görüntü, örneğin biyomedikal görüntü verisi 
bulamadığımız veri kümeleri için kullanılmaktadır. 
 
Derin öğrenme modellerinin eğitimi modelin 
başarısında önemli ölçüde etkilidir. Gürültü giderme 
konusunda yapılan çalışmalarda artırılmış veri 
kümeleri ile çalışmak modelin performansını 
etkilemektedir [73]. Az veri ile yapılan çalışmalarda 
modelin ezberleme problemi ile karşılaşılmaktadır. 
Görüntü verileri üzerinde döndürme, çevirme, 
ölçeklendirme, kırpma yöntemleri kullanılarak veri 
artırımı yapılmaktadır. Bir sınıflandırma çalışmasında 
test ve eğitim verisinin artırılmasının modelin doğruluk 
oranını etkilediği Şekil 9‘da görülmektedir [74]. 

 

 
Şekil 9. Veri seti sayısının modelin doğruluk 

oranına etkisi [74] 
 

4.1. CNN Yöntemlerinin Gürültü Gidermede 

Kullanımı 

Görüntülerde gürültü giderme için kullanılan 

yöntemler genel olarak ImageNet yarışmasındaki 

mimarilerden esinlenmektedir. ImageNet Büyük 

Ölçekli Görsel Tanıma Yarışması (ILSVRC), CNN 

mimarilerinin gelişimi ve tanınmasında önemli bir yere 
sahiptir [75]. LeNet CNN mimarisi, el yazısıyla 

yazılmış rakam tanımada başarılı olmuştur [76]. 

Ancak, LeNet mimarisi kaybolan eğim sorunu, 

sigmoid [77] ve tanh [78] gibi aktivasyon 

fonksiyonlarının hesaplama maliyeti sorunlarına 
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sahiptir. 2012 yılında AlexNet [79] ile, grafik işlem 

birimi kullanılmış, rastgele kırpma ile aşırı uyum 

sorunları çözülmüştür. Sigmoid yerine ReLU [80] 

kullanımı, değişken eğim inişinin hızını 

iyileştirmektedir. Ayrıca veri artırma yöntemi ile aşırı 
uyum sorunu çözülmüştür. AlexNet iyi bir performans 

elde etmesine rağmen, büyük konvansiyonel 

katmanlardan dolayı önemli bellek kullanımına 

sahiptir. Bu sebeple, akıllı kameralar gibi gerçek 

dünyadaki uygulamalarda kullanımını sınırlı kalmıştır. 

2014-2016 döneminde, yazılım performansını artırmak 

ve hesaplama maliyetlerini düşürmek için küçük filtreli 

daha derin ağ mimarileri tercih edilmiştir. VGG [81], 

2014'teki ImageNet yarışmasını kazanmak için küçük 

çekirdek boyutlarıyla daha fazla evrişimsel sinir ağı 

oluşturmuştur. GoogLeNet [82], görüntü 

uygulamalarının performansını iyileştirmek için 

genişliği artırmıştır. GoogLeNet ayrıca parametre 

sayısını ve hesaplama maliyetini azaltmak için büyük 

bir evrişimli çekirdeği iki küçük evrişimli çekirdeğe 

dönüştürüp, başlangıç modülünü [83] kullanmıştır. 

GoogLeNet 22 katmanlı bir yapıya sahip olup, ardışık 
konvolüsyon ve havuzlama katmanları yerine birbirine 

bağlı modüller kullanan bir yapıya sahiptir [84]. VGG 

ve GoogLeNet yöntemleri görüntü uygulamaları için 

etkili olsa da ağ çok derin ise, eğimin kaybolmasına; ağ 

çok geniş ise, aşırı uyum sorununa neden olmaktadır. 

Bu sorunları çözmek için ResNet mimarisi [85] 

önerilmiştir. ResNet mimarisinde her bloğa artık 

öğrenme işlemi eklemiştir. Çekişmeli Üretken Ağlar 

(GAN) [86] üretken ve ayırt edici ağlardan 

oluşmaktadır. Üretken ağ, girdi verilerine göre örnekler 

oluşturmak için; ayırt edici ağ hem girdi örneklerinin 

hem de üretilen örneklerin doğruluğunu 

değerlendirmek için kullanılmaktadır. GAN yüz tanıma 

[87] ve karmaşık gürültülü görüntülerde, gürültü 

gideriminde kullanılmaktadır.  Yukarıda bahsedilen 

evrişimsel sinir ağları, görüntülerde gürültü giderimi 

için temel oluşturan ağlardır. Bu mimariler kullanılarak 
değişik gürültü giderme yöntemleri oluşturulmuştur. 
 

Görüntülerde Gürültü Giderme İçin CNN Yönteminin 

Kullanımı 

Görüntülerde gürültü giderimi için derin öğrenme 

mimarileri ilk olarak Zhou ve arkadaşları tarafından 

kullanmıştır [88]. Hesaplama verimliliğinin artırılması 

ve performans arasında bir denge kurmak için ileri 

beslemeli ağlar önerilmiştir [89]. İleri beslemeli ağ, 

verilen gürültülü görüntüyü, evrişimlere benzer olarak 

Kuwahara filtreleri ile düzeltmektedir. Daha sonra, 

ağın doğruluğunu artırmak ve gürültüden giderme 

performansını artırmak için en iyileme algoritmaları 

kullanılmıştır. Yeni bir ağ mimarisi tasarlanarak ağ 

derinliği artırılmış ve aktivasyon işlemi değiştirilerek 

gürültü ortadan kaldırılmıştır. Hücresel sinir ağları 

(CENN), görüntülerde gürültüyü gidermek için 

şablonlu düğümler kullanmaktadır [90]. Önerilen bu 

yöntem, başarılı gürültü giderme sonuçları elde 

edebilmesine rağmen, parametrelerinin elle olarak 

ayarlanması gerekmektedir. Bu sorunu çözmek için 

azalan eğim inişi geliştirilmiştir. Hesaplama 

maliyetinin düşürmek için de evrişimsel sinir ağları 

kullanılmaya başlanmıştır. Gürültü Gideren Evrişimsel 
Sinir Ağları modeli konvolüsyon, toplu 

normalleştirme, düzeltilmiş doğrusal birim ve artık 

öğrenme ile görüntülerde gürültü giderme, süper 

çözünürlük ve JPEG görüntü bloklarında gürültü 

giderimi için kullanılmıştır [91]. Eşleştirilmemiş 

gürültülü görüntüleri işlemek için, çekişmeli üretici ağ 

(CBDNet) [92], biri gerçek gürültülü görüntünün 

gürültüsünü tahmin etmekten, diğeri ise gizli temiz 

görüntüyü elde etmekten sorumlu olan iki alt ağ 

tarafından verilen gerçek gürültülü görüntüden 

gürültüyü kaldırmıştır. Daha karmaşık bozuk 

görüntüler için, bulanıklık çizgisini ve gürültüyü 

tahmin etmek ve yüksek çözünürlüklü bir görüntüyü 

elde etmek için derin bir süper çözünürlük (DPSR) 

yöntemi [93] geliştirilmiştir. 

 

4.1.1. Gürültü gidermede kullanılan CNN mimarileri 

Görüntülerde gürültü giderme sırasında evrişimsel sinir 

ağı modelini oluştururken, ek beyaz gürültülü 

görüntüler yaygın olarak kullanılmaktadır. Ek beyaz 

gürültülü görüntüler Gaussian, Poisson, tuz ve 

karabiber ve çarpımsal gürültülü görüntüleri 

içermektedir [94]. Görüntülerden gürültüleri gidermek 

için CNN ağları kullanılarak 3 farklı yöntem 

uygulanmaktadır. 

a) Artık görüntü elde edilen evrişimsel sinir ağları 

Bu yöntemde gürültü gideren CNN mimarisi, normal 

CNN’den farklı olarak; sonuç verisinde, orijinal 

görüntüye ait parçalar yerine gürültü görüntü elde 

edilmektedir. Gürültü görüntü orijinal görüntüden 

çıkartılarak temiz görüntü elde edilmektedir [95]. Bu 
sistemin oluşturulması için farklı mimariler aşağıdaki 

yöntemlerle tasarlanmaktadır. 

• CNN'nin çoklu girişlerindeki özellikleri 

birleştirmek: Bu yöntemde farklı ağlardan çok 

sayıda girdi sağlayabilmek için girdi verisinin farklı 

perspektifleri kullanılabilmektedir [96]. 

• Kayıp fonksiyonunun değiştirilmesi: Farklı kayıp 
fonksiyonları tasarlanarak mimari hızı 

değiştirilebilmektedir.  

• CNN'nin derinliği veya genişliğini değiştirmek: 

Ağın derinliğini veya genişliğini artırarak gürültü 

giderme performansını iyileştirmek için alıcı alan 

boyutu büyütülebilmektedir [97]. 

• CNN'lere yardımcı eklentiler koymak: CNN'nin 

başarısını artırabilmek için aktivasyon fonksiyonu, 

genişletilmiş evrişim, tam bağlı katman ve 

havuzlama işlemleri gibi eklentiler 
uygulanabilmektedir [98]. 
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• CNN'de atlama bağlantıları veya kademeli işlemleri 
kullanmak: Derin katmanlarda tamamlayıcı bilgi 

sağlamak için atlama bağlantıları [99] veya 

kademeli işlemler [100] kullanılabilmektedir.  

b) CNN kullanarak ortak özellik çıkartma yöntemleri 

ile gürültü giderimi 

Bu yöntem, gürültü giderimi sırasında CNN yöntemi 

ile birlikte başarı elde etmiş mimariler birlikte 

kullanılmaktadır. Bir çalışmada dalgacık dönüşümü ve 

U-ağını kullanılmaktadır [101]. Bu yöntemi kullanan 

bir çalışmada yüksek boyutlu gürültülü görüntüler için, 
CNN ve boyutsal indirgeme yönteminin kombinasyonu 

kullanılmaktadır [102]. Bir diğer çalışmada 

görüntülerde gürültü giderimi için temel bileşen analizi 

içeren bir CNN kullanılmıştır [103]. Bu mimarinin ilk 

adımında, öznitelik çıkarmak için evrişim işlemi ikinci 

adımda, elde edilen özelliklerin boyutunu azaltmak için 

Temel Bileşen Analizi kullanılmıştır. Üçüncü adımda 

ise temiz bir görüntüyü yeniden oluşturmak için 

evrişimler kullanılmıştır. 

c) En iyileme yöntemi ile CNN’nin birlikte kullanımı 

Bu yöntemde Çekişmeli Üretken Ağlar (GAN) 

kullanılmaktadır. Gürültü giderme hızını iyileştirmek 

için, en büyük artçıl kestirim (MAP) yöntemine sahip 

bir çekişmeli üretken ağ, gürültüyü tahmin etmek ve 

görüntü iç boyama ve süper çözünürlük gibi işlevler 

için kullanılmaktadır [104]. Gürültü giderme 

performansını iyileştirmek ve gürültülü bir görüntüyü 

pürüzsüz hale getirmek için CNN en iyileme yöntemi 

kullanılmaktadır [105]. 

 

4.1.2. Gürültü gidermede kullanılan önemli CNN 

yöntemleri  

Yukarıda bahsedilen CNN mimarileri kullanılarak 

farklı yöntemler geliştirilmiştir. Bu bölümde 

geliştirilen önemli yöntemlerden bahsedilmektedir. 

 

 

a) Gürültü Gideren Evrişimsel Sinir Ağları 

Gürültü Gideren Evrişimsel Sinir Ağları (DnCNN) 

görüntülerde gürültü azaltmak ve performanslı bir 

çözüm sunabilmek için hazırlanan bir yöntemdir [69]. 

DnCNN, veri sayısını azaltarak işlem performansını 

artırmaktadır. CNN ağlarında, ağın derinliği arttıkça 

hata miktarında da artış meydana gelmektedir. Şekil-

10’da CIFAR-10 veri setinde 20 ve 56 katmanlı ağda 

meydana gelen eğitim ve test hataları gösterilmektedir. 

DnCNN sayesinde ağın derinliği artsa da hata 

miktarının artışı sınırlanmıştır.  
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Şekil 10. CIFAR-10 veri setinde 20 ve 56 katmanlı 

ağda meydana gelen eğitim ve test hataları [69] 

 

Gürültü giderme için kullanılan yöntemlerin başarılı 

olmasına rağmen, iki büyük dezavantaja sahiptir. 

Birincisi, bu yöntemler genellikle test aşamasında sinir 

ağının en iyileme aşaması, gürültü giderme işlemini 
zaman alıcı hale getirmektedir [106]. İkincisi, modeller 

genel olarak elle seçilen parametreler sebebiyle, 

gürültü giderme aşamasındaki esnekliği düşüktür. 

Gürültü Gideren Evrişimsel Sinir Ağı bu sorunlara 

toplu normalleştirme ve artık ağ ile çözüm 

sunmaktadır. Toplu normalleştirmede daha yüksek 

öğrenme derecesi elde etmek için her katmanın 

çıkışında normalleştirme yapılmaktadır. Artık ağ 

sayesinde, elle seçilen parametreler ortadan 

kaldırılarak, kısayol bağlantıları oluşturulup, önceki 

çıktı değeri girdi değeri olarak mimaride 

kullanılmaktadır. Böylece daha derin bir öğrenme ağı 

oluşması sağlanmaktadır. DnCNN mimarisi Şekil 

11’de gösterilmektedir. 
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Şekil 11. Gürültü Gideren Evrişimsel Sinir Ağı mimarisi [69] 
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b) Eğitilebilir Doğrusal Olmayan Reaksiyon 

Yayılması (TNRD) 

Eşyönsüz yayılma yönteminde, filtreler, etki 
fonksiyonları ve diğer parametreler, doğrusal olmayan 
yayılma modellerinin aksine, kayıp tabanlı bir 
yaklaşımla, eğitim verilerinden eşzamanlı olarak 
öğrenilmektedir [107]. Bu model ilk olarak Perona ve 
Malik tarafından önerilmiş olup, görüntünün sınırlarını 
belirleme ve gürültü azaltmada başarılı bir yöntemdir. 
Bu yöntem, Gauss gürültüsünün giderilmesi, tek 
görüntüden süper çözünürlük görüntü elde etme ve 
JPEG görüntülerinde kayıp giderme işlemi için 
kullanılabilmektedir. 

 
c) Laplas Piramit Süper-Çözünürlüklü Ağ (LapSRN) 

Basamaklı alt ağlardan oluşan bir CNN ağıdır [108]. 
Yüksek çözünürlüklü bir ağ oluşturmak için 
kullanılmaktadır. Özellik çıkarım katmanı ile tersine 
evrişimsel dönüşüm katmanlarının birlikte kullanıldığı 
CNN mimarisine sahip bir ağdır. Şekil 12’de bu 
yönteme ait mimari gösterilmektedir. Ağ 27 
katmandan oluşmakta olup, düşük çözünürlüklü 
görüntüleri süper çözünürlüğe ulaştırmak için de 
kullanılmaktadır. 

 

Özellik Çıkartma Katmanı

Tekrar Görüntü Elde Etme 
Katmanı

Şekil 12. LapSRN mimarisi [108] 

d) BRDNet 

Derin evrişimli sinir ağlarında derinlik arttıkça 
sistemin eğitimi zorlaşmakta ve performans sorunları 
ortaya çıkmaktadır. BRDNet ağın genişliğini artırmak 
için iki ağı birleştirip daha fazla özellik elde etmeyi 
amaçlamaktadır [109]. Artık öğrenme, genişletilmiş 
evrişimler, görüntüleri gürültüden arındırmak ve daha 
fazla özellik elde etmek için kullanılmaktadır. Şekil 
13’de BRDNet mimarisi gösterilmektedir. Mimari iki 
kısımdan oluşmakta olup, toplu yeniden 
normalleştirme katmanı yeşil ile, genişletilmiş 
evrişimsel ağ katmanı mavi ile gösterilmektedir. 
Orijinal görüntüden önce gürültü elde edilmekte, 
gürültü orijinal görüntüden çıkartılarak temiz görüntü 
elde edilmektedir. 
 
e) Çok Seviyeli Dalgacık Evrişimli Sinir Ağı 
 
Bu yöntemin amacı daha hızlı çalışan bir gürültü 
giderici model oluşturup, görüntünün kalitesini 
artırmaktır. Bunu sağlayabilmek için özellik 
haritalarının boyutu küçültülüp, kanalları azaltmak için 
bir konvolüsyon katman kullanılmaktadır. Genişleyen 
alt ağda, yüksek çözünürlüklü özellik haritalarını 
yeniden yapılandırmak için ters dalgacık dönüşümü 
uygulanmaktadır. Çok Seviyeli Dalgacık Evrişimli 
Sinir Ağı (MWCNN) görüntü geri yükleme alanında 
kullanılmaktadır. 2 boyutlu ayrık dalgacık 
dönüşümünün (DWT), biortogonal özelliği nedeniyle, 
orijinal görüntü ters dalgacık dönüşümü (IWT) ile 
doğru bir şekilde yeniden oluşturulabilir [101]. Şekil 
14’de bir görüntünün çok seviyeli dalgacık evrişimli 
sinir ağı mimarisi ile ayrışması ve yeniden 
yapılandırılması gösterilmektedir. 

 

 
Şekil 13. BRDNet mimarisi [109] 

 

 
Şekil 14. Bir görüntünün Çok Seviyeli Dalgacık Evrişimli Sinir Ağı mimarisi ile ayrışması ve yeniden 

yapılandırılması [101] 
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f) CIMM 

CIMM yönteminde görüntülerde gürültü giderme için 

Birim Eşleme Modülleri (CIMM) içeren tam evrişimli 

bir ağ modeli kullanılmıştır. CIMM mimarisi, eğim 

açısını korumak için atlama bağlantıları olarak birim 

eşleştirmelerini kullanıp, önceden etkinleştirilen girdi 

alınmaktadır [110]. Ayrıca genişletilmiş çekirdekler 

kullanılarak, alıcı alanı genişletilmiştir. Şekil 15’de 

birim eşleşme modülüne ait mimari gösterilmektedir. 

 

Şekil 15. CIMM mimarisi [110] 

 

g) FFDNET 

FFDNet gürültü seviyesi bilinmeyen görüntüler 

üzerinde gürültü giderme açısından, hızlı ve esnek bir 

yöntemdir [111]. İlk katman, gürültülü bir görüntüyü 

dört alt görüntüye yeniden şekillendiren tersine 

çevrilebilir bir alt örnekleme işlevine sahiptir. Her 

katman üç tür işlemden oluşmaktadır; ilk evrişim 

katmanı için “Conv + ReLU”, orta katmanlar için 

“Conv + BN + ReLU” ve son evrişim katmanı için 

“Conv” şeklindedir. Her evrişimden sonra özellik 

haritalarının boyutunu aynı tutmak için sıfır dolgu 

kullanılır. Son evrişim katmanından sonra, gürültüden 

arındırılmış görüntüyü elde etmek için giriş 

aşamasında uygulanan alt örnekleme operatörünün 

ters operatörü olarak yukarı ölçekleme işlemi 

uygulanır. Şekil 16’da FFDNet mimarisi 

gösterilmektedir. Karmaşıklık ve performans 
dengesini göz önünde bulundurarak, evrişim 

katmanlarının sayısı gri tonlamalı görüntü için 15 ve 

renkli görüntü için 12 olarak belirlenmiştir. 
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Şekil 16. FFDNet mimarisi [111] 

 

h) Verimli Alt-Piksel Evrişimli Sinir Ağı (ESPCN) 

Düşük çözünürlüklü görüntülerden yüksek 

çözünürlüklü görüntülerin elde edilmesi için 

kullanılan bir yöntemdir [112]. Diğer yöntemlere göre 

farklılıkları aşağıda belirtilmektedir: 

• Görüntülerin kaydırma adımı (stride) değeri, 

orijinal görüntüdeki her bir pikselin, eğitim 

verisinde bir kez gözükmesi sağlanacak şekilde 

ayarlanmaktadır. 

• ReLU aktivasyon fonksiyonu yerine, Tanh 

aktivasyon fonksiyonu kullanılmaktadır. 

• Algoritmada en fazla 100 tekrar kullanılmakta, 

kayıp fonksiyonunda değişim olmazsa tekrar 

bitirilmektedir. 

• İlk öğrenme oranı 0.01 ile başlayıp, en son 0.0001 

değerine ulaşmaktadır. Ara değerlerde maliyet 

fonksiyonunun sonucu bir eşikten küçük 

olduğunda, maliyet fonksiyonu kademeli olarak 

güncellenmektedir. Mimari, 3 evrişim katmanından 

oluşmakta olup, 2 katman özellik haritası çıkarmak 

için kullanılıp, 1 katman düşük çözünürlüklü 

görüntüden süper çözünürlüklü görüntü elde etmek 

için kullanılmaktadır. Bu yönteme ait mimari Şekil 

17’de gösterilmektedir. 

Şekil 17. ESPCN mimarisi [112] 
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i) ECDNET 

ECNDNet mimarisi, genişletilmiş evrişim, artık 

öğrenme, toplu normalizsayon, evrişim ve ReLU'dan 

oluşur. Genişletilmiş evrişim 2., 5., 9. ve 12. 

katmanlarda uygulanmış olup, yakalanan bilgi 

artırılıp, hesaplama maliyeti düşürülmüştür. Önerilen 

ağın derinliği 17’dir [113]. Tasarlanan ağın mimarisi 

Şekil 18’de gösterilmektedir. 
 

j) Literatürde Yer Alan Diğer CNN Yöntemleri 

ADNet yönetimde gürültü seviyesi bilinmeyen gerçek 

gürültülü görüntülerde, gürültü gidermek ve düşük 

frekanslı özellikleri düzleştirmek için artık bir yapı 

kullanılmaktadır [114]. EPLL yönteminde gürültü 

gidermek için Gauss Karışım Modeli kullanılmaktadır 

[115]. CSF, rastgele alan tabanlı bir mimari olan 
küçülme alanları öneren bir yapıya sahiptir [116]. 

PSN, yarı karesel bölme yönteminden ve yakın 

operatörlerden gelen öğelere dayalı olarak görüntü 

restorasyonuyla ilgili sorunları ele almak için 

kullanılmaktadır [117]. IRCNN yönteminde 

görüntüdeki gürültüyü tahmin etmek için yarı karesel 

bölme (HQS) ve CNN birlikte kullanılmaktadır [118]. 
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Şekil 18. ECDNET mimarisi [113] 

 

4.2.  Görüntü Üzerinde Gürültü Giderimi İçin 

Kullanılan Otokodlayıcı Yöntemleri 
Otokodlayıcılar, birden fazla gizli katmana sahip ileri 

beslemeli sinir ağlarıdır. Bu ağlar girdi verilerini çıkış 

katmanında yeniden elde etmeye çalışmakta olup, 

çıkış katmanındaki hedef veriler ile girdi verileri 
aynıdır [119]. Otokodlayıcılarda geri yayılım 

algoritmasında olduğu gibi gradyan alçalma yöntemini 

kullanarak eğitilmektedir. Otokodlayıcılar veri ve kod 

alanı arasında çift yönlü haritalandırma 

yapabilmektedir. Bir otokodlayıcıda fazla sayıda gizli 

katman kullanılarak büyük boyutlara sahip girdi 

verileri, çok daha az bir kod alanına kısıtlanabilir. 

Bununla birlikte birden fazla gizli katmana sahip bir 

sinir ağını eğitmek, alt seviyelerdeki gizli katmanların 

en iyileme aşamasından dolayı zordur.  

 

Otomatik kodlayıcılar, girdi için sıkıştırılmış bilgi 

gösterimi gerçekleştiren bir darboğaz ağı içermektedir. 

Orta katmandaki nöron sayısı giriş katmanındaki 

nöron sayısından az ise ağ daha etkili bilgiyi 

çıkarmaktadır. Orta katmanın, gürültüleri gidererek 

görüntü kalıplarını oluşturmaya çalışmaktadır. Orta 
katmanda daha fazla nöron varsa, sinir ağının modeli 

öğrenme kapasitesi daha yüksek olduğundan, model 

giriş değerlerini kopyalayıp çıkış değerlerine 

yapıştıracak, gürültüyü öğrenecek ancak herhangi bir 

özelliği çıkarmayacaktır. Bu nedenle, darboğaz modeli 

gürültü giderme açısından önemlidir.  Gürültüyü bir 

görüntüden çıkarmak için, görüntünün boyutsallığını 

azaltmak önemlidir. Otokodlayıcılar, doğrusal 

olmayan aktivasyon işlevleri ve çoklu katman yığını 

yardımıyla ağa doğrusal olmayan bir yapı 

sunmaktadır. Boyut azaltmanın ürünü olarak gürültülü 

değerler, bu sinir ağı kullanılarak kolayca tespit 

edilebilmektedir. Şekil 17’de otokodlayıcılarda 

yapılan kodlama ve çözümleme işlemi 

görselleştirilmektedir. 

 

 
Şekil 17. Kodlama ve çözümleme işlemleri [120] 

 

Otokodlayıcılar genelde veri boyutunun azaltılması 
için kullanılmakta olup, otokodlayıcı mimarisi 

özelleştirilerek özellik seçimi, çıkarımı ve gürültü 

giderimi için yaygın olarak da kullanılmaktadır. 

Gürültü giderimi için kullanılan otokodlayıcı 

mimarilerinden aşağıdaki bölümde bahsedilmektedir. 

 

a) Gürültü Gideren Otokodlayıcı 

 

Otokodlayıcılarda, gizli katmanda girdilerden daha 

fazla düğüm olduğunda, ağ “boş işlev” olarak da 

adlandırılan, çıkış verisinin girdi verisine eşit olduğu 

ve otokodlayıcıyı yararsız olarak işaretlediği duruma 

neden olmaktadır. Otokodlayıcılarda bu durum, giriş 

değerlerinden bazıları rastgele devre dışı bırakılarak 

veya bazı veriler bilerek bozularak çözülmektedir. 
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Genel olarak, sıfıra ayarlanan giriş düğümlerinin 
yüzdesi %30 ile %50 arasında olmaktadır [121]. 

Gürültü gideren otokodlayıcıda bazı nöronların devre 

dışı bırakılması Şekil 19’da gösterilmektedir. 

 

X

X

Girdi     Kodlama         Çözümleme
 

Şekil 19. Gürültü gideren otokodlayıcıda bazı 

nöronların devre dışı bırakılması [122] 

 

Gürültü gideren otokodlayıcıda aşırı öğrenmeyi 

engelleyip, daha iyi görüntü elde etmek için önce 

gürültü eklenip, orijinal görüntünün tekrar elde 

edildiği işlem Şekil 20’de gösterilmektedir. 

 

Gürültü Kodlama Çözümleme

 

Şekil 20. Gürültü gideren otokodlayıcının yapısı [123] 

 

b) Yığıt Gürültü Gideren Otokodlayıcı 

 

Otokodlayıcıda çözümleyici, gizli katman ve kodlayıcı 

kısımları yer almaktadır. Eğer ağa daha fazla gizli 

katman eklenirse, bu yapıya Yığıt Otokodlayıcı veya 

Derin Otokodlayıcı denilmektedir. Bu yöntem ile 

verilerin boyutu azaltılıp, daha çok sıkıştırılması 

sağlanmaktadır [124]. Gürültü gideren otokodlayıcılar, 

giriş verileri gürültü ile beslenen otokodlayıcılardır. 
Gürültüsüz veri ile çıkan veri karşılaştırılıp, hata oranı 

hesaplanmaktadır. Bu sayede, ağın ayrıntıları 

öğrenilmeyip, baskın özelliklerin öğrenilmesini 

sağlanmaktadır [121]. Yığıt Gürültü Gideren 

Otokodlayıcılarda da bazı nöronlar devre dışı 

bırakılarak daha derin bir ağın kurulması 

sağlanabilmektedir [125]. 

 

c) Evrişimsel Gürültü Gideren Otokodlayıcı 

(CDAE) 

 

Evrişimsel Gürültü Gideren Otokodlayıcı yönteminde 

çözümleme işlemleri sırayla yapılmayıp, çözümleme 

işlemi kodlama ile birleştirilebilmektedir. Bu sayede 

bazı önemli veriler sıkıştırılmadan çıktı olarak 

kullanılabilmektedir. Tıbbi görüntülerde gürültüyü 

gidermek için evrişimli gürültü gideren 
otokodlayıcılar kullanılmaktadır. Ayrıca görüntülerde 

filtreleme sonrası yeniden yapılandırma ve gürültü 

giderimi için de bu yöntem kullanılmaktadır. Şekil 

21’de göğüs röntgen filmlerinde gürültü giderilmesi 

için kullanılan Evrişimsel Gürültü Gideren 
Otokodlayıcı mimarisi gösterilmektedir. 

 

Görüntü 
+ 

Gürültü

Görüntü

Kodlama 1        Kodlama 2          Kodlama 3 Çözümleme 1                         Çözümleme 2

Şekil 21. Göğüs röntgen filmlerinde kullanılan 

Evrişimsel Gürültü Gideren Otokodlayıcı Mimarisi [6] 

 

d) Gürültü Gideren Varyasyonel Otokodlayıcı 

 

Seyrek otokodlayıcı yönteminde daha az veri ile işlem 

yapmak için veriler üzerinde deaktivasyon yapmadan 

aktivasyon fonksiyonları kullanılarak daha az sayıda 

nöronun aktive edilmesi sağlanmakta bu sayede 

performans korunup, otomatik kodlayıcının girdi 

verilerindeki gereksiz bilgiler yerine aslında istenen 

gösterimleri öğrenmesi sağlanmaktadır [126]. Bu 

mimariye benzer olarak Varyasyonel otokodlayıcı, 

gizli katmandaki vektörlerin dağılımını normal 

dağılıma zorlayan gözetimsiz ve üretken bir 
otokodlayıcı modelidir [127]. Varyasyonel 

otokodlayıcıda gizli katmana gauss eğrisinin 

uygulandığı mimari Şekil 22’de gösterilmektedir. 

Girdi ÇıktıGizli Katman

Kodlama Çözümleme

qφ (z|x) pφ (x|z)

x x

Şekil 22. Varyasyonel otokodlayıcı mimarisi [127] 

 

Gürültü Gideren Varyasyonel Otokodlayıcı, 

Varyasyonel Otokodlayıcının gürültü giderimi 

üzerinde özelleştirilmesi sonucu bu yöntem ortaya 

çıkmıştır. Normal verilere gürültülü veriler eklenerek 

ağ üzerinde boş işlev olarak adlandırılan çıkış 

verisinin giriş verisine yakınlaştığı sonuçlar önlenip, 

gizli katmanda işlem sonucunda normalleştirme 

yapılmaktadır. Değişimsel çıkarımı derin öğrenme ile 

birleştiren bir yaklaşımdır [128]. Bu yöntem gürültü 

gidermeyi ve düzenlemeyi tek bir üretken modelde 

birleştirmektedir. Varyasyonel Otokodlayıcının 

mimarisi geliştirilerek, bozulmuş görüntülerden temiz 

görüntü elde etmek ve görüntüleri sınıflandırmak için 
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kullanılabilmektedir [129]. 

 

4.3. Görüntü Üzerinde Gürültü Giderimi İçin 

Kullanılan Diğer Derin Öğrenme Yöntemleri 
Gürültü giderme aşamasında kullanılan diğer derin 
öğrenme yöntemleri aşağıda belirtilmektedir. 

 

4.3.1. Tekrarlayan sinir ağı 
Tekrarlayan Sinir Ağı (RNN) mimarisinde ileri 

beslemeli ağlardan farklı olarak, geri yayılım 

algoritması kullanmaktadır. Bu yöntemde giriş ve 

çıkış değeri arasındaki hata bulunarak, ağın eğitimi 

sırasındaki hata değeri düşürülmeye 

çalışılmaktadır. Yinelenen yapılarda sonuç, sadece o 

andaki girdi değerine bağlı olmadan, diğer girdilere de 

bağlı olarak hesaplanmaktadır. Tekrarlayan Sinir Ağı 

mimarisinde, t anındaki girdi verilerinin yanında, t-1 

anından gelen gizli katman sonuçları da gizli katmanın 

t anındaki girdisi olmaktadır. Tekrarlayan Sinir Ağı 

kullanarak videolarda gürültü giderimi için yapılan 

çalışmada; videoda üst üste binen görüntüler kare kare 

ayrılmaktadır.  Aynı görüntüye ait veriler liste haline 
getirilip, listedeki verilerin ortalama değerleri alınıp, 

orijinal veriler yerine yama veriler koyulmaktadır 

[130]. Videoda gürültü gidermek için oluşturulan 

Tekrarlayan Sinir Ağı Şekil 23’de gösterilmektedir.  

 

Çıktı

Gizli 
Katman

RNN Gecikme

RNN Gecikme
Gizli 

Katman

Gizli 
Katman

 
Şekil 23. Videoda gürültü gideren Tekrarlayan Sinir 

Ağı modeli [130] 

 

Tekrarlayan Sinir Ağı ile EKG sinyallerindeki 

gürültülerin giderimi için yapılan diğer çalışmada 

orijinal veriye yakın sonuçlar elde edilmiştir [131]. 

 

Uzun Kısa Süreli Bellekler bilgiyi uzun süre 

hatırlayarak, bağımlılık probleminden kurtulmak için 

tasarlanmıştır. Uzun Kısa Süreli Bellekler önceki 

verilerle yeni kararlar vermek, verileri ilerde 

kullanmak ve verileri depolamak amacıyla içinde 

kapılar barındırırlar, bu nedenle daha esnektirler. 

Ancak daha çok işlem yapılıp, daha fazla hafıza 

gereksinimine sahiptirler. Bilgisayarla çekilmiş 

akciğer tomografi görüntülerinde meydana gelen 

gürültülerin giderimi için Uzun Kısa Süreli Bellek 

yöntemi kullanılmış ve sinyal gürültü oranı, tepe 

sinyal gürültü oranı ve ortalama hataların karesi 

değerleri kıyaslanınca gürültü gidermede başarılı 

olduğu tespit edilmiştir [132]. 

 

4.3.2. Kısıtlanmış boltzmann makineleri 
Kısıtlı Boltzmann Makinesi iki katmanlı sinir 
ağlarıdır. Gürültü oranı yüksek görüntülerde, 

Kısıtlanmış Boltzman Makinesinde derin ağların 

kullanılması ile gürültü gideren otokodlayıcı ve diğer 

yöntemlerden daha iyi sonuçlar ortaya çıkmaktadır 

[133].  

 

4.3.3. Derin inanç ağları 
Derin İnanç Ağları, özellik gösterimi ve çıkartılması 

için etkili bir araçtır. Kısıtlanmış Boltzmann 

Makineleri iki katmanlı bir yapıya sahip olduğu için 

bu ağı derinleştirmek amacıyla derin inanç ağları 

oluşturulmuştur. Derin İnanç Ağlarında üst 

katmanlardaki bağlantılar yönsüz olup, alt katlardaki 

bağlantılar yönlüdür [134]. Derin İnanç Ağları 

görüntülerde gürültü giderme için de kullanılmaktadır. 

Yapılan bir çalışmada, ilave beyaz gauss gürültüsü ile 

bozulmuş MNIST veri setine Derin İnanç Ağları 
uygulanarak başarılı sonuçlar elde edilmiştir [135].  

 

4.4. Videolarda Gürültü Giderimi 
Videolar görüntü karelerinin bir araya getirilmesi ile 

oluşmaktadır. Video akış özellikleri saniyedeki kare 

sayısı ile belirlenmektedir. Gürültü giderimi sırasında 

video görüntüleri, fotoğraf makinesindeki seri çekim 

görüntülerine benzer şekilde, karelere ayrıştırılır. 

Sonrasında görüntülerde kullanılan gürültü giderme 

teknikleri videoda gürültü azaltmak için 

uygulanmaktadır [136]. Videoda gürültüyü gidermek 

için uygulanan yöntemlerde öncelikle yerel olmayan 

yama yöntemi kullanılmış olup, sonrasında CNN 

yöntemleri kullanılarak video ve görüntü üzerindeki 

gürültü giderilmeye çalışılmıştır [137]. Video üzerinde 

gürültü giderme aşamasında görüntü geçişlerinde 

titremenin olmaması, detayların korunması, gürültü 
giderme süresi ve orijinal görüntüye yakınlık video 

üzerinde gürültü gidermedeki başarı ölçütleri arasında 

yer almaktadır. Görüntülerde gürültü gidermede başarı 

elde etmiş yöntemler videolara da uyarlanarak 

uygulanmıştır. Örneğin BM3D ve NLB yöntemleri 

görüntüler üzerinde uygulanırken, VBM4D ve VNLB 

video üzerinde uygulanmaktadır.  

 

Video üzerinde gürültü giderme için uygulanan bir 

yöntemde, görüntülerde gürültü gidermeden farklı 

olarak, ardışıl karelerde benzer yamalar bulunarak, 

gürültü benzer yamalarda ortak olarak giderilmiştir 

[37]. Benzer yamaların bulunması, uzamsal olarak 

benzer komşu karelerin bulunması ve hareket 

tahmininin kullanılması ile gerçekleştirilmektedir. 

Uzamsal komşuların bulunması aşamasında, belirli bir 

pikselde veya yamada gürültü giderme işlemi 

yapılırken dizinin bitişik karelerinde de benzer 
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pikseller veya yamalarda da gürültü giderme işlemi 
yapılır. Hareket tahmini kullanılarak video üzerinde 

gürültü giderme performansını iyileştirilmektedir 

[138,139]. 

 

VNLB yama tabanlı, Bayes teoremi kullanılarak video 

üzerinde gürültü giderme için oluşturulan bir 

yöntemdir. Bu yöntem, benzer uzay-zaman 

yamalarının her grubu için bir Bayes modeli oluşturur.  

VBM4D blok eşleme ve 3 boyutlu filtreleme ile 

videolarda gürültüyü gidermek için kullanılan, 

nesnelerin hareketleri takip edilerek, benzer nesnelerin 

gruplanarak filtrelemenin yapıldığı yöntemdir [37]. 

 

DVDNet yönteminde, videodan gürültü giderme 

çalışmasında performans ve eğitim zamanı arasında 

bir denge kurmak için zamansal bilgiler 

birleştirilmiştir [140]. Bu yöntem geleneksel gürültü 
giderme yöntemleri ile CNN tabanlı gürültü 

gidermenin birlikte kullanıldığı bir yöntemdir. Belirli 

bir pikselde gürültü giderimi yaparken, algoritmanın 

sadece aynı karede değil, aynı zamanda dizinin bitişik 

karelerinde de benzer pikseller aranmaktadır. Hareket 

tahmini yöntemiyle videoda farklı çerçevelerdeki 

benzer görüntüler bulunup, düzleştirilerek görüntü 

geçişleri arasındaki titremeler yok edilmektedir. Son 

olarak elde edilen görüntüye gürültü gideren 

evrişimsel sinir ağı yöntemi uygulanmaktadır. 

DVDNet yöntemi geliştirilip U-ağı uygulanarak 

FastDVDNet yöntemi geliştirilmiştir [141]. FITVNet 

yöntemi iki aşamalı bir gürültü giderme modeline 

sahiptir. İlk aşamada görüntü içindeki gürültü 

giderilmekte, ikinci aşamada ekran geçişlerindeki 

titreşimin azaltılması için, video üzerinde uzamsal ve 

zamansal gürültü giderme yöntemleri 
uygulanmaktadır [136]. Video üzerinde gürültü 

gideren diğer bir modelde eğitim verisi olmadan video 

üzerinde gürültü giderme işlemi yapılmaktadır [142]. 

Eğitim verisi olarak videonun kendisi kullanılarak, 

video kareleri transfer öğrenme tekniği ile önceden 

eğitilmiş bir gürültü giderme ağına ince ayar 

yapılarak, gürültü videolar için gürültü gideren bir 

model oluşturmuştur. Bu modelde iki aşamalı bir 

CNN ağı kullanılarak temiz video görüntüleri elde 

edilmiştir. 

 

V.   YÖNTEMLERİN KIYASLANMASI 
Yapılan bir çalışmada geleneksel gürültü yöntemleri 

kıyaslanmıştır [49]. Bu çalışmada kullanılan geleneksel 
yöntemlerden Wiener filtreleri, görüntüler üzerinde 

ortalama kare tahminini yaparak gürültülü ve bulanık 

görüntülerin restorasyonu için yaygın olarak 

kullanılmaktadır. Wiener filtreleme görüntü üzerindeki 

ayrıntıları korumaktadır. Bilateral Filtreleme gürültü 

giderme sürecini hızlandırmak için basit, kenar 

koruyucu, yinelemesiz bir yöntemdir. Her noktanın 

değeri yakınındaki noktaların ortalama yoğunluk 

değerleri ile hesaplanmaktadır. PCA, veri kümelerini 
daha düşük boyutlara indirerek bir veri kümesini 

basitleştirmeye yönelik istatistiksel bir tekniktir, 

verileri küçülterek üzerindeki gürültüler 

giderilmektedir. Dalgacık dönüşüm yöntemi, 

bulanıklığın etkisini azaltmak için ortalama kare 

hatasını en aza indirmektedir, görsel olarak daha net 

görüntü elde etmektedir. BM3D görüntü parçaları, 

benzerlik temelinde birlikte gruplandırılmakta, gürültü 

için filtrelenmelerini ve farklı sinyallerini korumalarını 

sağlamak için ağırlık ortalaması alınarak filtreleme 

yapılmaktadır. Diğer yöntemlere göre PSNR değeri 

diğerlerine göre daha iyi sonuçlar ortaya koymaktadır, 

algılanabilir görsel sonuçlar elde etmişlerdir. 

 

Bu çalışmada benzer görüntü parçalarını gruplamanın 

ve bunları birlikte filtrelemenin iyi sonuçları elde 

ettiği gözlemlenmiştir. Elde edilen sonuçlar Tablo 
2’de gösterilmektedir. 

 

Tablo 2. Set12 veri seti ile 30 dB gürültü 

seviyelerinde gürültü giderme sonucu elde edilen 

PSNR değerleri [49] 

Metot PSNR SSIM 

Wiener filtering 27.81 0.707 

Bilateral filtering 27.88 0.712 

PCA 26.68 0.596 

Wavelet transform domain method  21.74 0.316 

BM3D 31.26 0.845 

 

Bu geleneksel yöntemleri uygularken bazı zorluklar 

yaşanmaktadır. Wiener filtrelerinde en uygun pencere 

boyutunu ayarlamak zor olmaktadır. Bilateral 

Filtreleme gürültü giderme sonrası görüntüde 

istenmeyen kalıntılar bırakmaktadır, yüksek 

gürültülerde başarı oranı düşük kalmaktadır. PCA 

görüntü detaylarını ve dokuları korumada zorluk 

oluşturmaktadır. Dalgacık dönüşüm yöntemine ait 

sonuçlar ayrıntılı yapıları koruyamama ve görsel 

açıdan daha az başarılı görüntüler elde edilmektedir. 

BM3D diğer yöntemlere göre başarı elde etmiş olsa da 

yönteminde gürültü içeriğindeki artışla performans 
önemli ölçüde azalmaktadır. 

 

Geleneksel yöntemlerde doğru parametreleri 

ayarlamak her zaman mümkün olmamakta ve elle 

ayarlanan parametreler ile modeller oluşturulmaktadır. 

Şekil-111’de, farklı gürültü giderme parametre 

ayarlarıyla BM3D'nin gürültü giderme sonuçlarına ait 

bir örnek gösterilmektedir [143]. Şekil 24'de göz 

çevresi bölgesindeki görüntü (d), görüntü (c)'den daha 

fazla ayrıntıyı korumaktadır. Bu örnek, parametre 

seçiminin, görüntüdeki tüm bölgelerde, özellikle 

dokulu görüntü bölgelerinde gürültü giderme üzerinde 

etkisinin olduğunu göstermektedir. 

  



Int. J. Adv. Eng. Pure Sci. 2022, 34(1): 65-90                Gürültü Giderme 

80 
 

 

Şekil 24. Parametre seçiminin gürültü giderme 

üzerinde etkisi [143] 

(a) Orijinal Görüntü; (b) Gürültü Eklenmiş Görüntü; 

(c) 1. Parametrelere Göre Gürültü Giderme Sonucu 

Elde Edilen Görüntü; (d) 2. Parametrelere Göre 

Gürültü Giderme Sonucu Elde Edilen Görüntü. 

 

Derin öğrenme yöntemlerinin geleneksel yöntemlere 

üstünlüğü sadece parametre ayarlanması problemi ile 

sınırlı değildir. Gürültülerde bulunan yüksek frekanslı 

veriler kolaylıkla filtrelenebilmektedir. Fakat, asıl 

sinyal ile buna karışmış̧ olan düşük frekanslı 

gürültünün ayırt edilmesi zor olduğu için düşük 

frekanslı gürültülerin filtrelenmesi de kolay 

olmamaktadır [49]. Geleneksel yöntemlerde gürültü 

türü ve dağılımına göre gürültüyü modelleyecek 

istatistiksel dağılım yöntemleri kullanılmaktadır. Bu 

yüzden gerçek dünyadaki görüntülerde gürültü tek bir 
dağılımla ifade edilemediği gibi her zaman dağılımı 

doğru bir şekilde belirlemek de mümkün 

olmayabilmektedir. Örneğin tıbbi görüntü türleri 

içerisinde ultrason görüntüsü benek gürültüsü 

içerirken, Manyetik rezonans (MR) görüntüleri ise 

Rician gürültüsü içermektedir [49]. 

 

Görüntülerde gürültü giderirken homojen bölgelerin 

yumuşatılması, kenarların, dokuların ve noktasal 

sinyallerin korunması gibi ihtiyaçların geleneksel 

yöntemlerle yapılması kolay olmamaktadır. Görüntü 

gürültü giderme aşamasında orijinal görüntüyü elde 

etmeye çalışırken bazı zorluklarla 

karşılaşılabilmektedir. Gürültü giderme sürecinde 

dikkat edilmesi gereken kuralları şu şekilde 

sıralayabiliriz [49]: 

 
• Gürültü giderildikten sonra görüntü üzerindeki düz 

alanlar gürültü giderildikten sonra da pürüzsüz 
olmalıdır. 

• Kenarlar bulanıklaşmadan korunmalıdır. 

• Görüntü üzerindeki dokular korunmalıdır. 

• Görüntü üzerinde yeni gürültüler 

oluşturulmamalıdır. 

 

Şekil 25'deki gösterilen çalışmada, toplam değişim 

(TV) tabanlı yöntemin [144] gürültü giderme 
sonucunda dokuları yumuşattığı ve görüntüde kalıntılar 

ürettiği gösterilmektedir. Ayarlanabilir yerel olmayan 

ortalamaların düzenlenmesi yöntemi (R-NL) [145] ve 

yerel olmayan ortalamalar (NLM) [146] yöntemleri 

daha iyi performanslar elde edebilmesine rağmen, bu 

iki yöntem küçük yapıları eski haline getirmekte 

güçlük çekmektedir. Temsili düşük sıra tabanlı 

yöntemlerin (WNNM [47], LRA_SVD [147]) ve 

seyrek kodlama şemasının (NCSR [148]) homojen 

bölgelerde daha iyi sonuçlar ürettiği görünmektedir.  

 

 
Şekil 25. Bot görüntüsü üzerinde gürültü giderme 

sonucu elde edilen sonuçlar [49] 
 

(a) Toplam Değişim Tabanlı Düzenleme [144] 

(PSNR = 22.95 dB; SSIM = 0.456)  

(b) NLM [146] (PSNR = 24.63 dB; SSIM = 0.589)  

(c) R-NL [145] (PSNR = 25.42 dB; SSIM = 0.647)  

(d) NCSR model [148] (PSNR = 26.48 dB; 

SSIM = 0.689)  

(e) LRA_SVD [147] (PSNR = 26.65 dB; 

SSIM = 0.684)  

(f) WNNM [47] (PSNR = 26.97 dB; SSIM = 0.708) 

 

Gözetimli sınıflandırmada temel problem sınıfı 

bilinmeyen test nesnesini, farklı bilinen sınıf seti 

içinden doğru sınıfa atamaktır. Bu sınıflandırmayı 

seyreklik tabanlı olarak yapmak istediğimizde, 

öncelikle nesne ve sözlük arasındaki ilişkiyi ifade eden 

seyrek gösterilim vektörünü elde etmemiz gereklidir 
[149]. Seyrek gösterime dayalı temsillerde iki ana 

problem mevcuttur. Birincisi, öğrenme verilerinden bir 

sözlük oluşturulması, ikincisi kodlanacak verinin 

oluşturulan bu sözlüğün atomlarının ağırlıklı toplamı 

olarak ifade edilen temsil ile asıl hali arasında en az 

uzaklık olacak şekilde ifade edilmesidir. Seyrek 

kodlama safhasında ise bir seferlik yapılan sözlük 

oluşturmanın ardından, nesne tanıma aşamasının 
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başında her bir görüntü var olan sözlük üzerinden 
seyrek olarak kodlanır. Kodlama problemi; eldeki test 

verisini, oluşturulan sözlük atomları cinsinden, 

minimum sayıda sözlük atomuna benzeterek orijinaline 

en yakın şekilde ifade etmeye çalışılmaktadır [150]. 

CNN yöntemleri seyrek yaklaşımlara benzer olarak 

görüntülerde seyrek etkileşim kullanmakta ve küçük 

çekirdekler ile görüntüyü filtrelemektedirler. Derin 

öğrenme modellerinde filtre bankaları eğitim esnasında 

oluşturulmaktadır. Bir sinir ağında evrişim işlemini 

kullanmanın yeniliği, filtreye ait ağırlık değerlerinin 

ağın eğitimi sırasında öğrenilmesidir. Filtre bankaları, 

görüntülerin doku özelliklerini çıkarmak için kullanılan 

ve doku analizinde yaygın olarak kullanılan araçlardır 

[151]. CNN’de bu filtrelerin tekrarlı öğrenme yapıları 

ile otomatik olarak oluşturulması sağlanmaktadır. 

Geleneksel yöntemlerde elle ayarlanan parametreler 

nedeniyle optimizasyon problemini çözmek için 
alternatif çözümler geliştirilmiştir [152]. Çoğu yöntem 

görüntüde gürültü giderme konusunda oldukça iyi bir 

performans elde etmelerine rağmen, elle ayarlanan 

parametrelere sahip olması, eğitim aşamasında 

optimizasyon yöntemlerine ihtiyaç duyulması gibi 

dezavantajlara sahiptir. Son zamanlarda, mimariler 

daha esnek hale geldikçe, derin öğrenme teknikleri bu 

dezavantajların üstesinden gelmeye başlamıştır [153-

154]. 

 

Yapılan diğer çalışmada çeşitli gürültü seviyelerine 

sahip gri tonlamalı BSD68 test veri setindeki 

görüntülerin klasik yöntemler ve derin öğrenme 

yöntemleri kullanılarak gürültü giderme sonucu elde 

edilen ortalama PSNR (dB) ve SSIM sonuçları 

kıyaslanmıştır [155]. Elde edilen sonuçlara göre derin 

öğrenme yöntemi daha başarılı sonuç elde etmiştir. 
Elde edilen sonuçlar Tablo 3’de gösterilmektedir. 

 
Tablo 3. Farklı standart sapma ile ilave beyaz 

Gauss gürültüsü tarafından bozulmuş BSD68 
görüntüsü üzerindeki gürültü giderme sonuçlarının 

karşılaştırılması [155] 

Gürültü Seviyesi BM3D WNNM DnCNN 

10 33.32 33.59 33.88 

30 27.76 27.99 28.36 

50 25.62 25.87 26.23 

70 24.44 24.65 24.90 

 
Otokodlayıcı gürültü giderme yöntemi ile CNN 
yöntemlerini kıyaslayabilmek için, CDAE ile DnCNN 
yöntemleri kullanılarak bir çalışma yapılmıştır. 

CBSD400 verisetindeki σ=25 gürültü seviyesine sahip 
176x144 boyutundaki görüntüler kullanılarak 
görüntüler üzerindeki gürültüler iki yöntem 
kullanılarak giderilmiştir. CDAE otokodlayıcı yöntemi 
hızlı eğitim süresine ve basit bir mimariye sahiptir.  
Ancak bu yöntemde resim üzerindeki detayların 
kaybolduğu gözlemlenmiştir. DNCNN yöntemi eğitim 
süresi olarak CDAE yönteminden biraz daha uzun 
eğitim süresine sahip olmasına karşın orijinal resme 
yakınlığı ön plana çıkmaktadır. Tablo 4’de DnCNN ve 
CDAE yöntemlerinin CBSD400 verisetindeki σ=25 
gürültü seviyesine sahip görüntülerde gürültü giderme 
sonucu elde edilen ölçüm değerleri gösterilmektedir. 

 
Tablo 4. DnCNN ve CDAE yöntemlerinin 

CBSD400 veri setindeki σ=25 gürültü seviyesindeki 
görüntülerde gürültü giderme sonucu elde edilen 

ölçümler 

Yöntem 
PSNR 
(dB) 

SSIM 
Toplam 

Parametre 

Süre 
(sn) 

DnCNN 26.94 0.83 560,320 605 

CDAE 23.62 0.73 1,349,059 50 

 
Başka bir çalışmada farklı derin öğrenme yöntemleri 
ve geleneksel gürültü giderme yöntemleri 
kıyaslanmıştır. DnCNN yöntemi az gürültülü 
görüntülerde başarılı sonuçlar elde etmiştir. Gürültü 
seviyesi arttıkça FFDNet yöntemi daha başarılı sonuç 
elde etmeye başlamıştır [155]. Derin öğrenme 
yöntemleri ve geleneksel gürültü giderme 
yöntemlerinin gürültü giderme sonuçları Tablo 5’de 
gösterilmektedir. 

 
Tablo 5. Farklı standart sapma ile ilave beyaz 

Gauss gürültüsü tarafından bozulmuş BSD68 
görüntüsü üzerindeki gürültü giderme sonuçlarının 

karşılaştırılması [155] 

Gürültü 
(dB) 

 
BM3D 

 
WNNM 

DnCNN FFDNet 

15 31.07 31.37 31.72 31.62 

25 28.57 28.83 29.23 29.19 

50 25.62 25.87 26.23 26.30 

75 24.21 24.40 26.64 24.78 

 
Diğer bir çalışmada gürültü gidermede kullanılan 
geleneksel ve CNN yöntemlerinin PSNR değerlerine 
ve çalışma sürelerine göre daha geniş bir karşılaştırma 
yapılmıştır. Değişik gürültü giderme metotlarının 
Set12 veri setindeki farklı gürültü seviyelerine sahip 
görüntülerde gürültü giderme sonucu elde edilen PSNR 
(dB) değerleri Tablo 6’da gösterilmektedir [84].  
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Tablo 6. Set12 veri seti ile farklı gürültü seviyelerinde gürültü giderme sonucu elde edilen PSNR değerleri [84] 
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Gürültü σ = 15 

BM3D [32] 31.07 33.10 32.13 31.91 32.10 34.93 34.26 31.92 31.85 31.37 32.69 31.14 32.37 

WNNM [53] 31.39 33.60 32.27 32.17 32.17 35.13 34.27 32.11 32.71 31.62 32.99 31.82 32.70 

EPLL [116] 31.19 31.38 31.93 31.85 31.93 34.17 33.92 32.00 32.10 31.42 32.64 31.13 32.14 

CSF [117] 31.33 31.92 32.01 31.95 31.98 34.39 34.06 32.08 32.33 31.37 32.85 31.55 32.32 

TNRD [110] 31.46 32.13 32.14 32.19 32.11 34.53 34.24 32.23 32.56 31.63 33.04 31.75 32.50 

ECNDNet [114] 31.70 32.41 32.37 32.56 32.39 34.97 34.52 32.39 33.11 31.82 33.25 32.17 32.81 

DnCNN [69] 31.70 32.64 32.42 32.61 32.47 34.97 34.62 32.46 33.09 31.83 33.30 32.20 32.86 

PSN-K [118] 31.75 32.64 32.52 32.58 32.43 35.04 34.62 32.39 33.11 31.89 33.23 32.17 32.86 

PSN-U [118] 31.61 32.49 32.41 32.04 32.43 35.03 34.56 32.37 32.93 31.62 33.21 31.94 32.72 

CIMM [112] 31.77 32.74 32.44 32.61 32.52 35.21 34.69 32.50 33.33 32.01 33.21 32.35 32.95 

IRCNN [119] 31.70 32.43 32.34 32.55 32.40 34.89 34.53 32.40 32.82 31.84 33.31 32.02 32.77 

FFDNet [113] 31.57 32.54 32.38 32.43 32.46 35.07 34.62 32.41 32.66 31.81 33.25 31.99 32.77 

BRDNet [111] 31.85 32.93 32.55 32.80 32.62 35.27 34.75 32.50 33.35 32.00 33.47 32.24 33.03 

ADNet [115] 31.86 32.80 32.57 32.81 32.58 35.22 34.71 32.47 33.17 31.96 33.49 32.17 32.98 

Gürültü σ = 25 

BM3D [32] 28.42 30.71 29.90 29.45 29.71 32.85 32.07 29.61 29.25 28.93 30.16 28.56 29.97 

WNNM [53] 28.69 31.24 30.03 29.64 29.82 33.22 32.24 29.76 29.84 29.15 30.42 29.03 30.26 

EPLL [116] 28.61 28.61 29.74 29.26 29.53 32.17 31.73 29.66 29.39 28.95 30.17 28.51 29.69 

CSF [117] 28.72 29.03 29.76 29.48 29.53 32.39 31.79 29.71 29.62 28.90 30.32 28.80 29.84 

TNRD [110] 28.88 29.41 29.91 29.72 29.71 32.53 32.00 29.87 29.85 29.18 30.57 29.02 30.06 

ECNDNet [114] 29.07 29.84 30.14 30.11 30.03 33.08 32.38 30.03 30.30 29.38 30.85 29.43 30.39 

DnCNN [69] 29.13 30.00 30.21 30.18 30.12 33.06 32.44 30.10 30.28 29.43 30.87 29.41 30.43 

PSN-K [118] 29.28 30.17 30.31 30.28 30.18 33.26 32.57 30.10 30.30 29.38 31.01 29.57 30.53 

PSN-U [118] 29.06 29.94 30.25 29.79 30.12 33.23 32.45 30.05 30.17 29.25 30.90 29.30 30.38 

CIMM [112] 29.23 30.29 30.30 30.26 30.24 33.44 32.66 30.18 30.62 29.61 30.87 29.77 30.62 

IRCNN [119] 29.12 29.92 30.17 30.08 30.08 33.06 32.43 30.04 30.09 29.47 30.88 29.27 30.38 

FFDNet [113] 29.04 30.01 30.25 30.10 30.20 33.28 32.57 30.11 30.08 29.44 30.93 29.32 30.44 

BRDNet [111] 29.20 30.34 30.33 31.39 30.28 33.41 32.65 30.14 30.50 29.55 31.04 29.46 30.61 

ADNet [115] 29.17 30.25 30.37 30.34 30.24 33.41 32.61 30.08 30.39 29.49 31.14 29.41 30.58 

Gürültü σ = 50 

BM3D [32] 25.10 27.22 26.78 26.13 26.46 29.69 29.05 26.81 25.82 25.90 26.68 25.04 26.72 

WNNM [53] 25.42 27.79 26.97 26.45 26.64 30.33 29.25 26.94 26.32 26.14 26.95 25.44 27.05 

EPLL [116] 25.31 24.83 26.74 26.10 26.30 29.12 28.68 26.79 25.94 25.95 26.80 25.12 26.47 

CSF [117] 25.56 25.24 27.03 26.37 26.67 29.64 29.32 27.06 26.26 26.12 26.68 25.43 26.78 

TNRD [110] 25.59 25.70 26.94 26.62 26.50 29.48 28.93 26.98 26.31 26.16 27.10 25.42 26.81 

ECNDNet [114] 25.79 26.26 27.16 27.07 26.84 30.12 29.29 27.11 26.82 26.32 27.30 25.72 27.15 

DnCNN [69] 25.87 26.22 27.20 27.03 26.90 30.00 29.39 27.24 26.78 26.48 27.32 25.70 27.18 

PSN-K [118] 25.90 26.45 27.20 27.10 27.09 30.34 29.54 27.21 26.92 26.56 27.40 25.84 27.30 

PSN-U [118] 25.89 26.56 27.27 27.21 27.04 30.21 29.54 27.23 26.93 26.62 27.53 25.63 27.31 

CIMM [112] 26.06 26.62 27.36 27.25 27.24 30.70 29.65 27.26 27.21 26.53 27.54 26.05 27.46 

IRCNN [119] 25.89 26.24 27.17 26.88 26.88 29.96 29.40 27.17 26.61 26.55 27.33 25.57 27.14 

FFDNet [113] 25.89 26.45 27.33 27.05 27.08 30.37 29.66 27.29 26.81 26.57 27.54 25.75 27.32 

BRDNet [111] 25.93 26.85 27.38 27.44 27.17 30.53 29.73 27.27 26.97 26.66 27.67 25.77 27.45 

ADNet [115] 25.88 26.64 27.35 27.31 27.07 30.59 29.59 27.17 26.90 26.56 27.69 25.70 27.37 
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CNN yöntemleri gerçek görüntü ve gürültülü görüntü 

çiftlerini kullanılarak model oluşturulmaktadır. Gerçek 

hayatta bu görüntü çiftlerini elde etmek her zaman 

mümkün olmamaktadır. GAN yöntemleri görüntülerde 

gürültü giderme için kullanılarak öncelikle gürültü 

tahmini yapılmakta, sonrasında orijinal görüntü elde 
edilmeye çalışılmaktadır. GAN yöntemleri hem 

gürültü giderme hem de görselin yüksek 

çözünürlükteki detaylarını koruma ve boyutlarını 

artırma çalışmalarında başarılı sonuçlar elde 

etmektedir [156].  

 

Elde edilen sonuçlara göre her gürültü seviyesinde 

farklı yöntemlerin başarılı olduğu görülmektedir.  

Görüntü boyutu arttıkça gürültü giderme 

yöntemlerinin işlem süreleri de artmaktadır. Derin 

öğrenme yöntemleri kullanılarak geleneksel 

yöntemlere göre daha iyi sonuçlar elde edilmekte 

ancak gerçek görüntü çiftleri olmadan bazı derin 

öğrenme yöntemleri başarılı sonuçlar elde 

edememektedir. Yapılan araştırmalar deneylerin 

toplamsal beyaz Gauss gürültüsü durumuna 

odaklandığını göstermektedir. Yapılan çalışmalar 
görüntülerdeki gürültü seviyesi arttıkça, gürültü 

giderme sonucu elde edilen görüntünün orijinaline 

olan yakınlığının da azaldığını göstermektedir. 

 

VI.   BULGULAR VE TARTIŞMA 
Bu makalede görüntülerde gürültü giderme 

aşamasında uygulanan derin öğrenme yöntemleri ile 
geleneksel yöntemlerden bahsedilip, bu yöntemler 

arasında kıyaslama yapılmıştır. Görüntü üzerindeki 

gürültü karmaşıklığı ve bu gürültüleri hızlı ve doğru 

şekilde giderme ihtiyacı sebebiyle bu alandaki 

araştırmalar halen devam etmektedir. Geleneksel 

gürültü giderme yöntemleri kısa sürede gürültüleri 

giderebilmekte olup, elde edilen görüntülerdeki 

kenarlar ve dokular daha düz hale gelmektedir.  

 

Derin öğrenme yöntemleri kullanılarak yapılan gürültü 

giderme çalışmalarında farklı gürültü türlerinde tek bir 

derin öğrenme yönteminin başarılı olmadığı, farklı 

gürültü seviyeleri, farklı görüntüler ve farklı 

çözünürlüklü görüntüler için farklı derin öğrenme 

yöntemlerinin başarılı olduğu görülmüştür. 

 

Ek beyaz gauss gürültüsünün giderilmesi konusunda 
birçok çalışma yapılmış olup, gerçek görüntülerdeki 

gürültünün karmaşıklığı ve orijinal görüntülerin 

olmaması nedeniyle görüntüler üzerinde doğru 

karşılaştırmalar yapılamamaktadır. Daha derin bir 

mimariye sahip ağlar, görüntü gürültü giderme 

sırasında daha iyi sonuçlar elde etmektedir. Bununla 

birlikte, daha derin ağlar daha fazla bellek tüketmekte, 

bu da aşırı uyum ve kaybolan eğim sorununa neden 

olmaktadır. Tüm bu olumsuz yönlerin yanında gürültü 

giderme probleminde en başarılı sonuçlar CNN ve 

GAN yöntemleri ile elde edilmektedir. 

 

6.1. CNN Mimarisinde Gürültü Giderme 

Sonucunu Olumlu Etkileyen Teknikler  
Kullanım kolaylığı, daha az kaynak tüketimi ve 

değişken gürültü türlerine uyarlanabilir oldukları için 

yapay sinir ağları görüntülerde gürültü azaltmak için 
tercih edilmektedir. Oluşturulan evrişimsel sinir 

ağlarında aşağıdaki tekniklerin kullanılması 

mimarilerin başarısını olumlu yönde etkilediği 

görülmüştür: 

 

1. Alıcı alanı genişletmek, daha fazla bağlam bilgisi 

yakalayabilir. Alıcı alanın genişletilmesi, ağların 

derinliği ve genişliği artırılarak gerçekleştirilebilir. 

Ancak bu, daha yüksek hesaplama maliyetleri ve 

daha fazla bellek tüketimi gerektirmektedir. Bu 

sorunu çözmek için daha fazla uç bilgi sağlamada 

etkili olan genişletilmiş evrişimler 

kullanılmaktadır. 

2. Seçilen kayıp fonksiyonu eğitim zamanını 

etkilemektedir. Seçilecek kayıp fonksiyonu eğitim 

süresini kısaltacak şekilde tercih edilmelidir. 

3. Derin ağlar daha iyi gürültü giderimi sağladığı 
için, derin ağlar kullanılarak, ağlardaki 

performansı artırmak için de artık ağlar tercih 

edilmektedir. 

4. CNN mimarisi içinde diğer tekniklerin koyulması 

daha iyi sonuçlar elde edilmesini sağlamaktadır. 

U-net ağının içine dalgacık dönüşümünün 

kullanılması bu tür kullanıma bir örnektir. 

5. Eğitim verileri kullanılarak sanal verilerin 

oluşturulması daha fazla veri ile eğitim yapılmasını 

sağlamaktadır. Sanal eğitim verileri; eğitim 

verilerinin yatay ve dikey döndürülmesi, renklerin 

değiştirilmesi ile üretilebilmektedir. 

6. Geleneksel yöntemler ile derin öğrenme 

yöntemlerinin beraber kullanılması video üzerinde 

gürültü giderme başarılısını olumlu yönde 

etkilemektedir.  

 
Literatür çalışmaları sonucu elde edilen bulgular, 

DnCNN yöntemi üzerinde uygulanarak yeni bir gürültü 

giderme modeli geliştirilmiştir. Elde edilen yeni model 

ile DnCNN yönteminin gürültü giderme başarısı 

kıyaslanmıştır. DnCNN yönteminin CBSD400 veri 

setindeki 180x180 boyutundaki görüntüler kullanılarak 

model eğitilmiştir. Oluşturulan modelde alıcı alan 

genişleterek daha fazla uç bilgi sağlanmıştır. Kayıp 

fonksiyonu DnCNN yöntemi ile aynı seçilmiş, DnCNN 

yönteminden daha derin bir ağ oluşturulmuştur. 

CBSD400 eğitim veri seti kullanılarak sanal verilerin 

oluşturulması sonucu daha fazla veri ile eğitim 

yapılmasını sağlanmıştır. Eğitim verisi artırılarak aynı 

model üzerinde yapılan çalışmada modelin artırılmış 

veri üzerinde daha iyi öğrenme sağladığı kayıp 

değerinin daha düşük olduğu görülmüştür. Hazırlanan 

modele ait mimari Şekil 26’da gösterilmektedir. 
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Şekil 26. Yeni oluşturulan yöntemin mimarisi 

Hazırlanan Gürültü giderme yöntemi 19 katmandan 
oluşmaktadır. İlk katman Conv+Relu, ikinci katman 

Dilation+BN+Relu, 3 ve 18. Katmanlar 

Conv+Bn+Relu, 19. Katman Conv katmanından 

oluşmaktadır. Çizelge 7’de model katmanları 

gösterilmektedir. 

 

Tablo 7. Hazırlanan Gürültü giderme yöntemi 

katmanları 

Katman No Model 

1 conv + relu 

2 dilation + bn + relu (1) 

3 … 18 conv + bn + relu (16) 

19 conv (1) 

 

Tablo 8’de hazırlanan gürültü giderme yöntemi ile 

DnCNN yönteminin CBSD68 test veri setindeki 

180x180 boyutundaki görüntüler kullanılarak gürültü 

giderme sonucu elde edilen ölçüm değerleri 

gösterilmektedir. Elde edilen yeni modelin DnCNN 

yöntemine göre daha başarılı sonuçlar elde ettiği 

görülmüştür. 

 

Tablo 8. Hazırlanan Gürültü giderme yöntemi ile 

DnCNN yönteminin CBSD400 veri setindeki 

görüntüler kullanılarak CBSD68 test veri setindeki 

gürültüleri giderme sonucu elde edilen ölçüm 

değerleri 
Yöntem Eğitim 

Verisi 
Sayısı 

Katman 

Sayısı 

PSNR 

(dB) 

SSIM 

DnCNN 400 17 24.95 0.76 

DnCNN 400 19 25.75 0.80 

Yeni Model 400 19 26.76 0.85 

Yeni Model 480 19 26.89 0.86 

 
VII. SONUÇ VE DEĞERLENDİRMELER 
Gürültü gidermede, gürültü giderme sonrası artık 

görüntülerin olmaması ve görüntünün düzgün 

özellikler ve kenarlar gibi niteliklerinin korunması 

önemli konulardır. Geleneksel yöntemlerden uzamsal 

alan yöntemleri kenarları korumada başarılı sonuçlar 

elde etmekte ancak düşük kontrastlı ayrıntıları 

korumada daha az başarılı olmaktadır. Alan dönüşüm 

yöntemleri kenarlardan çok düşük kontrastlı ayrıntıları 

koruyabilmektedir [157]. Önemli bilgileri koruyabilen 

çok sayıda uzamsal ve alan dönüşüm yöntemi filtreleri 
geliştirilmiş, ancak gürültü katsayıları arttıkça, artık 

gürültü kalıntıları oluşmakta ve gürültü giderme 

performansları azalmaktadır [158].  

Derin öğrenmeye dayalı çalışmalarda farklı gürültü 

türleri ve farklı görüntü çözünürlüklerinde tek bir 
derin öğrenme yönteminin başarı elde edemediği 

gözlenmiş olup, farklı gürültü seviyeleri ve farklı 

çözünürlükteki görüntüler için farklı derin öğrenme 

yöntemlerinin başarılı olduğu görülmektedir. İlave 

beyaz gauss gürültüsünün giderilmesiyle ilgili birçok 

derinlemesine araştırma yapılmasına rağmen, gerçek 

görüntülerdeki gürültünün karmaşıklığı ve orijinal 

görüntüye sahip olunmaması nedeniyle, kıyaslama 

yapılamamakta, gerçek görüntüde gürültü giderme 

üzerine yapılan çalışmalar sınırlı kalmaktadır. Gürültü 

giderimi sırasında daha derin mimariye sahip ağlar, 

daha başarılı sonuçlar elde etmektedir. Ancak daha 

derin ağlar, daha fazla bellek kaynağı harcamakta, 

aşırı öğrenme ve kaybolan eğim sorunları ortaya 

çıkmaktadır. İlave beyaz gauss gürültüleri gerçek 

hayattaki gürültüleri örnekleyememekte, bu ise 

yetersiz eğitim verilerini ortaya çıkarmaktadır. 

 
Görüntüleme sistemindeki gürültü modeli çok 

karmaşık olduğundan ve yüksek kaliteli görüntüden 

gerçek gürültülü görüntünün sentezlenmesi zorlu bir 

problemdir. Ağ eğitimini gürültüden arındırmak için 

eşleştirilmemiş gürültülü ve temiz görüntülerden nasıl 

yararlanılacağı hala açık bir sorundur. [159] 

 

Derin öğrenme yöntemleri geri beslemeli ağlar 

sayesinde kayıp değerlerini en aza indirebilmek için 

istatistiksel hesaplamalar yaparak orijinal görüntüyü 

elde etmeye çalışmaktadır. Kayıp fonksiyonları 

gürültü giderme ağlarının davranışını büyük ölçüde 

etkilediğinden, insan görsel sistemine iyi uyan iyi bir 

kayıp fonksiyonu bulmak önemli bir araştırma 

konusudur.  

 

Gelecekteki çalışmalarda, gerçek hayattaki 
görüntülerde var olan gürültülerin nasıl giderileceği 

araştırılarak, derin öğrenme modellerinin, orijinal 

görüntü çiftlerine sahip olmadan eğitilmesi üzerine 

çalışmaların yapılması gerekmektedir. Geliştirilecek 

olan derin öğrenme mimarilerinin, kullanılan sistem 

kaynakları, eğitim süresi ve orijinal görüntüye olan 

yakınlık kriterleri göz önünde bulundurularak, çeşitli 

gürültü seviyelerinde de başarılı değerler elde etmesi 

gerekmektedir. 
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