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Résumé

Cette thèse aborde la problématique de la classification non supervisée
de données lorsque les caractéristiques des classes sont susceptibles d’évo-
luer au cours du temps. On parlera également, dans ce cas, de classification
dynamique de données temporelles non stationnaires. Le cadre applicatif
des travaux concerne le diagnostic par reconnaissance des formes de sys-
tèmes complexes dynamiques dont les classes de fonctionnement peuvent,
suite à des phénomènes d’usures, des déréglages progressifs ou des contextes
d’exploitation variables, évoluer au cours du temps. Un modèle probabiliste
dynamique, fondé à la fois sur les mélanges de lois et sur les modèles dy-
namiques à espace d’état, a ainsi été proposé. Compte tenu de la structure
complexe de ce modèle, une variante variationnelle de l’algorithme EM a été
proposée pour l’apprentissage de ses paramètres. Dans la perspective du trai-
tement rapide de flux de données, une version séquentielle de cet algorithme
a également été développée, ainsi qu’une stratégie de choix dynamique du
nombre de classes. Une série d’expérimentations menées sur des données si-
mulées et des données réelles acquises sur le système d’aiguillage des trains
a permis d’évaluer le potentiel des approches proposées.

Mots-clés: Classification automatique, modèle dynamique à variables la-
tentes, modèle de mélange, algorithme EM, données temporelles non sta-
tionnaires, classes évolutives, filtre de Kalman, maximum de vraisemblance,
approximation variationnelle, diagnostic.
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Notations

Notations générales

E(X) Espérance mathématique de la variable aléatoire X.

N (·; µk, Σk) Loi normale de moyenne µk et de matrice de covariance Σk.

M(·, π) Loi multinomiale de paramètre π.

p(x; θ) Densité de probabilité de la variable X associée à une distri-
bution paramétrée par θ.

f(·) Notation générique d’une densité de probabilité.

L(θ) Log-vraisemblance de θ.

Lc(θ, z) Log-vraisemblance complétée de θ, connaissant x et z.

‖u‖2 Norme L2 du vecteur u au carré.

u′ Transposée du vecteur u.

Estimation paramétrique

d Dimension du vecteur d’observation x.

xti ième observation à l’instant t.

xt = (x′
t1, . . . , x′

tnt
)′ Sous-échantillon à l’instant t de nt observations.

(x1, . . . , xT ) Séquence de T échantillons.

x1:t = (x1, . . . , xt) Séquence de t sous-échantillons.

(X1, . . . , XT ) Vecteur aléatoire dont (x1, . . . , xT ) est une réalisation.

(z1, . . . , zT ) Séquence des variables latentes associées à (x1, . . . , xT ).

zt = (zt1, . . . , ztnt
)′ Vecteur des variables latentes associées aux observations xt.

K Nombre de composantes d’un modèle de mélange.
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Introduction générale

Contexte et problématique

De nos jours, le diagnostic et la maintenance préventive des composants
ferroviaires sont des sujets phares et de grande importance aussi bien pour
les opérateurs que pour les constructeurs. Leur objectif est d’anticiper les
opérations d’entretien, de diminuer les coûts de maintenance et d’accroître
les temps de disponibilité du réseau ferré. Dans cette optique, la mise en
œuvre de stratégies de diagnostic fiables est nécessaire. Nous nous sommes
intéressés à l’élément critique de l’infrastructure ferroviaire appelé appareil
de voie, connu aussi sous le nom d’aiguillage. Il permet d’assurer la continuité
de la voie afin de suivre différents itinéraires. Ce système constitue un organe
de sécurité important, dont la défaillance pourrait avoir des conséquences
directes sur la fiabilité et la disponibilité du réseau ferré. Un diagnostic
efficace de son état de fonctionnement est donc primordial.

Ce système étant à caractéristiques évolutives dans le temps, son évalua-
tion doit se faire en exploitant des mesures acquises séquentiellement sur ces
composants. Ces mesures sont des courbes de puissance consommée lors des
manœuvres d’aiguillages, dont la forme est révélatrice de l’état de fonction-
nement du système. Elles présentent des changements de régimes induits
par des phases physiques se succédant lors de l’utilisation de ce système.
Le problème consiste alors à détecter et à suivre les classes ou les états
de fonctionnement de celui-ci en analysant ces données spécifiques, afin de
pouvoir détecter et diagnostiquer les pannes pouvant conduire à des arrêts
d’exploitation.

Objectifs de la thèse

L’objectif visé par cette thèse est d’améliorer la maintenance préventive
des aiguillages grâce au suivi temporel de la dynamique d’évolution de leurs
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états de fonctionnement. L’une des difficultés pour atteindre cet objectif ré-
side dans le fait qu’au cours de son évolution, l’état de ces systèmes peut
basculer entre différents modes de fonctionnement dus aux contextes d’uti-
lisation variables ou à des dégradations lentes de ces systèmes. L’approche
proposée doit donc être capable d’extraire automatiquement, à partir de
données temporelles, des classes de fonctionnement dont les caractéristiques
évoluent au cours du temps.

Par ailleurs, dans la plupart des systèmes réels, les données sont acquises
de manière séquentielle. Dans ce cas, l’apprentissage des modèles doit être
réalisé au fur et à mesure que les données se présentent. Ce mode d’appren-
tissage peut également nécessiter une adaptation du nombre de classes au
cours du temps. Ceci nécessite d’avoir des stratégies d’adaptation récursive
dans l’approche proposée.

Les objectifs énoncés ci-dessus montrent de façon succincte la complexité
qui réside dans la mise en œuvre d’une approche de classification dynamique
dans un environnement de données temporelles non-stationnaires.

La spécificité des travaux présentés dans ce mémoire se situe dans l’ap-
proche de classification dynamique adoptée pour modéliser et partitionner
des données temporelles non stationnaires, qui utilise conjointement les mo-
dèles de mélange et les modèles dynamiques à espace d’état. Celle-ci utilise,
d’une part, le formalisme théorique robuste et attractif des modèles de mé-
lange pour la classification automatique, et, d’autre part, la capacité des
modèles à espace d’état à capturer la dynamique d’évolution d’un système
donné à partir d’une séquence d’observations. Le modèle associé à cette
approche suppose que les centres des classes sont des variables aléatoires la-
tentes évoluant au cours du temps en suivant des marches aléatoires. Cette
hypothèse conduit à une meilleure modélisation de l’évolution potentielle
des classes.

Une version séquentielle de cette approche est également proposée pour
répondre au problème de traitement des flux de données non stationnaires.
Elle est capable de traiter les données de façon itérative par le traitement
continu de nouvelles données au fur et à mesure qu’elles deviennent dispo-
nibles. Autrement dit, la mise à jour des paramètres est réalisée à l’aide
de formules récurrentes. A chaque présentation d’une nouvelle donnée, ce
processus utilise les paramètres déjà formés et les nouvelles données afin de
mettre à jour les paramètres. Cela permet d’obtenir des temps de traitement
très raisonnables.

Qui plus est, les stratégies proposées dans ce mémoire pour sélection-
ner le nombre de classes adéquat permettent aux algorithmes proposés de
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s’adapter à des changement des données non stationnaires pouvant aussi
inclure des changements du nombre de classes.

Organisation du manuscrit

Ce mémoire de thèse, décomposé en 4 chapitres, est organisé de la façon
suivante.

Le chapitre 1 présente l’application pratique ayant motivé ces travaux
de thèse. Après avoir décrit le système d’aiguillage des trains, son fonction-
nement et les données acquises sur ce système, la suite du chapitre présente
brièvement les principales approches de diagnostic de systèmes industriels.
Une attention particulière a été portée aux méthodes de diagnostic par re-
connaissance des formes qui ont déjà été investies lors de travaux précédents
sur le système d’aiguillage des trains.

Le chapitre 2 est composé de deux parties. La première partie dresse un
état de l’art sur les principales méthodes de classification des données tem-
porelles. Nous nous intéressons plus particulièrement aux méthodes à base
de modèle de mélange. Ces modèles sont des outils efficaces et souples per-
mettant de modéliser des données provenant de sources hétérogènes. Pour
chacune des méthodes de classification présentées, nous explicitons le mo-
dèle associé ainsi que l’estimation de ses paramètres. La seconde partie du
chapitre présente les modèles dynamiques à variables latentes, en particulier
les modèles à espace d’état. Ces modèles ont la capacité de capturer et de
résumer les aspects dynamiques d’un système donné à partir d’une séquence
d’observation. Ce chapitre permet de positionner le modèle de mélange dy-
namique proposé dans cette thèse, par rapport aux approches existantes.

Le chapitre 3 est consacré à la présentation détaillée de notre modèle dy-
namique général dédié à la modélisation et au partitionnement des données
temporelles non stationnaires. Ce modèle générique s’appuie sur la capa-
cité des modèles de mélange à modéliser des données provenant de plusieurs
classes et celle des modèles à espace d’état à modéliser l’évolution tem-
porelles de ces classes. Après avoir présenté la formulation générale de ce
modèle et vérifié son identification, un algorithme de type EM variationnel
appelé VEM-DyMix (Variationnal Expectation Maximisation for Dynamic

Mixture model) est développé dans ce chapitre. Nous présentons également
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une version incrémentale de cet algorithme appelée OVEM-DyMic (Online

Variationnal Expectation Maximisation for Dynamic Mixture model) pour
traiter les données de manière séquentielle. Nous proposons également des
stratégies pour le choix du nombre de classes.

Le chapitre 4 est réservé à la validation expérimentale de nos différentes
propositions. Ce chapitre est divisé en deux parties. Dans la première partie,
les performances de nos approches sont évaluées sur plusieurs jeux de don-
nées simulées. Dans la seconde partie, nos algorithmes de classification sont
appliqués à des données temporelles collectées sur le système d’aiguillage des
trains, à des fins de diagnostic par reconnaissance des formes. Les données
en question sont des courbes de puissance consommée par le moteur élec-
trique durant des manœuvres d’aiguillage. Notre objectif est d’extraire et de
suivre des classes dynamiques à partir de ces courbes. Ces classes peuvent
fournir des indications sur l’état de fonctionnement du système ainsi que sur
sa dynamique de dégradation.

On conclut ce mémoire en présentant un bilan général de l’ensemble de
nos contributions et en évoquant de nouvelles perspectives de recherche.
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Contexte applicatif : diagnostic
des aiguillages

Sommaire
1.1 Introduction . . . . . . . . . . . . . . . . . . . . . 5

1.2 Le système d’aiguillage des trains . . . . . . . . . 6

1.3 Manœuvre d’aiguillage et défauts associés . . . . 7

1.4 Données acquises lors des manœuvres et problème

posé . . . . . . . . . . . . . . . . . . . . . . . . . . 8

1.5 Principales approches de diagnostic de systèmes

industriels . . . . . . . . . . . . . . . . . . . . . . . 11

1.1 Introduction

Ce chapitre présente le contexte applicatif à l’origine de ces travaux de
thèse. Celui-ci concerne le diagnostic des aiguillages qui sont des éléments
importants de l’infrastructure ferroviaire en raison de leurs effets sur la sé-
curité et la disponibilité du réseau ferré (Roberts et al., 2002). L’objectif
final est d’améliorer la maintenance préventive de ce système grâce au suivi
temporel de la dynamique d’évolution de ses états de fonctionnement. Cette
stratégie permettra à terme d’anticiper les opérations d’entretien, de dimi-
nuer les coûts de maintenance et d’accroître les temps de disponibilité des
aiguillages.
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Après une description des principaux éléments constituant les appareils
de voies ferroviaires, ce chapitre décrit les différentes étapes d’une manœuvre
d’aiguillage ainsi que les données collectées lors de celles-ci. Les différentes
approches de diagnostic sont ensuite détaillées, notamment l’approche de
diagnostic par reconnaissance des formes.

1.2 Le système d’aiguillage des trains

Un appareil de voie permet d’assurer la continuité de la voie suivant
différents itinéraires. Le terme « aiguillage » est l’action de faire changer de
voie à un train mais est également utilisé pour désigner l’appareil de voie
permettant ce changement de direction.

Un aiguillage est constitué d’aiguilles mobiles (aiguille droite et aiguille
courbe), de tringles de manœuvre, de tringles d’écartement, de coussinets de
glissement et de contre-aiguilles. Ces différents éléments sont illustrés sur la
figure 1.1.

Figure 1.1 : Principaux éléments constituant le système d’aiguillage

(Macé- Larousse).

Nous nous intéresserons ici aux aiguillages à manœuvre électrique com-
mandés à distance depuis un poste d’aiguillage. Sur le réseau ferré français,
la tension aux bornes du moteur actionnant les aiguilles mobiles, est généra-
lement de 380 V en courant alternatif. La figure 1.2 montre un aiguillage réel
à manœuvre électrique. Lors des manœuvres, les aiguilles mobiles, qui sont
reliées au moteur électrique, viennent en appui latéral des contre-aiguilles
pour forcer le guidage transversal des essieux des trains (voir figure 1.2).
Comme le montre cette figure, des réchauffeurs alimentés électriquement ou



1.3. Manœuvre d’aiguillage et défauts associés 7

au gaz peuvent également être utilisés afin d’éviter que de la glace se forme
entre le rail et les lames.

Figure 1.2 : Aiguillage à manœuvre électrique. En jaune, les lames de
l’aiguille. En vert, le tringle de manœuvre. En rouge, les réchauffeurs.

Pour immobiliser les aiguilles de manière à autoriser la circulation des
trains à des vitesses importantes (jusqu’à 350 km/h en voie directe et 250

km/h en voie déviée), les aiguillages sont souvent équipés du système de
verrouillage Verrou Carter Coussinet (VCC) dont les mouvements ont la
particularité d’être liés à ceux des aiguilles mobiles. La plupart des appareils
de voie des lignes à grande vitesse du réseau ferré français sont équipés de
ce type de système de sécurité (Girotto et al., 2000).

1.3 Manœuvre d’aiguillage et défauts asso-
ciés

Une manœuvre d’aiguillage à commande électrique s’effectue suivant les
cinq phases de fonctionnement suivantes liées au mode opératoire du VCC :

Phase d’appel du moteur Cette phase caractérise les pertes dans le
câble d’alimentation ainsi que la consommation du moteur au moment du
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démarrage. La puissance consommée pendant cette phase est de 3 à 4 fois
plus grande que celle consommée durant les autres phases.

Phase de décalage/déverrouillage de l’aiguille Cette phase est liée
au déverrouillage de l’aiguille appliquée ainsi qu’au décalage de l’aiguille ou-
verte. A l’issue de cette phase, la translation des aiguilles mobiles devient
possible. Une sur consommation électrique pour cette phase de fonctionne-
ment peut être liée à un défaut de graissage ou un défaut dans le dispositif
de verrouillage.

Phase de translation Cette phase correspond à l’entraînement simul-
tané des deux aiguilles vers la direction choisie. Différents types de défauts
peuvent se produire durant cette phase : un déréglage de l’aiguillage à cause
de la présence d’un obstacle (des pierres ou de la neige), un défaut de grais-
sage des coussinets et des tringles de manœuvre.

Phase de verrouillage/calage de l’aiguille Cette phase correspond au
verrouillage de l’aiguille appliquée et au calage de l’aiguille ouverte. Un dé-
faut dans cette phase de fonctionnement peut se traduire, selon sa forme,
par un défaut de graissage ou par un défaut dans le système de verrouillage.

Phase de friction Cette phase de fonctionnement traduit la mise en
œuvre du dispositif de limitation de couple destiné à protéger le moteur
et les aiguillages en cas de blocage de la lame par un obstacle empêchant la
fin de la manœuvre.

Les mouvements mécaniques associés aux différentes phases de fonction-
nement qui viennent d’être décrites sont représentés sur la figure 1.3. La
compréhension de ceux-ci est utile pour la mise en œuvre d’un système de
diagnostic fiable.

1.4 Données acquises lors des manœuvres et
problème posé

Des travaux antérieurs menés par la SNCF ont mis en évidence que
l’analyse temporelle de la puissance consommée lors des manœuvres d’ai-
guillage pouvait permettre de détecter les différents défauts et anomalies de
ce système. L’acquisition de ces données peut être effectuée par plusieurs
dispositifs : 1. acquisition par un oscilloscope portable à mémoire permet-
tant de visualiser le courant électrique absorbé par le moteur d’aiguillage
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(a) (b)

(c) (d)

Figure 1.3 : Mouvements mécaniques lors d’une manœuvre d’ai-
guillage : décalage-déverrouillage (a)→(b), translation (b)→(c) et
calage-verrouillage (c)→(d)

lors d’une manœuvre ; 2. acquisition par un équipement dédié, indépendant
de la télésurveillance. L’installation est temporaire ou permanente, en fonc-
tion de l’importance de l’aiguille, de la période de l’année ou des défauts
précédemment constatés. Les informations sont disponibles sur le site ou à
distance, par téléinterrogation ; 3. acquisition via des capteurs fixés sur les
appareils de voie, par des dispositifs de télésurveillance.

Les systèmes de surveillance à distance utilisés sont généralement consti-
tués de trois parties :

• la partie acquisition des données (intensité de courant électrique, puis-
sance, . . . ) ;

• la partie réseau pour transmettre les données mesurées au poste de
contrôle-commande ;

• la partie gestion des données collectées qui consiste à analyser ces
données et à déclencher des actions de maintenance en conséquence.
Par exemple, une intervention sur place peut être déclenchée si une
anomalie de fonctionnement est détectée.

Pour chaque manœuvre, on dispose ainsi d’une courbe décrivant l’évo-
lution de la puissance électrique consommée par le moteur. La fréquence
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d’échantillonnage pour ces données est généralement de 100Hz. La figure 1.4
montre un exemple de signal de puissance enregistré lors d’une manœuvre
et la figure 1.5 décrit les données acquises entre février 2011 et juillet 2011
lors de manœuvres consécutives d’un aiguillage de la ligne à grande vitesse
LGV Est (LN6).
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Figure 1.4 : Exemple de signal de puissance consommée par le mo-
teur électrique durant une manœuvre d’aiguillage avec les cinq phases
électromécaniques.

Figure 1.5 : Séquence de signaux de consommation d’énergie acquise
durant des manœuvres d’aiguillage consécutives.

Le problème posé par cette thèse est celui de l’extraction de classes de
fonctionnement évolutives à partir de séquences de courbes. En effet, au
cours du fonctionnement répété de l’aiguillage, ses différents états ou classes
de fonctionnement peuvent être amenés à évoluer au cours du temps compte
tenu des dégradations lentes de ce système ou de l’évolution des contextes
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d’utilisation. Le diagnostic basé sur l’analyse de ces classes peut permettre,
non seulement d’estimer la dynamique d’évolution d’un tel système, mais
également de fournir des résultats de classification plus précis que les mé-
thodes de classification statistiques habituelles.

1.5 Principales approches de diagnostic de
systèmes industriels

Associé à l’origine aux sciences de la santé, le terme diagnostic désigne,
dans le domaine des sciences de l’ingénieur, l’ensemble des actions menées
pour la détection du défaut, sa localisation et l’identification de ses causes.
La détection consiste en l’identification des changements ou déviations des
mesures du procédé par rapport au fonctionnement normal. La localisation
permet d’identifier à quel niveau d’arborescence du système la défaillance
se situe. Enfin, l’identification du défaut consiste à détermine les causes qui
ont engendré la défaillance.

La problématique du diagnostic revient à déterminer l’état du système
à partir de données de surveillance prélevées sur le système. Différentes mé-
thodes peuvent être envisagées pour résoudre la question. Il est possible
de distinguer trois principaux types de méthodes : les méthodes à base de
connaissances (Zwingelstein, 2002), les méthodes à base de modèles analy-
tiques (Isermann, 2011) et les méthodes à base de reconnaissance des formes
(Dubuisson, 2001; Amadou Boubacar, 2006).

Les méthodes à base de connaissances nécessitent une base de connais-
sance sur tous les défauts du système et les méthodes à base de modèles
analytiques sont basées sur des modèles mathématiques du système. Cepen-
dant, l’élaboration d’une base de connaissance ou la construction des modèles
mathématiques assez précis pour des systèmes complexes, comme le système
d’aiguillage des trains, ou de grandes tailles, devient une tâche très difficile.
L’avantage des méthodes de diagnostic par reconnaissance des formes est
qu’elles ne présupposent pas l’existence d’un modèle physique du système à
analyser, mais uniquement la présence d’observations des différents modes
de fonctionnement regroupées dans une base de données.

Les méthodes de diagnostic par reconnaissance des formes ont été privi-
légiées pour nos travaux. Ce choix a été motivé d’une part par le fait qu’elles
ne nécessitent pas la connaissance d’un modèle mathématique ou structurel
du système à analyser et d’autre part, qu’elles ont déjà été investies lors
de travaux précédents sur le système d’aiguillage des trains (Chamroukhi,
2010). Nous détaillons par la suite ce type de méthodes.



12 Chapitre 1. Contexte applicatif

Les méthodes à base de reconnaissance des formes (RdF) Ces
méthodes ne nécessitent pas la connaissance d’un modèle mathématique ou
structurel du système à analyser mais seulement la disponibilité d’une quan-
tité non négligeable de données mesurées sur le système. Elles sont particu-
lièrement adaptées lorsque le comportement des systèmes à diagnostiquer
est complexe et difficile à modéliser. L’objectif est d’associer une observa-
tion du système (par exemple, données fournies par des capteurs), à un
mode de fonctionnement, correspondant à une classe. Ce type de diagnos-
tic s’appuie sur des techniques issues essentiellement de domaines tels que
l’apprentissage statistique (Bishop, 2006; Hastie et al., 2009), l’analyse de
données (Govaert, 2003), la théorie de l’information (Cover et Thomas, 2006)
et l’optimisation (Karmanov, 1977; Boyd et Vandenberghe, 2004; Minoux,
2008). Il est maintenant utilisé dans les domaines de l’automobile (Thomas,
1996), des télécommunications, de la mécanique et de l’énergie (Zwingelstein
et al., 1991). Dans le domaine ferroviaire, cette approche a été utilisée avec
succès pour le diagnostic des aiguillages (Chamroukhi, 2010) et le diagnostic
du circuit de voie (Debiolles, 2007; Côme, 2009).

La mise en place d’un système de diagnostic par reconnaissance des
formes nécessite plusieurs étapes. La première étape est l’acquisition des
données brutes à l’aide de capteurs. Les données recueillies ont le plus sou-
vent été soumises à diverses transformations (compression, discrétisation,
conversion, etc.) auxquelles il convient de prêter attention car elles peuvent
entraîner des pertes d’informations. On applique ensuite différents prétraite-
ments basés sur la connaissance du système et l’expérience de la modélisation
(lissage, normalisation, standardisation, etc.) afin d’extraire les caractéris-
tiques les plus représentatives des observations.

Par la suite, on cherche un espace de représentation des données permet-
tant de distinguer plus facilement les modes de fonctionnement du système et
de diminuer le temps de décision relatif au classement d’une nouvelle obser-
vation. L’enjeu est donc d’identifier les dimensions (ou les combinaisons de
dimensions) qui sont porteuses d’informations redondantes. Les techniques
de réduction de dimension sont traditionnellement divisées en deux catégo-
ries :

a) les méthodes de sélection de caractéristiques (feature selection), qui
consistent à sélectionner un sous-ensemble des variables de départ,
c’est-à-dire choisir les variables les plus sensibles aux différents défauts
et de supprimer les autres (Guyon et Elisseeff, 2003). Les différentes
méthodes de sélection de variables se différencient les unes des autres
par le choix du critère mesurant la pertinence du sous-ensemble de
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variables. Cette approche peut être envisageable pour la sélection d’un
grand nombre de variables.

b) les méthodes d’extraction de caractéristiques (feature extraction), qui
consistent à projeter les variables dans un sous-espace qui conserve un
maximum d’information. La technique la plus populaire est l’analyse
en composantes principales (ACP) (Pearson, 1901) qui est une trans-
formation linéaire d’un espace de données corrélées en un espace de
données non-corrélées. Ainsi, le premier axe de ce nouvel espace est la
direction de l’espace expliquant la plus grande partie de la variabilité
des données. Puis, le second axe, orthogonal au premier, est choisi en
représentant également un maximum de variabilité, et ainsi de suite.
Ainsi, les premiers axes principaux suffiront à détecter la majeure par-
tie de la variabilité des données. Il existe d’autres techniques telles
que l’analyse en composantes principales à noyau (Kernel PCA), ana-
lyse factorielle, etc. Le lecteur désirant de plus amples détails pourra
consulter l’ouvrage de Samet (2006).

A la fin de ces étapes, le diagnostic par reconnaissance des formes peut
être mis en œuvre. Il peut être vu comme un problème de classification (Duda
et al., 2012). En effet, une défaillance apparue dans un système couvre une
région particulière dans l’espace de représentation. Une autre défaillance
couvre un autre lieu de cet espace ou bien le même lieu mais sous une
autre forme ou une autre dispersion. Le fonctionnement normal du système
lui aussi couvre un autre lieu de cet espace. L’ensemble des classes définit
l’espace de décision (Dubuisson, 1990). La définition de cet espace nécessite
une phase d’apprentissage. L’objectif est alors de définir à quel mode de
fonctionnent correspond une nouvelle observation. En d’autres termes, cela
consiste à classer une nouvelle observation dans une des classes du système.
Bien entendu, si un nouveau type de défaillance apparaît, le système de
classification doit être capable de le déceler (Amadou Boubacar, 2006).

Parmi les classifieurs les plus connus, on peut citer : l’analyse discrimi-
nante (Friedman, 1989), les k plus proches voisins (Cover et Hart, 1967), les
arbres de décisions (Cornuéjols et Miclet, 2011), les machines à vecteurs sup-
ports (Vapnik, 2000), les réseaux de neurones (Lecoeuche et Lurette, 2003;
Dreyfus et al., 2004; Lebbah, 2007), les réseaux bayésiens (Friedman et al.,
1997), etc.

Une fois que le classifieur est établi, sa performance doit être évaluée, par
exemple en calculant le taux d’erreur de classification de nouvelles données,
afin d’évaluer les possibilités de généralisation (Hastie et al., 2005).
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Pour plus de détails sur ces approches le lecteur pourra se référer aux
ouvrages de Venkatasubramanian et al. (2003), Kempowski (2004) et Aknin
(2008).

Le chapitre suivant passe en revue les principales méthodes existantes à
base de modèle de mélange, permettant de partitionner des données tempo-
relles.
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2.1 Introduction

La classification automatique vise à organiser un ensemble de données
en classes homogènes. Les méthodes utilisées dans ce domaine peuvent être
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regroupées en deux catégories : les approches non probabilistes et les ap-
proches probabilistes.

Les approches non probabilistes englobent, en particulier, les méthodes
de classification hiérarchique (Ward, 1963; Johnson, 1967), la méthode des
centres mobiles (MacQueen et al. , 1967), les cartes auto-organisatrices de
Kohonen (Kohonen, 1982; Lebbah, 2007) et les méthodes de classification
floue (Bezdek, 1974).

Les approches probabilistes modélisent quant à elles les données à l’aide
de distributions de probabilité. Les modèles de mélange (McLachlan et Bas-
ford, 1988), qui supposent que les observations sont générées à partir d’un
nombre fini de distributions homogènes, constituent à cet égard un cadre
adapté.

La plupart des méthodes de classification automatique opèrent sur des
données à caractère non-temporel. Or dans certaines applications où les don-
nées parviennent au cours du temps, les paramètres de classification doivent
pouvoir varier d’un instant à l’autre.

La première partie de ce chapitre a pour objet de passer en revue les
principales méthodes existantes à base de modèle de mélange, permettant de
partitionner des données temporelles. Après une description générale de l’ap-
proche probabiliste basée sur les modèles de mélange, ce chapitre présente
les différentes approches rencontrées dans la littérature pour partitionner de
manière dynamique des données temporelles.

La seconde partie vise à présenter les modèles dynamiques à variable la-
tente, plus particulièrement les modèles à espace d’état. Ces modèles offrent
un cadre puissant et flexible pour modéliser et analyser une très large gamme
de phénomènes dynamiques. Ils seront exploités dans l’approche de classifi-
cation dynamique qui sera développée dans le chapitre suivant.

Données temporelles et notations

Nous commençons par quelques définitions et notations qui seront utili-
sées tout au long de ce mémoire. Nous appellerons données temporelles un
ensemble d’observations multivariées datées. Ces données peuvent être orga-
nisées sous la forme d’une séquence de T sous-échantillons x = (x′

1, . . . , x′
T )′,

où ∀t = 1, . . . , T , xt est un sous-échantillon de nt d’observations défini par
xt = (x′

t1, . . . , x′
tnt

)′, avec xti ∈ Rd, ∀i = 1, . . . , nt. Les tailles (n1, . . . , nt) des
sous-échantillons ne sont pas nécessairement égales. La figure 2.1 montre un
exemple de données temporelles dans le cas monodimensionnel où, à chaque
instant, on dispose d’un paquet d’observations.
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Figure 2.1 : Exemple de données temporelles monodimensionnelles.

2.2 Classification de données temporelles par
l’approche mélange

Cette section présente les modèles de mélange classiques en particulier
le mélange gaussien. Elle décrit ensuite des extensions dynamiques de ce
modèle, en particulier le mélange de régressions. Le modèle de régression
à processus logistique caché est ensuite brièvement décrit. Enfin, nous dé-
taillons le modèle de mélange gaussien avec un a priori sur la dynamique
d’évolution des centres.

2.2.1 Modèle de mélange classique

Le modèle de mélange suppose que les données sont issues d’un ensemble
fini de classes et que les données au sein de chaque classe peuvent être modéli-
sées à l’aide d’une loi de probabilité (par exemple la distribution gaussienne,
la loi de Poisson ou la loi binomiale).

Des études approfondies menées sur les modèles de mélange sont décrites
par (Everitt et Hand, 1981; Titterington et al., 1985; Frühwirth-Schnatter,
2006; McLachlan et Krishnan, 2008a; Mengersen et al., 2011).

Définition du modèle

Le modèle de mélange suppose que les observations (xti; t = 1, . . . , T, i =

1, . . . , nt) sont générées indépendamment suivant un mélange de K distri-
butions f(.; φk), k = (1, . . . , K). Ces K distributions ont pour paramètres
inconnus φ1, . . . , φK , et sont mélangées selon les proportions respectives
π1, . . . , πK , où πk > 0 et

∑

k πk = 1. Les étiquettes latentes associées aux
données sont notées z = (z1, . . . , zT ), où zt = (zt1, . . . , ztnt

)′ avec zti ∈

{1, . . . , K}, ∀i = 1, . . . , nt. Chaque observation xti est distribuée suivant la
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loi

p(xti; θ) =
K∑

k=1

p(zti = k; θ) p(xti|zti = k; θ) =
K∑

k=1

πk f(xti; φk). (2.1)

Le vecteur θ = (πk, φk; k = 1, . . . , K) représente les paramètres du modèle
à estimer. On peut remarquer que l’utilisation de ce modèle pour modéliser
des données temporelles conduit nécessairement à des paramètres qui restent
constants au cours du temps.

Mélange gaussien

Dans le cas où les données sont continues et en l’absence de connaissances
particulières sur les distributions du mélange, il est courant de supposer que
les composantes de f(·; φk) sont des densités gaussiennes multivariées. Par
conséquent, la distribution de xti est définie par

p(xti; θ) =
K∑

k=1

πk N (xti; µk, Σk), (2.2)

où N (.; µk, Σk) désigne la densité normale multivariée dans Rd de moyenne
µk et de matrice de covariance Σk. La distribution de chaque classe est
donc paramétrée par sa moyenne µk et sa matrice de covariance Σk. Les
mélanges de distributions gaussiennes sont de loin les plus étudiés en classi-
fication automatique en raison de leur flexibilité, leur capacité à approcher
une grande variété de densités, comme l’ont montré Marron et al. (1992)
dans le cas univarié, et de leur faculté à modéliser de façon adéquate un
grand nombre de phénomènes aléatoires. Une excellente revue des modèles
de mélange gaussiens pour différents types d’applications a été présentée par
Fraley et Raftery (2002).

Lorsque l’on modélise la distribution d’un échantillon par un mélange
gaussien, différentes hypothèses peuvent être adoptées en fonction du pro-
blème traité. Si l’on utilise le modèle le plus général, on laisse toutes les
composantes de θ varier. Cependant, il est parfois avantageux en pratique
de se baser sur un modèle plus contraint, en supposant par exemple que
les matrices de covariance sont identiques. Ces modèles simples permettent
d’éviter une sur-paramétrisation, c’est-à-dire un trop grand nombre de pa-
ramètres à estimer par rapport au nombre d’observations. On les qualifie de
modèles parcimonieux. Celeux et Govaert (1995) ont proposé des modèles
de mélange gaussiens parcimonieux basés sur différentes décompositions de
la matrice de covariance.
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Estimation par maximum de vraisemblance et EM

Pour estimer les paramètres du modèle de mélange, différentes approches
peuvent être utilisées. On peut citer la méthode du maximum de vraisem-
blance (McLachlan et Peel, 2004) et la méthode bayésienne du Maximum A
Posteriori (MAP) qui considère une distribution a priori sur les paramètres
du modèle (Stephens et Phil, 1997; Stephens, 2000). Dans cette thèse, nous
nous sommes placés dans le cadre du maximum de vraisemblance.

La log-vraisemblance, notée L(θ), a pour expression

L(θ) = log p(x; θ)

=
T∑

t=1

nt∑

i=1

log p(xti; θ)

=
T∑

t=1

nt∑

i=1

log
K∑

k=1

πk f(xti; φk). (2.3)

La fonction L(θ) ne peut pas être maximisée directement. Dans ce cas, on
utilise des méthodes itératives, c’est-à-dire des techniques qui permettent
d’améliorer la vraisemblance par des modifications successives des para-
mètres, à partir d’une valeur initiale θ(0). La méthode d’estimation la plus
couramment employée pour les modèles de mélange est l’algorithme Espérance-
Maximisation (EM) (McLachlan et Krishnan, 2008b).

L’algorithme EM a été introduit par Dempster et al. (1977) pour estimer
les paramètres d’un modèle lorsque celui-ci comporte des variables latentes
(Tanner, 1991) ou des données manquantes. De ce fait, il est particulièrement
adapté à l’estimation des mélanges de lois (Celeux et Govaert, 1992), car il
prend en compte la structure latente inhérente au problème de classification
en complétant les données observées avec des données non observées qui
indiquent leur appartenance aux classes correspondantes (Georgescu, 2011).
La log-vraisemblance des données complétées par les classes manquantes
s’écrit alors

Lc(θ, z) = log p(x, z; θk),

=
T∑

t=1

nt∑

i=1

K∑

k=1

ztik log πk f(xti; φk), (2.4)

où ztik = 1 si zti = k et zéro sinon. Si les classes étaient également obser-
vées, la recherche des paramètres des distributions pourrait donc se faire en
maximisant séparément la vraisemblance à l’intérieur de chaque classe.

L’algorithme EM est un algorithme d’estimation itérative, qui commence
avec une valeur initiale des paramètres θ(0). Chaque itération consiste ensuite
à calculer les nouveaux paramètres θ(c+1) à partir de ceux de l’itération



20 Chapitre 2. Etat de l’art

précédente θ(c) de façon à maximiser l’espérance conditionnelle de la log-
vraisemblance complète notée Q(θ, θ(c)) et définie par

Q(θ; θ(c)) = E(Lc(θ, z)|x; θ(c))

=
T∑

t=1

nt∑

i=1

K∑

k=1

E(ztik|x; θ(c)) log πk f(xti; φ
(c)
k )

=
T∑

t=1

nt∑

i=1

K∑

k=1

p(zti = k|xti; θ(c)) log πk f(xti; φ
(c)
k )

=
T∑

t=1

nt∑

i=1

K∑

k=1

τ
(c)
tik log πk f(xti; φ

(c)
k ), (2.5)

où

τ
(c)
tik = p(zti = k|xti; θ(c)) =

π
(c)
k f(xti; φ

(c)
k )

∑K
ℓ=1 π

(c)
ℓ f(xti; φ

(c)
ℓ )

(2.6)

est la probabilité a posteriori que xti provienne de la classe k, en se basant
sur les paramètres θ(c) de l’itération précédente.

L’algorithme EM alterne itérativement les deux étapes suivantes :

Étape E : Calcul de la fonction Q(θ; θ(c)) = E(Lc(θ, z) | x, θ(c)),

Étape M : Mise à jour des paramètres en maximisant la fonction Q

θ(c+1) = arg maxθ Q(θ; θ(c)),

jusqu’à la convergence vers un maximum local ou global de la log-vraisemblance
(Redner et Walker, 1984). La qualité de l’estimation fournie par cet algo-
rithme dépend de son initialisation. Différentes stratégies d’initialisation ont
été proposées par McLachlan et Peel (2004) et Biernacki et al. (2003). Dans le
cas gaussien, McLachlan et Peel (2004) ont proposé de considérer des propor-
tions égales et de générer les moyennes du mélange suivant une loi normale
N (u, v), où u et v sont respectivement la moyenne et la matrice de cova-
riance de l’échantillon entier. En pratique, on lance plusieurs fois l’algorithme
EM de différentes positions initiales θ(0) choisies par l’algorithme k-means

et on retient l’estimation de θ qui donne la plus grande log-vraisemblance
(Biernacki et al., 2003).

Algorithme EM pour un mélange de lois gaussiennes Dans cette
partie, on s’intéresse à un modèle de mélange fini où les densités des classes
sont des densités gaussiennes multidimensionnelles. Dans cette situation, le
paramètre à estimer s’écrit θ = {πk, µk, Σk; k = 1 . . . K} et l’algorithme
EM consiste, à partir d’un paramètre initial θ(0), à itérer les deux étapes
suivantes jusqu’à la convergence :
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Étape E : Calcul de l’espérance de Lc conditionnellement aux don-
nées observées et au paramètre courant. On obtient :

Q(θ; θ(c)) = E(Lc(θ, z) | x; θ(c))

=
T∑

t=1

nt∑

i=1

K∑

k=1

τ
(c)
tik log πk N (xti; µk, Σk), (2.7)

où

τ
(c)
tik =

π
(c)
k N (xti; µ

(c)
k , Σ

(c)
k )

∑K
ℓ=1 π

(c)
ℓ N (xti; µ

(c)
ℓ , Σ

(c)
ℓ )

(2.8)

représente la probabilité a posteriori d’appartenance de xti à la classe
indicée par k.

Étape M : Calcul de θ(c+1) maximisant Q(θ; θ(c)) par rapport à θ.
On obtient les mises à jour suivantes :

π
(c+1)
k =

∑T
t=1

∑nt
i=1 τ

(c)
tik

∑T
t=1 nt

, (2.9)

µ
(c+1)
k =

∑T
t=1

∑nt
i=1 τ

(c)
tik xti

∑T
t=1

∑nt
i=1 τ

(c)
tik

, (2.10)

Σk
(c+1) =

∑T
t=1

∑nt
i=1 τ

(c)
tik (xti − µ

(c+1)
k )(xti − µ

(c+1)
k )′

∑T
t=1

∑nt
i=1 τ

(c)
tik

· (2.11)

L’algorithme qui vient d’être détaillé sera appelé «EM-Mix» (Expectation
Maximisation-Mixture model). Le pseudo-code 1 décrit l’algorithme EM-
Mix. Une fois les paramètres estimés, on obtient une partition des données en
attribuant chaque observation xti à la classe zti qui maximise la probabilité
a posteriori τtik.

Cet algorithme a été testé sur deux jeux de données temporelles simu-
lées : un jeu de données stationnaires et un jeu de données non stationnaires.
Les figures 2.2 (a) et 2.2 (c) montrent les deux jeux de données simulées. Les
partitions estimées pour chaque jeu de données sont représentées respecti-
vement par les figures 2.2 (b) et 2.2 (d).

On peut remarquer que l’algorithme EM-Mix a réussi à trouver les classes
pour les données stationnaires. Cependant, pour le deuxième jeu de données,
il n’arrive pas à trouver la bonne partition des données puisque il ne tient
pas compte de l’évolution temporelle des données.

Quelques extensions de l’algorithme EM

L’algorithme EM de base, tel qu’il a été introduit par Dempster et al.
(1977), présente plusieurs avantages mais également quelques inconvénients.
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Algorithme 1: Pseudo-code de l’algorithme EM appliqué à un
mélange gaussien (EM-Mix)

Entrées : Ensemble de données x et nombre K de composantes du
mélange.
Initialisation : θ(0)

tant que Condition de convergence faire
Étape E :
pour k = 1,. . . , K faire

pour t = 1,. . . , T faire
Calcul des probabilités a posteriori τtik (Eq. (2.8)),

Étape M :
pour k = 1,. . . , K faire

Mise à jour de πk (Eq. (2.9)),
Mise à jour de µk (Eq. (2.10)),
Mise à jour de Σk (Eq. (2.11)).

Sortie : θ = {(πk, µk, Σk); k = 1, . . . , K}.

Parmi les nombreux avantages, nous pouvons mentionner le fait qu’il est
facile à programmer, stable numériquement et qu’il fait croître la vraisem-
blance à chaque itération. Il converge presque toujours vers un maximum
local. Parmi les inconvénients, on peut souligner le fait qu’il peut être lent
à converger, en particulier pour les données de grande dimension ou lorsque
les composantes sont très mélangées. Dans d’autre situations, les étapes E
et M ne peuvent pas être effectuées explicitement. Pour surmonter ces diffi-
cultés, plusieurs extensions ont été proposées dans la littérature. Le lecteur
pourra se référer à l’ouvrage de McLachlan et Krishnan (2008a) pour plus
de détails. Nous passons en revue les principales d’entre elles.

L’algorithme EM recherche alternativement une partition probabiliste
des données et les paramètres du modèle maximisant la vraisemblance du
modèle. La partition des données se déduit alors par la règle du MAP à
partir de la partition probabiliste. Celeux et Govaert (1992) ont proposé de
modifier l’étape E de l’algorithme EM en cherchant une partition probabiliste
des données non plus dans l’ensemble de toutes les partitions probabilistes
possibles, mais sur le bord de celui-ci. Il s’agit donc d’intercaler une étape
de classification entre les étapes E et M, dans laquelle on affecte chaque
observation (xti) à la classe qui maximise la probabilité a posteriori τtik.
L’algorithme résultant est appelé (CEM). Cette procédure a pour effet de
réduire l’importance de l’adéquation du modèle dans la classification, et
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Figure 2.2 : Exemple de données temporelles stationnaires (a) et
non-stationnaires (c) simulées. Les données stationnaires sont simu-
lées à partir d’un mélange de deux gaussiennes, où T = 81, nt = 10,
π1 = π2 = 0.5, µ1 = 2, µ2 = 4, Σ1 = (0.5)2, Σ2 = (0.25)2 et d = 1.
Les données non-stationnaires sont simulées à partir des deux sinu-
soïdes suivantes : µ1(t) = sin(4 π t/T −π/2) et µ2(t) = µ1(t)+1 aux-
quelles on rajoute un bruit gaussien de variance respective Σ1 = (0.5)2

et Σ2 = (0.25)2. Résultat de classification obtenu par EM-Mix sur les
deux jeux de données stationnaires (b) et non-stationnaires (d). Les
croix représentent les données simulées et les courbes rouges et bleues
représentent les centres des classes utilisées pour générer les données.

au contraire d’augmenter celle de la partition. Dans ce cas, on optimise
directement la log-vraisemblance complétée.

Dans le cas où la maximisation de la fonction Q n’admet pas de solution
analytique, on peut s’appuyer sur l’algorithme GEM (Generalized Expecta-

tion Maximization) qui consiste, dans l’étape M, à faire croître la quantité Q

au lieu de la maximiser (Dempster et al., 1977). La technique dite Gradient
EM (Lange, 1995) peut également être utilisée. Celle-ci consiste à maximiser
la fonction Q en utilisant la méthode de Newton-Raphson. Si la phase M
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fait intervenir différents types de paramètres on peut utiliser dans ce cas
l’algorithme ECM, Expectation Conditional Maximization (Meng et Rubin,
1993) qui partitionne le vecteur des paramètres en sous vecteurs θ = (θ1, θ2),
puis maximise la fonction Q alternativement par rapport à θ1, pour θ2 fixé,
puis par rapport à θ2, pour θ1 fixé. On peut également faire appel à l’algo-
rithme ECME, Expectation Conditional Maximization Either (Liu et Rubin,
1994) qui a le même principe que ECM, mais dans lequel une des étapes de
maximisation conditionnelle précédentes est achevée par la maximisation de
la log-vraisemblance L.

L’algorithme EM et les variantes présentées ci-dessus sont fortement dé-
pendantes des conditions initiales et elles peuvent converger vers un maxi-
mum local de vraisemblance. Afin de pallier ce problème, des versions sto-
chastiques de l’algorithme ont été proposées. On peut citer parmi celles-ci
l’algorithme EM Stochastique (SEM) proposé par Celeux et Diebolt (1985)
qui consiste à ajouter une étape stochastique de classification entre les étapes
E et M. Dans cette étape, les étiquettes latentes z

(c)
tik associées aux don-

nées sont tirées aléatoirement selon une distribution multinomiale où M(1,

τ
(c)
ti1 , . . . , τ

(c)
tiK).

Ultérieurement, Wei et Tanner (1990) ont repris l’idée de l’algorithme
SEM et proposé l’algorithme Monte-Carlo EM (MCEM). Celui-ci consiste à
calculer la fonction Q, quand ce calcul n’est pas possible analytiquement, en
utilisant l’approximation de Monte Carlo classique d’une espérance i. Il existe
d’autres variantes de ces deux algorithmes. Citons, par exemple, l’algorithme
EM avec recuit simulé (SAEM, Simulated Annealing EM ) (Celeux et Diebolt,
1992), où la mise à jour des paramètres s’effectue par une combinaison des
valeurs actualisées θ

(c+1)
SEM de SEM et θ

(c+1)
EM de EM. L’idée est de diminuer

progressivement la part d’aléatoire dans l’estimation des paramètres.
Par ailleurs, lorsque l’algorithme EM nécessite des calculs d’intégrales

qui sont parfois insurmontables, il est possible d’utiliser l’algorithme EM
Variationnel (VEM) introduit par Neal et Hinton (1998). Nous détaillerons
cet algorithme dans le chapitre suivant.

Extensions en-ligne de l’algorithme EM

Les algorithmes décrits dans la sous-section précédente nécessitent que
les étapes E et M soient effectuées pour l’ensemble des données. Ce mode
d’apprentissage dit batch ne convient pas pour les applications en temps réel

i. Pour calculer l’espérance de la variable aléatoire X, on simule N variables aléatoires
selon la loi de X. On dispose alors d’une suite (X1, . . . , XN ) de N réalisations de la variable
aléatoire X. On approxime alors E(X) par (X1 + . . . + XN )/N . D’après la loi forte des
grands nombres, lorsque N → ∞, (X1 + . . . + XN )/N converge vers E(X).
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où les données arrivent de manière séquentielle. Par exemple, dans le cadre
de la surveillance de l’état de fonctionnement d’un système, les données
pourraient être acquises et traitées en temps réel. L’algorithme EM récursif,
où les paramètres sont estimés séquentiellement, est décrit ci-dessous.

L’algorithme proposé par Titterington (1984) fait partie des premières
procédures récursives d’estimation des paramètres d’un modèle à données
incomplètes. Il rentre dans la famille des algorithmes de gradient stochas-
tique qui permettent généralement d’optimiser un critère moyen (Bottou,
1998; Bottou, 2004)

C(θ) = E[J(x, θ)], (2.12)

où J(x; θ) mesure la qualité du paramètre θ pour une observation x. L’algo-
rithme de gradient stochastique permettant de maximiser ce critère s’écrit
généralement

θ(t+1) = θ(t) + λt∇θ log J(xt+1; θ(t)), (2.13)

où le pas λt désigne un scalaire positif ou une matrice définie positive tels
que

∑
‖λt‖ = ∞ et

∑
‖λt‖2 < ∞.

Pour dériver un algorithme de gradient stochastique à partir de l’algo-
rithme EM, on pose de la même manière que dans l’algorithme EM classique
la quantité (Samé et al., 2007)

Qt+1(θ; θ(t)) = E(log p(x1:t+1, z1:t+1; θ)|x1:t+1, θ(t))

= Qt(θ; θ(t−1)) + E(log p(xt+1, zt+1; θ)|xt+1, θ(t)), (2.14)

où x1:t+1 = (x1, . . . , xt+1), le paramètre θ(t) étant calculé à partir des ob-
servations x1:t. La maximisation de (1/(t + 1))Qt+1(·, θ(t)) par la méthode
de Newton-Raphson, après le remplacement de la matrice hessienne par la
matrice d’information de Fisher Ic(θ

(t)) associée à une observation complète,
nous donne la formule récursive suivante :

θ(t+1) = θ(t) +
1

t + 1
[Ic(θ

(t))]−1∇θ

∂ log p(xt+1; θ(t))

∂θ
, (2.15)

où

Ic = −E
(

∇2
θ log p(x, z; θ)

)

(2.16)

est la matrice d’information de Fisher et λt = 1
t+1

. L’algorithme défini par
l’équation (2.15) maximise, sous certaines conditions (Bottou, 2004), l’es-
pérance de la log-vraisemblance E[log p(x; θ)]. Le lecteur pourra se référer
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à l’ouvrage de Bottou (2004) pour plus de détails sur les algorithmes du
gradient stochastique.

Ultérieurement, Sato et Ishii (2000) ont développé une estimation ré-
cursive des paramètres utilisant un algorithme EM en ligne pour les réseaux
gaussiens normalisés. Dans le cadre de la classification automatique basée sur
les modèles de mélange, Samé, Ambroise et Govaert (2007) ont proposé un
algorithme de gradient stochastique dérivé de l’algorithme CEM (classifiante
EM) qui maximise l’espérance du critère de vraisemblance classifiante.

Récemment, Cappé (2011) et Cappé et Moulines (2009) ont proposé un
algorithme EM en ligne pour les modèles à variables latentes, y compris les
modèles de mélange. Formellement, cet algorithme consiste, à l’itération t,
à calculer le paramètre θ(t+1) maximisant la fonction suivante par rapport à
θ :

Qt+1(θ; θ(t)) = Qt(θ; θ(t−1)) + λt

(

E(log p(xt+1, zt+1; θ)|xt+1, θ(t))

−Qt(θ; θ(t−1))
)

. (2.17)

Des comparaisons pratiques, en termes de vitesse de convergence entre
cette approche et celle de Titterington (1984) sont données par Cappé et
Moulines (2009).

Choix de modèle

Cette sous-section est dédiée au problème de choix du nombre de com-
posantes d’un modèle de mélange. Plusieurs approches ont été proposées
pour sélectionner automatiquement le modèle de mélange le plus adapté :
tests d’hypothèses (Soromenho, 1994), facteur de Bayes (Kass et Raftery,
1995), critères d’information (Cutler et Windham, 1994). Le lecteur pourra
se référer à la thèse de Biernacki (1997) et à l’ouvrage de Bishop (2006) qui
ont fait une étude approfondie sur ce sujet. Nous détaillons ici les critères
d’information les plus utilisés en raison de leur simplicité de mise en œuvre.

Dans le cadre de l’estimation des paramètres par maximum de vraisem-
blance (Cutler et Windham, 1994), on peut voir ces critères comme une
vraisemblance pénalisée par la complexité du modèle. Il faut d’abord souli-
gner que la vraisemblance croît avec le nombre de composants du modèle,
car lorsque le nombre de classes augmente, le modèle devient plus riche et
s’adapte mieux aux données. D’où la nécessité d’ajouter un terme dépendant
de la complexité du modèle pour bien sélectionner le modèle. Le principe de
ces critères est de choisir le modèle qui fait croître le plus possible la vraisem-
blance, tout en minimisant la complexité du modèle. La plupart des critères
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se basent sur le maximum de vraisemblance pénalisé par le nombre de pa-
ramètres libres du modèle ; ce qui donne l’expression générale suivante, à
minimiser sur les différents modèles en compétition :

C(m) = −2 Lmax(m) + τC np(m). (2.18)

où np indique le nombre de paramètres libres du modèle m et Lmax(m) est la
log-vraisemblance après estimation du modèle m. Le coefficient τC représente
la pénalisation de la complexité du modèle spécifique au critère C. Akaike
(1974) a proposé le premier critère de sélection de modèle connu sous le nom
AIC (Akaike Information Criterion), qui s’écrit :

AIC(m) = −2 Lmax(m) + 2 np(m). (2.19)

Bozdogan (1987) a proposé une variante du critère d’Akaike, appelée AIC3,
définie par :

AIC3(m) = −2 Lmax(m) + 3 np(m). (2.20)

Le critère BIC (Bayes information criterion) a été initié par Schwarz et al.
(1978) comme une approximation de la solution bayésienne exacte au pro-
blème de sélection de modèle :

BIC(m) = −2 Lmax(m) + np(m) log(T ). (2.21)

Le critère ICL (Integrated Classification Likelihood), proposé par Biernacki
et al. (2000), est défini par

ICL(m) = −2 Lcmax(m) + np(m) log(T ). (2.22)

Dans les deux derniers critères, la pénalisation τC = log(T ) fait intervenir la
taille de l’échantillon. Cependant, lorsque la taille de l’échantillon est petite,
il a été mis en évidence que dans certaines situations, BIC avait tendance à
surestimer le nombre de composants (Biernacki, 1997).

Il existe d’autres critères d’information tels que les critères NEC (Norma-

lized Entropy Criterion) (Biernacki et al., 1999), MIR (Minimum Informa-

tion Ratio criterion) (Windham et Cutler, 1992) et LEC (Laplace-Empirical

Criterion) (McLachlan et Peel, 2004).

Les sections suivantes présentent des extensions dynamiques du modèle
de mélange gaussien, pour partitionner des données non stationnaires.
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2.2.2 Mélange de régressions polynomiales

Dans cette sous-section, nous présentons une extension du modèle de mé-
lange gaussien dédiée au partitionnement de données temporelles. Il s’agit
d’un mélange dans lequel l’évolution temporelle de chaque classe est modé-
lisée par une fonction polynôme.

La classification automatique à base de régression a une histoire rela-
tivement longue depuis le cas le plus simple (deux classes) jusqu’au cas le
plus général des modèles de mélange. Elle suppose que les observations de
chaque classe ont été générées à partir d’une courbe polynomiale.

L’un des premiers travaux sur ce sujet était celui de Quandt (1972)
qui a défini un modèle de régression linéaire à changement de régime (swit-

ching regressions). L’estimation des paramètres de ce modèle repose sur la
maximisation de la vraisemblance via un algorithme de gradient conjugué.
Ultérieurement, Quandt et Ramsey (1978) ont élaboré une nouvelle procé-
dure utilisant la méthode des moments pour estimer les paramètres de leur
mélange de régressions à deux composantes.

David et David (1974) a également défini un modèle de régression linéaire
à deux composantes et utilisé l’approche par maximum de vraisemblance
pour estimer ses paramètres. Son article contient aussi la première mention
de l’expression «mélange de régressions».

DeSarbo et Cron (1988) ont formulé de manière plus générale le modèle
de mélange de régressions polynomiales et développé une nouvelle procé-
dure basée sur l’algorithme EM pour estimer ses paramètres. L’estimation
en ligne des paramètres de ce modèle a été abordée dans (Govaert et Samé,
2011). Une version multivariée de ce modèle a été proposée dans (Jones
et McLachlan, 1992; Govaert et Samé, 2011). On peut encore citer les tra-
vaux de Antoniadis et al. (2009) qui ont examiné le cas où les proportions
des mélanges varient. Le lecteur pourra également se référer à l’ouvrage de
McLachlan et Peel (2004) pour plus de détails sur ce mélange.

Définition du modèle

Le mélange de régressions proposé par DeSarbo et Cron (1988) suppose
qu’à chaque instant t, les données xti (i = 1, . . . , nt) sont distribuées suivant
le modèle de mélange gaussien à K composantes suivant :

p(xti; θ) =
K∑

k=1

πk N (xti; βkut, Σk), (2.23)

où les πk désignent les proportions du mélange vérifiant
∑K

k=1 πk = 1, les
βk ∈ R

d×(r+1) sont les matrices d × r + 1 des coefficients polynomiaux et
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ut = (1, t, t2, . . . , tr)′. Dans ce modèle, l’évolution temporelle des données
est donc prise en compte par les centres des gaussiennes qui sont des fonc-
tions polynomiales du temps. Le vecteur θ = {(πk, βk, Σk); k = 1, . . . , K}

contient l’ensemble des paramètres du modèle. Les variables latentes de ce
modèle sont les classes manquantes z = (ztik; t = 1, . . . , T, i = 1, . . . , nt, k =

1, . . . , K) tel que ztik = 1 si xti appartient à la kème classe et ztik = 0 sinon.
La figure 2.3 montre un exemple de données simulées suivant ce modèle, avec
nt = 10.
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Figure 2.3 : Exemple d’un jeu de données simulées suivant un mé-
lange de régressions polynomiales d’ordre trois avec K = 2 classes.

Estimation par l’algorithme EM

L’estimation des paramètres de ce modèle s’effectue, comme pour le
modèle de mélange gaussien, par la méthode du maximum de vraisemblance.
La log-vraisemblance L à maximiser est définie par :

L(θ) =
T∑

t=1

nt∑

i=1

log
K∑

k=1

πk N (xti; βkut, Σk). (2.24)

L’optimisation directe de cette vraisemblance étant difficile, on a recourt
à l’algorithme EM dont les principales étapes sont :

Étape E : Calcul des probabilités a posteriori

τtik =
π

(c)
k N (xti; β

(c)
k ut, Σ

(c)
k )

∑K
ℓ=1 πK

ℓ=1N (xti; β
(c)
ℓ ut, Σ

(c)
ℓ )

· (2.25)
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Étape M : Mise à jour des paramètres

π
(c+1)
k =

∑T
t

∑nt
i=1 τ

(c)
tik

∑T
t=1 nt

, (2.26)

β
(c+1)
k =

[
T∑

t=1

(
nt∑

i=1

τ
(c)
tik

)

utu
′
t

]−1 [ T∑

t=1

ut

(
nt∑

i=1

τ
(c)
tik xti

)′]

, (2.27)

Σ
(c+1)
k =

∑T
t=1

∑nt
i=1 τ

(c)
tik (xti − β

(c+1)
k ut)(xti − β

(c+1)
k ut)

′

∑T
t=1

∑nt
i=1 τ

(c)
tik

· (2.28)

Dans la suite du mémoire, l’algorithme résultant sera appelé «EM-
RegMix» (Expec- tation Maximisation-Regression Mixture model). A l’is-
sue de l’algorithme EM, on obtient une caractérisation des données tempo-
relles à travers une densité de probabilité dont les paramètres évoluent au
cours du temps. Après avoir estimé les paramètres, une partition des don-
nées est obtenue en affectant chaque observation xti au composant ayant la
plus grande probabilité a posteriori.

D’autre part, les valeurs optimales du nombre de classes K du modèle et
de l’ordre p des polynômes de régression peuvent être estimées en maximisant
le critère d’information bayésien BIC (Schwarz et al. , 1978) qui s’écrit, dans
cette situation,

BIC = −2 L(θ̂) + np log(T ), (2.29)

avec

np = K − 1
︸ ︷︷ ︸

π

+ K (r + 1) d
︸ ︷︷ ︸

β

+
K d (d + 1)

2
︸ ︷︷ ︸

Σ

, (2.30)

où θ̂ est le vecteur paramètre estimé à la convergence de l’algorithme EM-
RegMix. Le nombre de paramètres libres comprend les proportions du mé-
lange, les coefficients polynomiaux et les variances. En pratique, on met en
compétition plusieurs configurations conjointes du nombre de classes de (2
à Kmax) et de l’ordre des polynômes (de 0 à rmax). Puis le couple (k, r)

maximisant le critère BIC est retenu.

2.2.3 Modèle de régression à processus logistique ca-
ché (RHLP)

Cette sous-section décrit une extension du modèle de mélange de régres-
sions où les proportions varient en fonctions du temps. Malgré le fait que
ce modèle soit plus dédié à la segmentation qu’à la recherche de partitions
dynamiques, nous avons souhaité le présenter afin de le distinguer de nos
travaux.
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Définition du modèle et estimation des paramètres

A la différence du mélange de régressions polynomiales qui vient d’être
décrit, le modèle RHLP (Regression with Hidden Logistic Process) suppose
que les variables latentes (zti; t = 1, . . . , T, i = 1, . . . , nt) sont distribuées
indépendamment suivant une loi multinomiale M(1, π1(t; w), . . . , πK(t; w)),
où πk est une fonction logistique définie par :

πk(t; w) =
exp(wk0 + wk1t)

∑K
ℓ=1 exp(wℓ0 + wℓ1t)

, ∀k ∈ {1, . . . , K − 1}, (2.31)

et où w = (wk0, wk1, . . . , wK0, wK1)
′ est le vecteur de paramètre de la fonction

logistique, de dimension 2 × K.
L’utilisation des fonctions logistiques comme probabilités des variables

latentes permet ici de segmenter les données temporelles.
L’estimation des paramètres de ce modèle s’effectue, comme pour le

modèle précédent, par maximisation de la log-vraisemblance

L(θ) =
T∑

t=1

nt∑

i=1

log
K∑

k=1

πk(ti; w) N (xti; β′
kut, Σk). (2.32)

via l’algorithme EM (Chamroukhi, 2010). Partant d’un vecteur paramètre
initial θ(0), celui-ci itère successivement les deux étapes suivantes jusqu’à la
convergence :

Étape E : Calcul des probabilités a posteriori

τ
(c)
tik =

πk(ti; w(c)) N (xti; β′
kut, Σ

(c)
k )

∑K
ℓ=1 πℓ(ti; w(c)) N (xti; β′

ℓut, Σ
(c)
ℓ )

· (2.33)

Étape M : Mise à jour des paramètres

w
(c+1) = arg max

w

T∑

t=1

K∑

k=1

(
nt∑

i=1

τ
(c)
tik

)

log πk(t; w), (2.34)

β
(c+1)
k =

[
T∑

t=1

(
nt∑

i=1

τ
(c)
tik

)

utu
′
t

]−1 [ T∑

t=1

(
nt∑

i=1

τ
(c)
tik xti

)

ut

]

, (2.35)

Σ
(c+1)
k =

∑T
t=1

∑nt
i=1 τ

(c)
tik (xti − β′

kut)(xti − β′
kut)

′

∑T
t=1

∑nt
i=1 τ

(c)
tik

· (2.36)

La mise à jour du paramètre w de la transformation logistique s’effectue
par l’algorithme IRLS (Iterative Reweighted Least Squares) (Green, 1984). Le
pseudo code 2 décrit l’algorithme EM pour le modèle RHLP. Cet algorithme
converge vers un optimum local et la qualité d’estimation dépend de son ini-
tialisation. Une fois les paramètres estimés, on obtient une segmentation des
données en affectant, à chaque instant t, les observations {xti; i = 1, . . . , nt}

au segment qui maximise les probabilités logistiques πk(t; w).
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Algorithme 2: Pseudo code du modèle RHLP
Entrées : Séquence d’observations de longueur T , nombre K de
segments et degré r des polynômes pour chaque courbe
Initialisation : θ(0)

tant que Condition de convergence faire
Étape E :
pour k = 1, . . . , K faire

pour t = 1, . . . , T faire
pour i = 1, . . . , nt faire

Calcul des probabilités a posteriori τtik (Eq.(2.33)),

Étape M :
Mise à jour des parametres des fonctions logistiques par
l’algorithme IRLS (Eq. (2.34))
pour k = 1, . . . , K faire

Mise à jour de β
(c+1)
k (Eq. (2.35)),

Mise à jour de Σ
(c+1)
k (Eq. (2.36)).

Sortie : θ = {(w, βk, Σk); k = 1, . . . , K)}.

2.2.4 Mélange gaussien avec a priori sur la dynamique
d’évolution des centres

Dans cette sous-section, nous présentons un modèle identique au mo-
dèle de mélange de régression, mais dans lequel le modèle d’évolution des
centres des classes est différent. Ce modèle proposé par Calabrese et Paninski
(2011), permet une meilleure modélisation de l’évolution potentiellement non
linéaire des classes. Il suppose que les données temporelles suivent un modèle
de mélange gaussien dont les centres dépendent du temps. Nous formalisons
ici ce modèle dans le cas où l’on dispose de plusieurs observations à chaque
instant t.

Définition du modèle

Le modèle suppose que chaque observation xti de R
d est distribuée sui-

vant le modèle de mélange

p(xti; θ) =
K∑

k=1

πk N (xti; µ
(t)
k , σ2

k I), (2.37)
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où θ = {πk, µ
(t)
k , σ2

k, k = 1, . . . , K, t = 1, . . . , T}, les πk sont les proportions,
les µ

(t)
k sont les centres, les σ2

k sont les variances des observations et I est la
matrice identité dans R

d.
Dans l’optique d’une estimation bayésienne des paramètres, on considère

ici la distribution a priori suivante sur la dynamique d’évolution des centres
des classes : 





∆µ
(t)
k ∼ N (0, v2

k I)

m

µ
(t)
k ∼ N (µ

(t−1)
k , v2

k I),

où ∆µ
(t)
k = µ

(t)
k −µ

(t−1)
k , v2

k est la matrice de covariance sphérique des centres
et {(µ

(0)
k , v2

k); k = 1, . . . , K} sont les hyper-paramètres du modèle définis par
l’utilisateur.

Les autres paramètres {πk, σ2
k, k = 1, . . . , K} sont supposés suivre des

lois non informatives. L’hyper-paramètre v2
k est un paramètre de régulari-

sation qui contrôle la dynamique d’évolution des centres des classes µ
(t)
k .

Notons que si v2
k → 0 alors les classes sont stationnaires. L’avantage de ce

modèle est sa capacité à modéliser différents types d’évolutions temporelles
des classes en représentant les centres des classes par une marche aléatoire
gaussienne. Ce dernier modèle est en effet un processus stochastique du type
chaîne de Markov. La figure 2.4 montre un exemple de données simulées sui-
vant ce modèle.

Estimation des paramètres

L’estimation des paramètres s’effectue ici par la méthode de maximum
a posteriori (MAP) afin de prendre en compte la distribution a priori sur les
centres des classes. Le logarithme de la distribution a posteriori log p(θ|x)

est défini par

log p(θ|x) = log
p(x; θ) p(θ)

p(x)
∝ log p(x; θ) p(θ), (2.38)

où

p(x; θ) =
T∏

t=1

nt∏

i=1

(
K∑

k=1

πk N (xti; µ
(t)
k , σ2

k I)

)

(2.39)

et

p(θ) = p(µ)

=
K∏

k=1

p(µ
(1)
k , . . . , µ

(T )
k )

=
K∏

k=1

T∏

t=1

p(µ
(t)
k |µ(t−1)

k , . . . , µ
(1)
k ). (2.40)
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Puisque le dénominateur de la distribution a posteriori ne dépend pas
de θ et ne joue donc aucun rôle dans l’optimisation, la maximisation de
log p(θ|x) se ramène donc à la maximisation du critère LMAP = log(p(x; θ) p(θ))

défini par

LMAP (θ) = log p(x; θ) + log p(θ)

=
T∑

t=1

nt∑

i=1

log
K∑

k=1

πk N (xti; µ
(t)
k , σ2

k I)

+
K∑

k=1

T∑

t=1

log N (µ
(t)
k ; µ

(t−1)
k , v2

k I). (2.41)

Dans cette expression, le terme
∑K

k=1

∑T
t=1 log N (µ

(t)
k ; µ

(t−1)
k , v2

k I) peut être
considéré comme une pénalisation de la log-vraisemblance, qui contrôle, par
la variance v2

k, la vitesse d’évolution des centres des classes (µ
(t)
k ).

Puisque, le critère LMAP ne peut pas être directement maximisé, l’algo-
rithme EM est utilisé pour le maximiser. Cet algorithme ressemble à l’algo-
rithme EM utilisé pour le modèle de mélange gaussien classique. La seule
difference réside dans la mise à jour des centres des classes qui est effec-
tuée par des formules récurrentes de filtrage et de lissage qui constituent des
versions pondérées par les τtik du Filtre de Kalman (Calabrese et Paninski,
2011; Shumway et Stoffer, 2011). Le filtre de Kalman sera étudié dans la
section suivante.

Dans la suite, l’algorithme résultant sera appelé «EM-PenMix» (Expect-

ation Maximisation-Penalized Mixture model). Enfin, il convient de no-
ter que l’approche ainsi définie est basée sur l’hypothèse suivant laquelle
les hyper-paramètres {(µ

(0)
k , v2

k); k = 1, . . . , K} sont connus. Rappelons que
l’hyper-paramètre v2

k est un compromis entre l’ajustement du modèle aux
données, d’une part, et l’évolution temporelle des paramètres, d’autre part
(El Assaad et al., 2013).

La prochaine section détaille les modèles dynamiques à espace d’état.
En effet, ceux-ci seront exploités dans l’approche de clustering dynamique
qui sera étudiée dans le chapitre 3.

2.3 Modèle dynamique à espace d’état

Cette section a pour objet de passer en revue les modèles dynamiques
à espace d’état. La section commence par une introduction sur l’origine de
ces modèles suivie de leur formulation générale. Ensuite les modèles dyna-
miques linéaires sont détaillés ainsi que l’estimation de leurs paramètres et
des variables latentes.
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Figure 2.4 : Exemple d’un jeu de données simulées avec K = 2

classes, T = 80 et nt = 10. Les paramètres de simulations sont les
suivants : π1 = π2 = 0.5, µ

(0)
1 = 2, µ

(0)
2 = 5, σ2

1 = σ2
2 = (0.25)2,

v2
1 = v2

2 = (0.2)2 et d = 1. Les croix représentent les données et les
courbes sont les centres utilisés pour générer les données.

Historique

Les modèles dynamiques à espace d’état offrent un cadre puissant et
flexible pour modéliser et analyser une très large gamme de phénomènes
dynamiques. Ils sont très utilisés pour la modélisation des séries temporelles
(Harvey, 1990; Bentoglio et al., 2001).

Formellement, un modèle à espace d’état est constitué de deux équations,
une équation d’état et une équation d’observation (ou de mesure).
L’équation d’état formule la dynamique des variables d’état et l’équation
d’observation relie les variables observées au vecteur d’état non observé.

Les modèles à espace d’état ont, à l’origine, été développés dans le cadre
de programmes spatiaux, pour suivre un satellite sur son orbite à partir des
données disponibles et de lois physiques bien établies (Swerling, 1958). Dans
ce contexte, l’état est la position réelle du satellite qui n’est pas directement
mesurable et le vecteur d’observation contient des données sur sa position,
sa vitesse et son accélération. On souhaite alors effectuer des prévisions sur
la variable d’état en fonction des observations passées et courantes.

Une nouvelle approche de ce problème de prévision a été proposée par
Kalman (1960), en utilisant la représentation de Bode - Shannon des pro-
cessus aléatoires (Bode et Shannon, 1950) et du modèle état - transition
de l’analyse des systèmes dynamiques (Bishop et Welch, 2001). La solution
proposée par Kalman pour résoudre ce problème est connue sous le nom de
«Filtre de Kalman» (Kalman, 1960; Kalman, 1963). Celle-ci s’applique à
des processus aléatoires stationnaires et non stationnaires. Le filtre de Kal-
man est un algorithme récursif qui estime les variables non observables à
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l’instant t, en utilisant les informations disponibles à cette date. Ce filtre
a été initialement utilisé par des ingénieurs et des physiciens pour évaluer
l’état d’un système dynamique bruité ii. Ces méthodes ont rapidement ga-
gné en popularité dans d’autres domaines comme l’économie (Akaike, 1974;
Harrison et Stevens, 1976; Shumway et Stoffer, 1982; Harvey, 1990; Aoki,
1990), la médecine (Jones, 1984) et la pédologie (Shumway, 1988).

La pertinence de ces méthodes a été reconnue plus tard par les sta-
tisticiens, même si l’idée des variables latentes et de l’estimation récursive
figurait déjà dans la bibliographie statistique au moins depuis 1880 (Thiele
en 1880 et Plackett en 1950). Une des raisons de ce retard est que le travail
sur le filtre de Kalman a été principalement publié dans le domaine de l’ingé-
nierie. Cela signifie non seulement que le langage de ces travaux n’était pas
connu des statisticiens, mais aussi que certaines questions qui sont cruciales
en statistique n’étaient pas encore suffisamment abordées.

Dans l’analyse des séries temporelles iii, les choses sont un peu différentes.
L’interprétation physique des états du système dynamique est souvent moins
évidente que dans le domaine de l’ingénierie. Dans ce contexte, la construc-
tion du modèle peut être plus délicate. Même si une représentation de l’es-
pace d’état est obtenue, il y a généralement des quantités ou des paramètres
du modèle qui sont inconnus et doivent être estimés. L’estimation des va-
riables d’états est généralement obtenue par le filtre de Kalman, puis celle
des paramètres par la méthode du maximum de vraisemblance. Un excellent
ouvrage sur l’analyse des séries temporelles fondée sur les modèles à espace
d’état est celui de (Durbin et Koopman, 2012).

Il convient de noter que les modèles de Markov cachés (HMM, Hidden

Markov Models) sont similaires aux modèles à espace d’état compte tenu du
fait que la séquence d’observations est supposée avoir été générée à partir
d’une séquence d’états cachés. La principale différence est que, dans les HMM
les états sont discrets.

Dans la suite, nous commençons par formuler de manière générale les
modèles dynamiques à espace d’état. Nous exposons ensuite différentes mé-
thodes d’estimation des paramètres.

ii. C’est un système qui évolue au cours du temps où l’état courant dépend de l’état
précédent, des commandes et d’un processus aléatoire.

iii. La terminologie d’Analyse des Séries Temporelles a été utilisée pour la première
fois par Box et Jenkins (1970). Cette méthode d’analyse s’appuie sur les anciennes valeurs
d’une variable pour tenter de prévoir sa valeur future.
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2.3.1 Formulation générale

Dans les modèles à espace d’état, nous sommes concernés par trois types
de variables qui participent à la modélisation des systèmes dynamiques : les
variables d’entrée (ut), les variables de sortie (xti) et les variables d’état (αt).
En conservant nos notations associées aux données temporelles (plusieurs
observations xti à chaque instant t), le modèle à espace d’état peut être
définie par les deux équations suivantes :

xti = g(αt) + vti. (2.42)

αt+1 = f(αt) + wt, (2.43)

où les fonctions f et g sont des fonctions potentiellement non linéaires, αt

est un vecteur de variables inobservables de dimension p × 1, les wt sont
des vecteurs aléatoires représentant le bruit d’état, les vti sont des vecteurs
aléatoires représentant le bruit de mesure. Notons que, pour simplifier les
expressions mathématiques, les variables d’entrées n’ont pas été prises en
compte dans les équations (2.42) et (2.43). Les variables de sortie sont les
xti ∈ Rd appelés également vecteurs d’observation.

Un modèle à espace d’état est dit linéaire si les fonctions f et g sont
linéaires par rapport à αt. Si de plus les bruits v et w sont gaussiens, alors
on parle de modèle linéaire gaussien. Le modèle à espace d’état est dit tem-
porellement variable si les fonctions f et g dépendent de t. Si celles-ci ne
dépendent pas de t, alors le modèle est dit invariant par rapport au temps.

Dans la suite, on suppose que le temps t est une variable discrète. Même
si la majorité des systèmes physiques naturels sont à temps continu, les
algorithmes d’estimation sont généralement mis en œuvre informatiquement
de manière discrete. La représentation graphique du modèle dynamique à
espace d’état montrant les dépendances conditionnelles entre les observations
xti et les états cachés αt est présentée dans la figure 2.5.

α0 α1

x1

α2

x2

. . . αt−1

xt−1

αt

xt

αt+1

xt+1

Figure 2.5 : Modèle dynamique à espace d’état.

2.3.2 Modèle linéaire dynamique

Les modèles à espace d’état linéaires gaussiens, appelés également mo-
dèles linéaires dynamiques ou modèle de filtre de Kalman constituent l’une
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Vecteur Matrice

xti d × 1 A d × p

αt p × 1 F p × p

vti d × 1 R d × d

wt p × 1 Q p × p

α0 p × 1 C0 p × p

Table 2.1 : Dimension du modèle linéaire dynamique

des classes les plus simples des modèles à espace d’état. Sous ces modèles,
l’inférence peut être effectuée de manière exacte.

Dans sa forme de base, le modèle linéaire dynamique (DLM, Dynamic

Linear Models) est constitué des deux équations suivantes :
• l’équation d’état :

αt = F αt−1 + wt, wt ∼ N (0, Q), t = 1, . . . , T (2.44)

où les wt sont des vecteurs aléatoires indépendants de dimension p

représentant le bruit d’état, de moyenne nulle et de matrice de cova-
riance Q, et F est une matrice de dimension (p×p) dite matrice d’état
ou matrice de transition. On considère généralement une distribution
normale a priori sur le vecteur d’état à l’instant t = 0, de moyenne
m0 et de matrice de covariance C0 :

α0 ∼ N (m0, C0). (2.45)

• l’équation d’observation ou de mesure :

xti = A αt + vti, vti ∼ N (0, R), t = 1, . . . , T, i = 1, . . . , nt

(2.46)

où les vti sont des vecteurs aléatoires indépendants de dimension d

représentant le bruit de mesure, de moyenne nulle et de matrice de
covariance R, et A est une matrice de dimension (d × p) dite matrice
d’observation.

Les bruits wt, vti et l’état initial α0 sont supposés être mutuellement indé-
pendants. Les dimensions des vecteurs et des matrices intervenant dans le
modèle linéaire dynamique sont résumées dans le tableau 2.1.

Le modèle linéaire dynamique peut être formulé de manière équivalente
par les distributions de probabilités conditionnelles suivantes :

P (xti|αt) = N (A αt, R), (2.47)

P (αt|αt−1) = N (F αt−1, Q), (2.48)

P (α0) = N (m0, C0). (2.49)
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Autres modèles DLM

Parmi les modèles linéaires dynamiques utilisés pour la modélisation des
séries temporelles, l’un des plus simples est le modèle de niveau local (Local

level model) défini par

xti = αt + vti, vti ∼ N (0, R), (2.50)

αt = αt−1 + wt, wt ∼ N (0, Q), (2.51)

α0 ∼ N (m0, C0). (2.52)

Il s’agit d’un modèle dynamique avec p = d et F = A = I. Les observa-
tions xti sont modélisées comme des observations bruitées d’un niveau αt

qui, à son tour, est sujet à des changements aléatoires dans le temps, dé-
crits par une marche aléatoire. Si Q = 0, on obtient un modèle à moyenne
constante. Il faut noter que le modèle de marche aléatoire est un modèle non
stationnaire iv. En effet, l’équation (2.51) peut être réécrite sous la forme

αt = wt + wt−1 + wt−2 + . . . + w1 + α0

=
t∑

j=1

wt + α0. (2.53)

Dès lors, connaissant les propriétés du bruit blanc wt, on montre que :

E(αt) = E





t∑

j=1

wt + α0



 =
t∑

j=1

E(wt) + E(α0) = m0. (2.54)

L’état αt, d’espérance nulle, satisfait alors à la première condition de la
définition de la stationnarité. Mais il ne satisfait pas la deuxième condition,
imposant une variance constante, puisque :

var(αt) = var





t∑

j=1

wt + α0



 =
t∑

j=1

var(wt) + var(α0) + 2 cov





t∑

j=1

wt, α0





= t Q + C0. (2.55)

Ce modèle est souvent utilisé dans la domaine de la finance pour décrire
la relation entre le rendement du marché observé et le rendement moyen
d’un actif.

iv. Un processus temporel à valeurs réelles et en temps discret est stationnaire au sens
faible (ou «de second ordre», ou «en covariance») si : l’espérance est constante au cours
du temps, la variance est constante au cours du temps et non infinie et l’auto-covariance
entre les variables à instant t et l’instant t − j, dépend seulement de l’ampleur d’un
décalage de j, ∀t = 1, . . . , T
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Le modèle dynamique linéaire peut également être considéré comme une
généralisation du modèle de régression linéaire, qui permet de faire varier
dans le temps les coefficients de régression.

Il est intéressant de souligner que le modèle à espace d’état linéaire est
une généralisation de l’analyse factorielle (Factor analysis) à condition que
la dimension des données soit inférieure à celle des états. L’analyse factorielle
modélise les données de grande dimension par un nombre plus restreint de
variables latentes ou des facteurs (Everitt, 1984). Le lien entre les facteurs et
les observations est défini par l’équation (2.46) où A est connue sous le nom
de matrice de saturation (factor loading matrix) et αt représente les facteurs.
Les modèles linéaires sont donc une généralisation dynamique de l’analyse
factorielle, qui permet aux facteurs courants de dépendre linéairement de
facteurs antérieurs.

2.3.3 Filtre de Kalman

Le filtre de Kalman fait partie des innovations les plus remarquables du
20e siècle. C’est un ensemble d’équations récursives qui ont pour objectif
de trouver des estimateurs linéaires optimaux du vecteur d’état en fonction
de toutes les observations, en minimisant l’erreur quadratique moyenne. Les
chercheurs ont mis du temps à accepter le travail de Kalman. Selon Gre-
wal et Andrews (2011), le deuxième papier de Kalman (Kalman et Bucy,
1961) aurait été rejeté par la revue Electrical Engineering Journal, l’un des
examinateurs ayant dit : « it cannot possibly be true ».

C’est grâce à l’aide de Stanley Schmidt du centre de recherche Ames
(Ames Research Center (ARC)) de la NASA que le filtre de Kalman a fina-
lement gagné en prestige et en visibilité. En effet, il a été utilisé avec succès
dans les systèmes de navigation pour l’estimation des trajectoires (les va-
riables d’état représentent les coordonnées de fusées ou de satellites dans
l’espace où ces coordonnées ne sont pas directement observables) dans les
missions Apollo, ainsi que dans plusieurs projets de la NASA et dans un
certain nombre de systèmes de défense militaire (McGee, 1985; Grewal et
Andrews, 2011).

Le filtre de Kalman et ses variantes ont par la suite été appliqués dans
plusieurs domaines. Par exemple, le filtre de Kalman est omniprésent dans
les domaines de la navigation et du positionnement global (Strang et Borre,
1997; Kaplan et Hegarty, 2005), dans la prédiction des trajectoires de mobiles
(tracking) (Lipton, Fujiyoshi et Patil, 1998), l’orientation (guidance) (Zar-
chan, 2007), la robotique (Roumeliotis et Bekey, 2000), les radars (Pearson
et Stear, 1974), la détection des défauts (Isermann, 1984) et la vision par
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ordinateur (Ridder, Munkelt et Kirchner, 1995). Il est également utilisé dans
des applications en traitement du signal (Scharf, 1991), pour la reconnais-
sance vocale (Gannot et al., 1998), la stabilisation des vidéos (Ertürk, 2002),
le suivi de séquences vidéos (Chan et Vasconcelos, 2008) et les systèmes de
contrôle automobile (Kiencke et Nielsen, 2000). Le filtre de Kalman joue
également un rôle important dans l’analyse des séries temporelles (Harvey,
1990), l’économétrie (Bomhoff et Brabant, 1992) et la finance (Manoliu et
Tompaidis, 2002).

Présentation de l’algorithme

Dans le cadre des modèles à espace d’état, l’une des utilisations prin-
cipales du filtre de Kalman est l’estimation des variables d’état. Avant de
détailler le calcul du filtre de Kalman, il convient de définir les notations
suivantes :

αt−1
t = E(αt|x1:t−1), (2.56)

P t−1
t = var(αt|x1:t−1), (2.57)

où αt−1
t représente l’espérance de l’état αt sachant toutes les données connues

jusqu’à la date t − 1, notées x1:t−1, et P t−1
t désigne la matrice de covariance

de l’état αt sachant x1:t−1.
Partant des valeurs initiales α0 et P0, le filtre de Kalman est défini par

les deux phases suivantes :
Prédiction (forecasting) : Cette étape consiste à rechercher la meilleure

prédiction de l’état courant sachant toutes les informations précédentes. Cela
revient à calculer l’espérance de αt sachant x1:t−1. En utilisant l’équation
d’état (2.44), on obtient la formule récursive de la prédiction de l’état cou-
rant αt suivante :

αt−1
t = E(Fαt−1 + wt|x1:t−1) = F αt−1

t−1. (2.58)

On peut donc en déduire la formule récursive de la matrice de covariance de
l’écart entre l’état courant αt et l’état prédit αt−1

t suivante :

P t−1
t = var(Fαt−1 + wt|x1:t−1) = FP t−1

t−1 F ′ + Q. (2.59)

Filtrage (filtering) : Lorsque l’observation à l’instant t est disponible,
on effectue une mise à jour de la prédiction et de la covariance précédente en
utilisant cette observation. En d’autre terme, on utilise cette nouvelle infor-
mation pour corriger l’état prédit dans l’étape précédente. Cette procédure
est appelé «filtrage». On peut montrer (voir l’annexe A.1) que la mise à jour
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de l’état prédit sachant toutes les informations disponibles jusqu’à l’instant
t s’écrit :

αt
t = αt−1

t + Kt

nt∑

i=1

(xti − A αt−1
t ), (2.60)

où

Kt = P t−1
t A′(A P t−1

t A′ + R)−1 (2.61)

est appelé gain de Kalman et est toujours compris entre 0 et 1. Alazard
(2006) donne une définition intéressante de ce gain «Le gain K est calculé
en fonction de la confiance que l’on a dans le modèle relativement à la
confiance que l’on a dans la mesure. Si le modèle est très bon et la mesure
très bruitée alors le gain K devra être très petit». Autrement dit, il permet
de connaître la confiance que l’on peut apporter à la mesure par rapport à
la prédiction.

Ensuite, on met à jour la matrice de covariance d’écart entre l’état cou-
rant αt et l’état filtré αt

t par la relation suivante :

P t
t = cov(αt|x1:t) = [I − KtA]P t−1

t . (2.62)

Le filtre de Kalman consiste alors à calculer, pour t = 1, . . . , T , les équa-
tions (2.58) à (2.61) afin d’obtenir les états prédits αt−1

t et les états filtrés αt
t.

En résumé, on peut dire que le filtre de Kalman est le meilleur estimateur
linéaire de αt sachant les observations x1:t. C’est l’estimateur produisant la
plus faible erreur moyenne quadratique de αt sachant x1:t. Il est souvent
mis en œuvre en deux étapes, «prédiction-correction» ou «prédiction-mise
à jour» qui sont décrites par le pseudo-code 3. Elles nécessitent la connais-
sance, d’une part des matrices A, F , Q et R, et, d’autre part, des conditions
initiales α0 et C0. Cependant, il est possible de combiner les deux étapes
précédentes en une seule étape (Humpherys et West, 2010). On obtient dans
ce cas les formules équivalentes suivantes :

P t
t =

[

(Q + FP t−1
t−1 F ′)−1 + A′R−1A

]−1
, (2.63)

αt
t = Fαt−1

t−1 − P t
t A′R−1

nt∑

i=1

[

A(Fαt−1
t−1) − xti

]

. (2.64)

Les dimensions des vecteurs et des matrices intervenant dans le filtre du
Kalman sont résumées dans le tableau 2.2.

Lissage (smoothing) : Dans la section précédente, on a étudié le filtre
de Kalman classique pour le calcul de l’état filtré αt

t. Il peut être intéressant
de calculer récursivement αT

t = E(αt|x1:T ) appelé état lissé. Ce processus est
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Algorithme 3: Filtre de Kalman
Initialisation : α0, P0

pour t = 1, . . . , T faire
Prédiction :

αt−1
t = F αt−1

t−1,

P t−1
t = F P t−1

t−1 F ′ + Q.

Calcul du gain de Kalman :

Kt = P t−1
t A′(A P t−1

t A′ + R)−1.

Mise à jour :

αt
t = αt−1

t + Kt

nt∑

i=1

(xti − A αt−1
t ),

P t
t = [I − KtA]P t−1

t .

Sortie : {(αt
t, P t

t ); t = 1, . . . , T}.

Vecteur Matrice

αt−1
t p × 1 Kt p × d

P t−1
t p × p

αt
t p × 1 P t

t p × p

Table 2.2 : Dimension des vecteurs et des matrices dans le filtre de
Kalman

appelé « lissage». Plusieurs auteurs ont proposés des méthodes pour obtenir
ces formules, telles que Sage et Melsa (1971), Ansley et Kohn (1982) et
Anderson (1984). Néanmoins, la méthode développée par Anderson (1984)
est relativement simple. En s’appuyant sur cette méthode, on peut montrer
(voir détails de calcul en annexe A.1) que, à l’instant t, l’espérance de αt

sachant toutes les données x1:T s’écrit :

αT
t = E(αt|x1:T ) = αt

t + Jt(α
T
t+1 − αt

t+1), (2.65)

avec

Jt = P t
t F ′ (P t

t+1)
−1. (2.66)
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La matrice de covariance de l’écart entre l’état lissé αT
t et l’état αt sachant

x1:T a pour expression :

P T
t = P t

t − Jt (F P t
t F ′ + Q) J ′

t + JtP
T
t+1J

′
t

= P t
t + Jt (P T

t+1 − P t
t+1) J ′

t. (2.67)

A partir de l’état αT
T −1 et de la covariance P T

T −1, la phase de lissage
consiste alors à calculer, pour t = T − 1, . . . , 1, les équations (2.65) et (2.67)
afin d’obtenir les états lissés. Les formules de filtrage et de lissage de Kalman
sont également connues sous le nom «Rauch-Tung-Streibel smoother (RTS)».
Un examen approfondi de ces formules est donné dans (Shumway et Stoffer,
2011; Anderson et Moore, 2012; Goodwin et Sin, 2013).

Exemple

A titre d’illustration, on a simulé une séquence d’états de longueur T =

100 en dimension 1 selon la marche aléatoire

αt = αt−1 + wt, wt ∼ N (0, 0.252), (2.68)

avec α0 ∼ N (0, 1). Ensuite on a généré une séquence de données x, avec
{nt = 5; t = 1, . . . , T}, à partir des états αt selon l’équation

xti = αt + vti, vti ∼ N (0, 0.52). (2.69)

On a ensuite lancé l’algorithme de filtrage et de lissage de Kalman sur
les données simulées. Les résultats obtenus par les étapes de prédiction, de
filtrage et de lissage sont présentés sur les figures 2.6(a), 2.6(b) et 2.6(c). Les
états prédits, filtrés et lissés sont représentés par les courbes mauve, vert et
rouge. Les données ainsi que les états simulés sont présentés respectivement
par des pointillés noirs et des courbes bleues. On peut facilement observer
les différences entre les états estimés durant les différentes étapes du filtre
de Kalman et ceux simulés.

Application : utilisation du Filtre de Kalman pour la navigation
automobile

Considérons le problème de localisation d’un véhicule muni d’un récep-
teur GPS (Global Positioning System) ou DGPS (GPS Différentiel) qui per-
met d’obtenir la position de l’automobile à chaque instant, mais avec un
bruit de mesure. Le GPS, qui capte les signaux de plusieurs satellites (au
minimum trois satellites) équipés d’horloges atomiques peut, en calculant
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Figure 2.6 : Exemple d’application filtre de Kalman sur une séquence
de données simulées de longueur T = 100, avec nt = 5. États prédits
(en haut), filtrés (au milieu) et lissés (en bas), obtenus par les formules
de prédiction, de filtrage et de lissage de Kalman.

les temps de propagation de ces signaux entre les satellites et lui, connaître
sa distance par rapport à ceux-ci et avec une précision de 3 à 50 mètres
pour le système standard. Le GPS différentiel (DGPS), corrige quant à lui
la position obtenue par le GPS conventionnel via les données envoyées par
une station terrestre de référence localisée plus précisément.

Les systèmes de navigation utilisent alors le filtre de Kalman qui élimine
ces perturbations et permet d’estimer au mieux la position (état) du véhicule.
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Figure 2.7 : Exemple d’utilisation du filtre de Kalman pour la loca-
lisation automobile.

Filtre de Kalman pour les systèmes non-linéaires

Le principal inconvénient du filtre de Kalman standard est qu’il sup-
pose que les équations de mesure et d’état sont linéaires et gaussiennes.
Cependant, pour certains systèmes, il est plus judicieux d’utiliser des mo-
dèles non-linéaires et non gaussiens (Brown et Hwang, 1997). En général, un
modèle dynamique non linéaire est défini par les équations suivantes :

xti = g(αt) + vti, vti ∼ N (0, R), (2.70)

αt = f(αt−1) + wt, wt ∼ N (0, Q) (2.71)

α0 ∼ N (m0, C0). (2.72)

où les fonctions f et g sont des fonctions non-linéaires. Dans ce cas, on peut
s’appuyer sur le filtre de Kalman étendu EKF (Extended Kalman Filter)
(Bishop et Welch, 2001) pour l’estimation de la variable d’état. Celui-ci est
basé sur une linéarisation locale par un développement en série de Taylor
limité au premier ordre, et sur l’application du filtre de Kalman standard
pour estimer l’état du système.

Partant de paramètres initiaux m0, C0, le filtre de Kalman étendu consiste
à itérer, pour t = 1, . . . , T , les étapes suivantes :
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– Linéarisation :

Bt =
df(α)

dα

∣
∣
∣
∣
∣
α=αt−1

t−1

– Prédiction :

αt−1
t = f(αt−1

t−1), (2.73)

P t−1
t = BtP

t−1
t−1 B′

t + Q (2.74)

– Linéarisation :

Ct =
dg(α)

dα

∣
∣
∣
∣
∣
α=αt−1

t

– Correction :

Kt = P t−1
t C ′

t(Ct P t−1
t C ′

t + R)−1, (2.75)

αt
t = αt−1

t + Kt

nt∑

i=1

(xti − g(αt−1
t )), (2.76)

P t
t = [I − KtCt]P

t−1
t . (2.77)

Pour plus de détails sur le filtre de Kalman étendu, le lecteur pourra se
référer aux ouvrages de Simon (2006) et Bishop et Welch (2001). Le filtre
de Kalman étendu d’ordre supérieur peut être obtenu en retenant plusieurs
termes des développements en série de Taylor. Par exemple, les filtre de
Kalman étendus de deuxième et de troisième ordres sont bien détaillés par
Einicke (2012). La performance en termes de precision d’estimation est pro-
portionnelle à l’ordre de l’EKF dans le cas où le bruit de mesure est faible.

Pendant des décennies, l’EKF était la seule méthode pour estimer des
états non linéaires. Au cours des dernières années d’autres méthodes comme
l’UKF (Unscented Kalman Filter), qui estime les états cachés par une mé-
thode d’échantillonnage, ont été proposées (Julier et Uhlmann, 1997; Wan
et Van Der Merwe, 2000). Les méthodes à base de simulations de Monte
Carlo, en particulier le EnKF (Ensemble Kalman Filter) (Evensen, 1994) et
les filtres particulaires (Kitagawa, 1996; Doucet et Johansen, 2009), ont éga-
lement fait l’objet de nombreux développements récents. Il faut cependant
souligner que ces dernières méthodes sont coûteuses en termes de temps de
calcul.

2.3.4 Estimation de paramètres

Dans la sous-section précédente, le filtre de Kalman a été étudié en
supposant que les matrices F, A, Q, R, C0 ainsi que le vecteur m0 étaient
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connus. En réalité, dans les applications réelles, ces quantités sont inconnues
et doivent être estimées. Soit θ = {m0, C0, F, A, Q, R} l’ensemble des para-
mètres à estimer dans le cas d’un modèle à espace d’état temporellement
invariant.

Pour estimer les paramètres du modèle, on met ici particulièrement l’ac-
cent sur la méthode du maximum de vraisemblance, dans laquelle une esti-
mation ponctuelle des paramètres est effectuée.

La log-vraisemblance à maximiser est définie par :

L(θ) = log p(x; θ)

=
nt∑

i=1

log p(x1i; θ) +
T∑

t=2

nt∑

i=1

log p(xti|x1:t−1; θ), (2.78)

D’après l’équation (2.46), l’espérance E(xti|x1:t−1) est égale à A αt−1
t , ∀i.

En raison des propriétés markoviennes et gaussiennes du modèle linéaire
dynamique, la log-vraisemblance peut s’écrire :

L(θ) =
T∑

t=1

nt∑

i=1

log N (xti; at, bt), (2.79)

avec

at = E(xti|x1:t−1) = A αt−1
t (2.80)

bt = var(xti|x1:t−1) = A P t−1
t A′ + R. (2.81)

La log-vraisemblance définie par l’équation (2.79) est une fonction non li-
néaire par rapport aux paramètres, qui ne peut pas être maximisée direc-
tement. La procédure habituelle pour maximiser cette fonction consiste, de
manière itérative, à estimer les états cachés par le filtre de Kalman, puis à
utiliser des algorithmes de type Newton-Raphson ou scoring pour estimer les
paramètres (Shumway et Stoffer, 2011). Ces algorithmes ont certaines carac-
téristiques peu attrayantes (Shumway et Stoffer, 2011), par exemple ceux-ci
nécessitent le calcul des dérivées de la log-vraisemblance, qui est difficile à
effectuer. On peut contourner ces calculs en utilisant l’algorithme EM.

Algorithme EM

L’estimation des paramètres du modèle linéaire dynamique en se basant
sur l’algorithme EM a été introduite par Shumway et Stoffer (1982). L’étape
E de cet algorithme consiste à estimer les états cachés en utilisant les équa-
tions de filtrage et de lissage de Kalman et l’étape M consiste à mettre à
jour le paramètre θ. Écrivons d’abord la vraisemblance associée aux donnés
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complétées qui sont constituées des observations (x1, . . . , xT ) et des états
cachés (α1, . . . , αT ).

p(α, x; θ) =
T∏

t=1

nt∏

i=1

p(xti|αt; θ)
T∏

t=2

p(αt|αt−1; θ) p(α1; θ). (2.82)

On peut écrire la log-vraisemblance des données complétées de la manière
suivante :

Lc(θ, α) = log p(α, x; θ)

= −
T∑

t=1

nt∑

i=1

(
1

2
(xti − A αt)

′R−1(xti − A αt)
)

−
T∑

t=1

nt

2
log |R|

−
T∑

t=2

(
1

2
(αt − F αt−1)

′Q−1(αt − F αt−1)
)

−
T − 1

2
log |Q|

−
(

1

2
(α1 − m0)

′C−1
0 (α1 − m0)

)

− log |C0| + cst. (2.83)

Partant d’un paramètre initial θ(0), les deux étapes de l’algorithme EM sont
les suivantes.

Étape E : Cette étape consiste à calculer l’espérance de Lc condition-
nellement aux données observées et aux paramètres courants :

QLc
(θ; θ(c)) = E [log p(α, x; θ)|x, θ(c))]. (2.84)

Il convient ici de définir les espérances suivantes :

αT
t = E(αt|x1:T ), (2.85)

P T
t = E(αtα

′
t|x1:T ), (2.86)

P T
t,t−1 = E(αtα

′
t−1|x1:T ). (2.87)

Ces espérances sont calculées en utilisant les formules récurrentes de filtrage
et de lissage de Kalman.

– Filtrage : à partir de P0 = C0 et α0 = m0, effectuer, pour t =

1, . . . , T ,
• Étape de prédiction :

αt−1
t = F αt−1

t−1, (2.88)

P t−1
t = F P t−1

t−1 F ′ + Q, (2.89)

• Étape de correction :

Kt = P t−1
t A′ (A P t−1

t A′ + R)−1, (2.90)

αt
t = αt−1

t + Kt

nt∑

i=1

(xti − A αt−1
t ), (2.91)

P t
t = P t−1

t − Kt A P t−1
t , (2.92)
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– Lissage : à partir de αT
T et P T

T à l’issue des équations de filtrage et à
partir de (PT,T −1)

(c) = ( I − KT A)FP T −1
T −1 , calculer,

pour t = T − 1, . . . , 1,

Jt = P t
t A′ (P t

t+1)
−1, (2.93)

(αT
t )(c) = αt

t + Jt ((αT
t+1)

(c) − αt
t+1), (2.94)

(P T
t )(c) = P t

t − Jt ((P T
t+1)

(c) − P t
t+1) J ′

t. (2.95)

pour t = T − 1, . . . , 2,

(P T
t,t−1)

(c) = P t
t J ′

t−1 + Jt ((P T
t+1,t)

(c) − F P t
t ) J ′

t−1. (2.96)

Finalement, l’espérance conditionnelle QLc
, en ignorant les termes constants,

a pour expression :

2 QLc
(θ; θ(c)) = − log |C0| − T (log |Q|)

− tr
{

Q−1(M1 − M2 F ′ − F M ′
2 + F M3 F ′)

}

− tr

{

R−1
T∑

t=1

nt∑

i=1

A (PT
t )(c) A′

}

+
T∑

t=1

nt (log |R|)

− tr
{

C−1
0

[

(P T
1 )(c) + ((αT

1 )(c) − m0)((α
T
1 )(c) − m0)

′
]}

− tr

{

R−1
T∑

t=1

nt∑

i=1

[

(xti − A (αT
t )(c))(xti − A (αT

t )(c))′
]
}

(2.97)

où






M1 =
∑T

t=2

(

(P T
t−1)

(c) + (αT
t )(c) (αT

t )(c)′
)

,

M2 =
∑T

t=2

(

P
(c)
t,t−1 + (αT

t )(c) (αT
t−1)

(c)′
)

,

M3 =
∑T

t=2

(

(P T
t )(c) + (αT

t−1)
(c) (αT

t−1)
(c)′
)

.

Étape M : L’étape de M consiste à estimer les paramètres du modèle en
maximisant par rapport à θ l’équation (2.97). Selon Ghahramani et Hinton
(1996), on obtient, en maximisant partiellement QLc

par rapport à chacun
des paramètres, les mises à jour suivantes :

• Matrice d’observation :

A(c+1) =

(
T∑

t=1

nt∑

i=1

xti (αT
t )(c)

)(
T∑

t=1

(P T
t )(c)

)−1

. (2.98)

• Matrice de transition :

F (c+1) =

(
T∑

t=2

(Pt,t−1)
(c)

)(
T∑

t=2

(P T
t−1)

(c)

)−1

. (2.99)
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• Variance du bruit d’observation :

R(c+1) =

∑T
t=1

∑nt
i=1

(

xti x′
ti − A(c+1) (αT

t )(c) x′
ti

)

∑T
t=1 nt

· (2.100)

• Variance du bruit de l’état :

Q(c+1) =
1

T − 1

(
T∑

t=2

Pt − F (c+1)
T∑

t=2

Pt−1,t

)

. (2.101)

• Espérance de l’état initial :

m
(c+1)
0 = (αT

1 )(c). (2.102)

• Variance de l’état initial :

C
(c+1)
0 = (P T

1 )(c) − (αT
1 )(c)(αT

1 )(c)′
. (2.103)

Le pseudo-code 4 résume les étapes E et M de l’algorithme.

Algorithme 4: Pseudo-code du modèle linéaire dynamique.
Entrées : Observations (x1, . . . , xT ).
Initialisation : θ(0)

tant que Condition de convergence faire
Étape E :
pour t = 1, . . . , T faire

# Procédure de Filtrage (Eq. (2.88) - (2.92))
# Procédure de Lissage (Eq. (2.93) - (2.96))

Étape M :

Mise à jour des paramètres : A, F, Q, R, m0, C0 (Eq. (2.98) -
(2.103))

Sortie : vecteur paramètre θ.

Les paramètres du modèle dynamique linéaire peuvent également être
estimés séquentiellement en utilisant la méthode d’identification récursive
(online recursive identification) proposé par Ljung et Söderström (1983).
Cette approche est intéressante dans les applications telles que le contrôle
adaptatif en temps réel.

2.4 Conclusion

Dans ce chapitre, nous nous sommes intéressés à des méthodes de parti-
tionnement de données temporelles non stationnaires basées sur une ap-
proche probabiliste par mélange de distributions. Nous avons également
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passé en revue différentes variantes dynamiques de celles-ci (mélange de
régression). Les limitations de ces modèles nous ont amené à étudier un
modèle de mélange qui prend en compte des évolutions plus complexes des
centres des classes. L’estimation des paramètres de la plupart des modèles
a été mise en œuvre à l’aide de l’algorithme EM.

Nous avons ensuite présenté de manière générale les modèles dynamiques
à espace d’état. Le principal atout de ces modèles est leur capacité à capturer
la dynamique d’évolution d’un système donné à partir d’une séquence d’ob-
servations, en utilisant des variables latentes représentant l’état du système.
Les méthodes d’estimation des états ainsi que des paramètres ont ensuite
été détaillées.

L’approche proposée dans le prochain chapitre exploite à la fois les mo-
dèles de mélange et les modèles à espace d’état pour partitionner des données
temporelles en classes pouvant elles-mêmes évoluer au cours du temps.
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3.1 Introduction

L’étude menée dans le chapitre précédent a permis de mettre en évidence
la capacité des modèles de mélange à partitionner des données et celle des
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modèles à espace d’état à modéliser des phénomènes dynamiques. Malgré
les potentialités de ces deux modèles, très peu de techniques les combinent
dans le contexte du traitement des données non stationnaires.

Dans ce chapitre, nous proposons un modèle dynamique adapté à la mo-
délisation et au partitionnement des données temporelles non stationnaires,
qui utilise conjointement les modèles de mélange et les modèles à espace
d’état.

Ce chapitre est organisé de la manière suivante. Dans la section 3.2,
nous présentons la formulation générale du modèle proposé. Nous étudions
ensuite l’identifiabilité de ce modèle dans la section 3.3. Nous décrivons, dans
la section 3.4, un algorithme de type EM variationnel pour estimer les pa-
ramètres dans un mode hors ligne. Une version incrémentale de l’algorithme
est formulée dans la section 3.5. Enfin, dans la section 3.6, nous proposons
une stratégie pour le choix du nombre de classes.

3.2 Formulation du modèle

Le modèle proposé suppose que les données sont distribuées suivant un
modèle de mélange gaussien dont les centres des classes sont des variables
latentes modélisées stochastiquement. Compte tenu de l’absence d’informa-
tion a priori sur l’évolution des classes, nous supposons que les centres des
classes sont distribués suivant des marches aléatoires gaussiennes. Le modèle
global comporte deux types de variables latentes : des variables aléatoires
discrètes et des variables aléatoires continues. Les variables latentes discrètes
désignent la classe d’origine de chaque observation et les variables latentes
continues représentent l’évolution dynamique au cours du temps des classes.

Nous utilisons les mêmes notations que celles définies dans le chapitre
précédent. Les données temporelles à partitionner, sont notées x =

(x′
1, . . . , x′

T )′ avec xt = (x′
t1, . . . , x′

tnt
)′, nt étant le nombre d’observations

acquises à l’instant t. Les étiquettes latentes associées à ces données sont no-
tées (z1, . . . , zT ) où zt = (zt1, . . . , ztnt

)′ avec zti ∈ {1 . . . , K}, ∀i = 1, . . . , nt.
Les centres des classes, qui sont considérés ici comme des variables latentes
dynamiques, sont notés µ

(k)
t avec 0 ≤ t ≤ T et 1 ≤ k ≤ K.

Formellement, étant donné le vecteur des paramètres θ = {(πk, µ
(k)
0 , v2

k,

σ2
k); k = 1, . . . , K} appartenant à RK(d+3)−1, le schéma de génération des

données est le suivant :
– les classes zti sont tirées indépendamment les unes des autres selon

une distribution multinomiale :

zti ∼ M(1, π1, . . . , πK), (3.1)
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Figure 3.1 : Représentation graphique du modèle dynamique proposé.

où les πk = P (zti = k) sont les proportions du mélange, avec
πk > 0, (k = 1, . . . , K) et

∑K
k=1 πk = 1 ;

– les centres des classes µ
(t)
k ∈ R

d sont générés suivant des marches
aléatoires gaussiennes à matrices de covariances sphériques i v2

k I, où I

est la matrice identité dans Rd.

µ
(t)
k ∼ N (µ

(t−1)
k , v2

k I), (3.2)

– Connaissant les étiquettes zti et les centres µ(t)
zti

, l’observation xti est
générée suivant une distribution gaussienne de moyenne µ(t)

zti
et de

matrice de covariance sphérique σ2
zti

I :

xti ∼ N (µ(t)
zti

, σ2
zti

I). (3.3)

Dans ce modèle, nous avons supposé que les classes sont de formes sphériques
afin d’obtenir un modèle facile à interpréter et pour réduire le nombre de
paramètres à estimer. La représentation graphique associée à ce modèle dy-
namique est présentée dans la figure 3.1. Ce modèle possède des liens avec
le modèle à espaces d’états à changements de régimes (switching state space

models) introduit par Ghahramani et Hinton (2000). La différence principale
entre les deux modèles réside dans la propriété de Markov sur la séquence z

qui n’est pas considérée dans notre modèle.
Pour ne pas alourdir inutilement les développements, les sommes et les

produits relatifs aux observations et aux classes seront indicés respective-
ment par les lettres t, i, k sans indiquer les limites de variation. Les abré-
viations utilisées sont définies dans le tableau 3.1.

i. Les variances de toutes les variables sont égales à l’intérieur d’une même classe et
toutes les covariances sont nulles.
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Abréviations Signification
∑

t

∑T
t=1

∑

i

∑nt
i=1

∑

k

∑K
k=1

∑

t,i,k

∑T
t=1

∑nt
i=1

∑K
k=1

∏

t,i,k

∏T
t=1

∏nt
i=1

∏K
k=1

Table 3.1 : Abréviations.

3.3 Identifiabilité du modèle et stratégie re-
tenue

Avant de tenter d’estimer les paramètres de notre modèle, nous devons
veiller à ce qu’il soit identifiable. En effet, un modèle non identifiable pose
souvent des problèmes d’estimation de paramètres. Une famille paramétrique
de densité f(xti; θ) est identifiable si on a l’équivalence suivante :

f(xti; θ1) = f(xti; θ2) si et seulement si θ1 = θ2. (3.4)

Afin d’examiner l’identifiabilité du modèle présenté dans la section pré-
cédente, nous utilisons la formulation équivalente suivante de notre modèle :

xti =
∑

k

ztik (µ
(t)
k + σk εti), (3.5)

µ
(t)
k = µ

(t−1)
k + vk ηt, (3.6)

où ztik = 1 si zti = k et zti = 0 sinon et les variables εti et ηt sont des variables
aléatoires de densité gaussienne N (0, I). Après avoir inséré l’équation (3.6)
dans l’équation (3.5), on obtient :

xti =
∑

k

ztik

(

µ
(t−1)
k + vk ηt + σk εti

)

=
∑

k

ztik

(

µ
(t−2)
k + vk (ηt + ηt−1) + σk εti

)

=
∑

k

ztik



µ
(0)
k + vk

t∑

j=1

ηj + σk εti



 . (3.7)

En utilisant le fait que la somme de variables aléatoires gaussiennes
indépendantes est elle-même une variable aléatoire gaussienne, on peut en
déduire que vk

∑t
j=1 ηj suit la distribution normale N (0, t v2

k I). De la même
manière, on peut montrer que la somme vk

∑t
j=1 ηj +σk εti suit la distribution

normale N (0, (t v2
k + σ2

k) I). On peut finalement écrire la distribution de xti

de la manière suivante :

f(xti; θ) =
∑

k

πk N
(

xti; µ
(0)
k , (t v2

k + σ2
k) I

)

. (3.8)



3.4. Estimation hors ligne des paramètres 57

On constate que les paramètres de ce modèle alternatif ne sont pas identi-
fiables, puisque nous pouvons obtenir la même valeur de la variance (t v2

k+σ2
k)

pour différents choix de v2
k et σ2

k, sans changer la distribution de xti.
Pour rendre le modèle décrit par les équations (3.1) - (3.3) identifiable,

une condition nécessaire et non suffisante et de supposer que v2
k = α σ2

k

où α est fixé par l’utilisateur. En pratique, nous avons choisi α ∈]0, 1] afin
d’imposer le fait que l’évolution dynamique des centres des classes (µ

(t)
k )

soit plus petite que la variance des observations. Ce choix a tendance à
améliorer la stabilité numérique des algorithmes d’optimisation utilisés pour
l’estimation des paramètres (Zivot et Wang, 2007; Harvey, 1990).

Dans la suite, nous supposerons, dans le modèle dynamique, que v2
k =

α σ2
k. L’ensemble des paramètres à estimer devient donc θ = {(πk, µ

(k)
0 , σ2

k);

k = 1, . . . , K}.

3.4 Estimation hors ligne des paramètres

Cette section introduit notre approche de classification de données tem-
porelles. Celle-ci consiste à estimer θ, puis à déduire de l’estimation obtenue
une partition dynamique. Pour estimer le paramètre θ, nous faisons naturel-
lement appel à la méthode du maximum de vraisemblance.

La log-vraisemblance à maximiser est définie par :

L(θ) = log P (x; θ)

= log
∑

z

∫

µ
p(x, z, µ; θ)dµ

= log
∑

z

∫

µ
p(z, µ; θ)p(x|µ, z; θ)dµ

= log
∑

z

p(z; θ)
∫

µ
p(µ|z; θ) p(x|µ, z; θ) dµ. (3.9)

Le calcul de cette vraisemblance est insurmontable. En effet, celui-ci néces-
site d’effectuer une somme d’intégrales sur l’ensemble de combinaisons des
variables latentes (z, µ).

Face à cette difficulté, deux types d’approches sont envisageables : les
méthodes de Monte Carlo par chaîne de Markov (MCMC) et les méthodes
variationnelles. Nous nous sommes plutôt focalisés sur les méthodes varia-
tionnelles qui sont généralement plus rapides et plus simples à mettre en
œuvre que les méthodes MCMC.

L’approche variationnelle a été introduite dans la communauté de l’ap-
prentissage automatique dans un cadre fréquentiste avec les travaux de
Ghahramani (1995) ; Jaakkola et Jordan (1997) ; Jordan et al. (1998) ; Jordan
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et al. (1999) et dans un cadre bayésien avec les travaux de MacKay (1997) ;
Attias (1999) ; Attias (2000). Il s’agit d’une approximation qui consiste à
maximiser non pas la log-vraisemblance mais une borne inférieure de celle-
ci. La méthode d’approximation variationnelle a été utilisée pour estimer
les paramètres de différents types de modèles : les modèles de Markov ca-
chés (MacKay, 1997), les modèles graphiques (Attias, 1999; Attias, 2000),
les modèles de mélanges (Humphreys et Titterington, 2000; Penny et Ro-
berts, 2000; Corduneanu et Bishop, 2001; Ueda et Ghahramani, 2002), les
mélanges d’analyses factorielles (Ghahramani et Beal, 1999) et les modèles
à espace d’état (Ghahramani et Beal, 2001; Beal et James, 2003). Pour plus
de détail sur l’approximation variationnelle, le lecteur pourra se référer à
l’ouvrage de Bishop (2006) et plus récemment, à l’ouvrage de Wainwright
et Jordan (2008) qui dresse un état de l’art sur les méthodes variationnelles
dans le cadre des modèles graphiques, en utilisant les propriétés des familles
exponentielles.

Avant de détailler l’estimation des paramètres nous présentons le prin-
cipe général des approximations variationnelles.

3.4.1 Approximation variationnelle

De nombreux problèmes où la quantité à optimiser est une fonction-
nelle sont résolus en explorant toutes les fonctions d’entrée possibles afin
de trouver celle qui optimise la fonctionnelle. Les méthodes variationnelles
cherchent quant-à-elles à trouver des solutions approximatives des fonctions
recherchées, en limitant l’éventail des fonctions sur lesquelles l’optimisation
est effectuée. Par exemple, cette limitation peut se faire en se restreignant
à des fonctions pouvant être mises sous une forme factorisée (Jordan, 1999;
Jaakkola, 2001).

Formellement, on cherche à maximiser la log-vraisemblance suivante :

L(θ) = log p(x; θ) = log
∫

s
p(x, s; θ)ds. (3.10)

où s est l’ensemble des variables latentes, θ le vecteur des paramètres et x

l’ensemble des variables observées. On suppose que le calcul direct de la dis-
tribution a posteriori p(s|x) ainsi que la vraisemblance L(θ) sont difficiles à
effectuer. La méthode variationnelle permet de transformer le calcul de l’in-
tégrale en résolution d’un problème d’optimisation. On introduit pour cela
une distribution auxiliaire q dite distribution libre sur l’espace des variables
latentes s. Dans ce cas, une borne inférieure F de la log-vraisemblance L

peut être obtenue par l’inégalité de Jensen (Jensen, 1906), de la manière
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suivante :

L(θ) = log
∫

s
p(x, s; θ)ds

= log
∫

s
q(s)

p(s, x; θ)

q(s)
ds

≥
∫

s
q(s) log

p(s, x; θ)

q(s)
ds

≥ F (q, θ), (3.11)

Il faut noter ici que les paramètres de la distribution libre q s’appellent
«paramètres variationnels».

On peut ré-écrire la fonction F de la manière suivante

F (q, θ) =
∫

s
q(s) log

p(s, x; θ)

q(s)
ds

=
∫

s
q(s) log p(s, x; θ)ds −

∫

q(s) log q(s)ds

=
∫

s
q(s) log p(s, x; θ)ds + H(q)

= Eq(log p(s, x; θ)) + H(q), (3.12)

où H(q) est l’entropie de la distribution q.
La décomposition suivante de la fonction F montre quant-à-elle que

l’erreur d’approximation entre la log-vraisemblance L et la fonction F est
égale à la divergence de Kullback-Leibler KL (Kullback et Leibler, 1951)
entre la distribution libre q et la loi a posteriori p(s|x; θ).

F (q, θ) =
∫

s
q(s) log

p(s, x; θ)

q(s)
ds

=
∫

s
q(s) log

p(x; θ) p(s|x; θ)

q(s)
ds

=
∫

s
q(s) (log p(x; θ) + log p(s|x; θ) − log q(s)) ds

=
∫

s
q(s) log p(x; θ)ds +

∫

s
q(s) log

p(s|x; θ)

q(s)
ds

= log p(x; θ) −
∫

s
q(s) log

q(s)

p(s|x; θ)
ds

= L(θ) − KL(q ‖ p(s|x; θ)), (3.13)

où KL(q‖p) ≥ 0, ∀{q, p}, avec égalité pour q(s) = p(s|x; θ). Ici, nous avons
considéré le cas où la variable s est continue. Cependant, le calcul reste
inchangé dans le cas de variables discrètes, il suffit tout simplement de rem-
placer les intégrations par des sommes. La décomposition 3.13 est illustrée
par la figure 3.2(a).
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L’approximation variationnelle consiste finalement à maximiser la fonc-
tion F (ce qui équivaut à minimiser la divergence de Kullback-Leibler) sous
la contrainte que q appartienne à une certaine famille de distribution. Géné-
ralement, la famille choisie doit permettre de simplifier cette maximisation.
Si le problème d’optimisation de F n’était pas contraint, le maximum par
rapport à q serait obtenu lorsque la divergence de Kullback-Leibler s’annule,
c’est-à-dire lorsque q(s) = p(s|x; θ).

Concept de l’algorithme EM variationnel

En s’appuyant sur l’équation (3.12), on peut ainsi construire un algo-
rithme EM variationnel capable d’optimiser le critère F (El Assaad et al.,
2014). Partant d’un paramètre initial θ(0), cet algorithme itère les étapes
suivantes :

Étape E : q(c) = arg max
q

F (q, θ(c)), (3.14)

Étape M : θ(c+1) = arg max
θ

F (q(c), θ), (3.15)

jusqu’à la convergence du critère F , où chaque étape garantit la croissance de
F . L’étape E de cet algorithme consiste à utiliser l’information actuellement
disponible c’est à dire les données observées et l’estimation courante θ(c) des
paramètres pour maximiser la borne inférieure F (q, θ(c)) par rapport à q.
Compte tenu du fait que la valeur de log p(x; θ(c)) dans l’équation (3.13) ne
dépend pas de q, la fonction F (q, θ(c)) est maximale lorsque la divergence de
Kullback-Leibler est minimale, c’est à dire, lorsque la distribution q égale à
la vraie distribution a posteriori p(s|x; θ(c)). Dans ce cas, la borne inférieure
sera égale à la log-vraisemblance pour θ = θ(c), comme présenté dans la
figure 3.2(b).

Dans l’étape M, la distribution q est maintenue fixe et on maximise
la borne inférieure F (q(c), θ) par rapport à θ afin d’obtenir la mise à jour
θ(c+1). Cela fait croitre la borne inférieure F , qui à son tour, fera croître la
log-vraisemblance comme l’illustre la figure 3.2(c). Puisque H(q) ne dépend
pas de θ, alors l’étape M revient également à maximiser l’espérance de la
log-vraisemblance complète de données (voir équation (3.12)). Le fonction-
nement de l’algorithme EM variationnel peut également être illustré comme
le montre les figures 3.2(a), (b) et (c).

Plusieurs types d’approximations variationnelles peuvent être définies.
Par exemple, l’approximation en champ moyen (mean field approximation)
que nous détaillons par la suite.
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(a) (b) (c)

Figure 3.2 : Illustration de la décomposition donnée par l’équation
(3.13). Comme la divergence de Kullback-Leibler est toujours supé-
rieure ou égale à 0, alors F (q, θ) est une borne inférieure de log p(x|θ).
(a,b) Étape E de l’algorithme EM variationnel. (b,c) Étape M de l’al-
gorithme EM variationnel.

Approximation en champ moyen (Mean field approximation)

C’est le premier type d’approximation classiquement utilisé dans l’ap-
proche variationnelle. Il consiste à supposer que la distribution libre q peut
être écrite sous la forme factorisée

q(s) =
T∏

i=1

qi(si). (3.16)

Il convient de souligner ici que nous ne faisons pas d’autres hypothèses sur
la distribution q. En particulier, nous ne mettons aucune restriction sur les
formes fonctionnelles des facteurs individuels qi(si). Cette forme factorisée
de l’inférence variationnelle correspond à une approximation développée en
physique, appelée théorie du champ moyen (Parisi, 1988).

Dans certains cas, la simplification résultant de cette approximation en
champ moyen suffit à déterminer facilement les formes spécifiques optimales
de q. Si ce n’est pas le cas, on peut avoir besoin de faire d’autres approxima-
tions. Ce type d’approximation simple à mettre en œuvre à été largement
utilisé dans différents domaines (Ghahramani, 1995; Saul et al., 1996; Jaak-
kola et Jordan, 1997; Ghahramani et Jordan, 1997).

3.4.2 Algorithme EM variationnel proposé

Dans cette section, nous appliquons l’algorithme EM variationnel, décrit
par les équations 3.14 et 3.15, à notre modèle dynamique. Dans ce cas, la
variable s est définie par le couple (z, µ). Les étapes E et M de l’algorithme
sont décrites ci-dessous.
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Étape E variationnelle

L’approximation variationnelle que nous avons proposée consiste à sim-
plifier le problème défini par l’équation (3.14), en imposant des contraintes
sur la distribution q. Dans notre situation, nous faisons l’hypothèse que la
distribution q peut s’écrire sous la forme

q(z, µ) =
∏

t,i

qz(zti)
∏

t,k

qµ(µ
(t)
k ), (3.17)

où qz est la distribution sur les variables latentes zti et qµ est la distribution
sur les centres des classes µ

(t)
k . Il s’agit donc d’une approximation en champ

moyen de q(z, µ).
En plus de cette première hypothèse sur la distribution q, on suppose que

chaque variable µ
(t)
k suit une distribution gaussienne (Wang et Titterington,

2004) de moyenne m
(t)
k et de matrice de covariance Mk. Ces paramètres

sont appelés paramètres variationnels. On peut démontrer que la matrice
de covariance issue de cette distribution gaussienne est sphérique. Elle sera
donc notée Mk = λk I. La distribution q qui peut également s’écrire

q(z, µ) =
∏

t,i,k

(τtik)ztik
∏

t,k

N (µ
(t)
k ; m

(t)
k , λk I) (3.18)

est donc entièrement caractérisée par le triplet τ = (τtik), m = (m
(t)
k ) et

λ = (λk).
La log-vraisemblance complétée par les centres des classes µ et les classes

manquantes z s’écrit :

Lc(θ, z, µ) = log p(z, µ, x; θ)

=
∑

t,i,k

ztik

(

log πk N (xti; µ
(t)
k , σ2

k I)
)

+
∑

t,k

log N (µ
(t)
k ; µ

(t−1)
k , α σ2

k I), (3.19)

où ztik = 1 si xti appartient à la classe k et 0 sinon. La fonction F (q, θ), qui
est caractérisée par τ , m, λ et θ, s’écrit (voir détails des calculs en annexe
B.1) :

F (τ , m, λ, θ(c)) =
∑

t,i,k

τtik log



π
(c)
k N (xti; m

(t)
k , σ

2(c)
k I) e

−
d λk

2 σ
2(c)
k





+
∑

t,k

log



N (m
(t)
k ; m

(t−1)
k , α σ

2(c)
k I) e

−
d λk

α σ
2(c)
k





−
∑

t,i,k

τtik log τtik +
Td

2

∑

k

(

log(2πe) + log λk

)

, (3.20)
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où m
(0)
k = µ

(0)
k .

En partant des valeurs m(c−1), λ(c−1) de l’itération précédente, l’étape E
variationnelle consiste à itérer les trois maximisations suivantes :

arg max
τ

F (τ , m, λ, θ(c)), (3.21)

arg max
m

F (τ , m, λ, θ(c)), (3.22)

arg max
λ

F (τ , m, λ, θ(c)), (3.23)

jusqu’à la convergence de F (q, θ(c)). En pratique, une seule itération de ces
maximisations produit de bonnes estimations de (τ (c), m(c), λ(c)).

Mise à jour de τ : La maximisation de F par rapport à τ , pour
(m, λ, θ) = (m(c−1), λ(c−1), θ(c)), revient à maximiser la fonction :

∑

t,i,k

τtik (δtik − log τtik) , (3.24)

sous la contrainte de
∑

k τtik = 1, ∀(t, i), où

δtik = log
(

π
(c)
k N (xti; (m

(t)
k )(c−1), σ2

k

(c)
I)
)

−
d λ

(c−1)
k

2 σ2
k

(c)
·

On peut montrer que la mise à jour de τtik a pour expression (voir détails
de calcul en annexe B.1) :

τ
(c)
tik =

π
(c)
k N (xti; (m

(t)
k )(c−1), σ

2(c)
k I) e

−
d λ

(c−1)
k

2 σ
2(c)
k

∑K
ℓ=1 π

(c)
ℓ N (xti; (m

(t)
ℓ )(c−1), σ

2(c)
ℓ I) e

−
d λ

(c−1)
ℓ

2 σ
2(c)
ℓ

, (3.25)

qui s’interprète comme la probabilité a posteriori que l’individu xti ait été
généré par la classe k.

Mise à jour de m : La maximisation de F par rapport à m, pour
(τ , λ, θ) = (τ (c), λ(c−1), θ(c)), revient à minimiser la fonction suivante :

G(c)(m) =
∑

t,i,k

τ
(c)
tik

σ
2(c)
k

‖xti − m
(t)
k ‖2 +

∑

t,k

1

α σ
2(c)
k

‖m
(t)
k − m

(t−1)
k ‖2· (3.26)

Or, on a

min
m

G(c)(m) = arg max
m

p(c)(m|x),

où la distribution p(c)(m|x) est issue du modèle






m
(t)
k = m

(t−1)
k + ǫt, ǫt ∼ N

(

0, α σ
2(c)
k

)

xti = m
(t)
k + ηti, ηti ∼ N

(

0,
σ

2(c)
k

τ
(c)
tik

)

.
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La distribution p(c)(m|x) étant gaussienne (Shumway et Stoffer, 2011), on
en déduit que son maximum est atteint en son espérance. Le calcul des m

(t)
k

s’obtient en calculant récursivement l’espérance et la matrice de covariance
de p(c)(m|x). Ce calcul récursif correspond aux formules de filtrage et de
lissage de Kalman suivantes, pondérées par les probabilités (τ

(c)
tik ) (Durbin et

Koopman, 2012; Shumway et Stoffer, 2011).
– Filtrage : partant de c(0)

k = µ
(0)
k et C0,k = 0, calculer, pour t =

1, . . . , T ,

Ct,k = cov(m
(t)
k | x1, . . . , xt)

=

(
(

Ct−1,k + α σ
2(c)
k I

)−1
+

1

σ2
k

(c)

∑

i

τ
(c)
tik I

)−1

, (3.27)

c(t)
k = E(m

(t)
k | x1, . . . , xt)

= c(t−1)
k +

(

1/σ2
k

(c)
)

Ct,k

(
∑

i

τ
(c)
tik

(

xti − c(t−1)
k

)
)

. (3.28)

– Lissage : partant de m
(T )
k = c(T )

k et PT,k = CT,k, calculer, pour
t = T − 1, . . . , 1,

Pt,k = cov(m
(t)
k | x1, . . . , xT )

= Ct,k + Jtk

(

Pt+1,k − (Ct,k + α σ
2(c)
k I)

)

JT
tk, (3.29)

(m
(t)
k )(c) = E(m

(t)
k | x1, . . . , xT )

= c(t)
k + Jtk

(

(m
(t+1)
k )(c) − c(t)

k

)

, (3.30)

avec

Jtk = Ct,k

(

Ct,k + α σ
2(c)
k I

)−1
. (3.31)

Mise à jour de λ : Cette étape consiste à maximiser la fonction suivante
par rapport à λ, pour (τ , m, θ) = (τ (c), m(c), θ(c)) :

−
d

2




∑

t,k

(

2

α σ
2(c)
k

λk − log λk

)

+
∑

t,i,k

τ
(c)
tik

σ
2(c)
k

λk



 . (3.32)

En annulant la dérivée partielle de cette quantité, on obtient la mise à jour
suivante de λk :

λ
(c)
k =

T α σ
2(c)
k

2 T + α
∑

t,i τ
(c)
tik

· (3.33)
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Étape M

Dans cette étape, on cherche à mettre à jour les paramètres en maximi-
sant le critère F par rapport à θ. La maximisation de ce critère par rapport
à θ, pour (τ , m, M) = (τ (c), m(c), M(c)), amène à maximiser la fonction
suivante :

∑

t,i,k

τ
(c)
tik



log πk −
d

2
log σ2

k −
‖xti − (m

(t)
k )(c)‖2 + d λ

(c)
k

2 σ2
k





−
∑

t,k

(

1

2 α σ2
k

(

‖(m
(t)
k )(c) − (m

(t−1)
k )(c)‖2 + 2 d λ

(c)
k

)
)

−
∑

k

‖(m
(1)
k )(c) − µ

(0)
k ‖2

2 α σ2
k

−
T d

2

∑

k

log(α σ2
k). (3.34)

où ‖.‖ est la norme associée à la distance euclidienne et m
(0)
k = µ

(0)
k . Dé-

taillons brièvement, la mise à jour des différents paramètres.

Pour les proportions πk, on obtient les mises à jour classiques

π
(c+1)
k =

∑

t,i τ
(c)
tik

∑

t nt

, (3.35)

et pour les centres µ
(0)
k , on obtient les mises à jour

(µ
(0)
k )(c+1) = arg min

µ
(0)
k

‖(m
(1)
k )(c) − µ

(0)
k ‖2

= (m
(1)
k )(c), (3.36)

Enfin, l’annulation de la dérivée partielle de F par rapport à σ2
k permet

d’aboutir à

σ2
k

(c+1)
=

∑

t,i τ
(c)
tik

(

‖xti − (m
(t)
k )(c)‖2 + d λ

(c)
k

)

d(
∑

t,i τ
(c)
tik + T )

+

∑

t(1/α)
(

‖(m
(t)
k )(c) − (m

(t−1)
k )(c)‖2 + 2 d λ

(c)
k

)

d (
∑

t,i τ
(c)
tik + T )

· (3.37)

Dans la suite du mémoire, l’algorithme ainsi défini sera appelé « VEM-
DyMix » (Variational EM for Dynamic Mixture model) (El Assaad et al.,
2014). Le pseudo-code 5 décrit l’algorithme VEM-DyMix dédié à l’estimation
hors ligne des paramètres du modèle dynamique proposé.
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Algorithme 5: Pseudo-code de l’algorithme VEM-DyMix
Entrées : Séquence d’observations (x1, . . . , xT ) et nombre K de
classes. Initialisation : θ(0), λ(0) et m(0)

tant que Condition de convergence de F faire
Étape E :
pour k = 1, . . . , K faire

pour t = 1, . . . , T faire
pour i = 1, . . . , nt faire

Calcul des probabilités τtik (Eq. (3.25))

Calcul des m
(t)
k (filtrage et lissage de Kalman)

# Procédure de Filtrage (Eq. (3.27) - (3.28))
# Procédure de Lissage (Eq. (3.31) - (3.29))

Calcul de λk (Eq. (3.33))

Étape M : Mise à jour des paramètres πk, µ
(0)
k et σ2

k

pour k = 1, . . . , K faire
Mise à jour de πk (Eq. (3.35))
Mise à jour de µ

(0)
k (Eq. (3.36))

Mise à jour de σ2
k (Eq. (3.37))

Sortie : (τ , m, λ, θ).

Initialisation de l’algorithme VEM-DyMix et choix de α

Les algorithmes de type EM fournissent des résultats fortement dépen-
dants de l’initialisation. Il est donc nécessaire de choisir judicieusement leur
point de départ.

Pour bien initialiser les paramètres de l’algorithme VEM-DyMix, nous
lançons dans un premier temps l’algorithme EM-Mix (pseudo-code 1) sur un
ensemble de données fixées initialement (par exemple sur les 100 premières
observations). Ces résultats sont ensuite utilisés pour initialiser l’algorithme
proposé. Cette technique d’initialisation est répétée plusieurs fois et nous
retenons la solution fournissant la plus grande valeur du critère F .

L’hyperparamètre α = v2
k/σ2

k est sélectionné automatiquement : une
discrétisation de l’intervalle ]0; 0.5] en {α1, . . . , αm} est tout d’abord effec-
tuée ; ensuite l’algorithme VEM-DyMix est lancé pour chaque valeur de αi

(i = 1, . . . , m). Enfin, la valeur qui maximise le critère F est choisie.

Afin d’illustrer l’influence de α sur la qualité des trajectoires estimées par
l’algorithme VEM-DyMix, nous avons simulé un jeu de données temporelles
de longueur T = 200, avec nt = 5 observations, à partir d’un mélange de
deux classes dynamiques. Les paramètres utilisés sont les suivants :
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π1 π2 σ2
1 σ2

2 µ
(0)
1 µ

(0)
2

1/2 1/2 1/16 1/16 2 4

et la valeur choisi pour α est αsimulé = 0.16. Le jeu de données simulé et
les résultats de classification obtenus avec VEM-DyMix pour des valeurs de
α appartenant à l’ensemble {αsimulé/10, αsimulé, 10 × αsimulé} sont représentés
respectivement sur les figures 3.3 (a), (b), (c) et (d). On peut remarquer
que si la valeur de α utilisée dans l’algorithme est plus petite que αsimulé,
les trajectoires estimées sont moins sensibles à la variation des données. Par
contre, si la valeur de α est plus grande que αsimulé, les trajectoires sont plus
sensibles à la variation des données.

(a) (b)
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Figure 3.3 : (a) Exemple de données simulées ; résultats de classi-
fication obtenus par VEM-DyMix pour différentes valeurs de α : (b)
α = αsimulé/10 ; (c) α = αsimulé ;(d) α = 10 × αsimulé.

Nous avons ensuite lancé l’algorithme VEM-DyMix avec différentes va-
leurs de α appartenant à l’ensemble ]0, 1]. La figure 3.4 montre la valeur du
critère F obtenu à la convergence en fonction de α sur une échelle linéaire
et sur une échelle logarithmique. Nous observons que la plus grande valeur
de F est pour obtenue α = 0.15 qui est proche de la vraie valeur.
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Figure 3.4 : Le critère F en fonction de α sur une échelle lineaire
(en haut)et sur une échelle logarithmique (en bas).

3.5 Estimation en ligne des paramètres

L’algorithme VEM-DyMix suppose que toutes les données sont dispo-
nibles lors du traitement. Cependant, dans la plupart des applications réelles,
les données sont acquises de manière séquentielle. Dans ce cas, chaque donnée
doit être traitée dès qu’elle est disponible. Une version séquentielle de l’al-
gorithme VEM-DyMix appelée «OVEM-DyMix» (Online Variational EM
for Dynamic Mixture model) est donc introduite dans cette section pour
l’apprentissage en ligne des paramètres. Cet algorithme peut également être
utile pour le traitement des flux de données non stationnaires et des bases
de données volumineuses.

Définissons les notations suivantes :

τ 1:t = (τijk; i = 1, . . . , t, j = 1, . . . , ni, k = 1, . . . , K),

τ t = (τtjk; j = 1, . . . , nt, k = 1, . . . , K),

m
1:t = (m

(i)
k ; i = 1, . . . , t, k = 1, . . . , K),

m
(t) = (m

(t)
k ; k = 1, . . . , K).
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L’algorithme OVEM-DyMix consiste à maximiser, à chaque instant t+1,
le critère défini par

Ft+1(τ 1:t+1, m
1:t+1, λ, θ) =

t+1∑

j=1

nj∑

i=1

K∑

k=1

τjik log

(

πk N (xji; m
(j)
k , σ2

k I) e
−

d λk

2 σ2
k

)

+
t+1∑

j=1

K∑

k=1

log

(

N (m
(j)
k ; m

(j−1)
k , α σ2

k I) e
−

d λk

α σ2
k

)

−
t+1∑

j=1

nj∑

i=1

K∑

k=1

τjik log τjik +
d(t + 1)

2

K∑

k=1

log λk.

(3.38)

Il est défini par les étapes suivantes :
• Initialisation : on commence par calculer les proportions initiales

π
(0)
k , les centres des classes m(1) = m(0) = µ(0), les covariances λ

(0)
k et

σ2(0)

k par l’exécution de l’algorithme VEM-DyMix sur un ensemble de
données fixées initialement {x1, . . . , xT0}. Ensuite, on répète les deux
étapes suivantes lorsque de nouvelles observations xt+1 sont dispo-
nibles :

• Étape 1 : calcul du triplet (τ t+1, m(t+1), λ(t+1)) de la manière sui-
vante :

1. Maximisation de Ft+1 par rapport à τ t+1, pour m1:t, λ(t) et θ

fixés ; ce qui donne

τt+1,i,k =
π

(t)
k N (xt+1,i; m

(t+1)
k , σ2(t)

k I) e
−

d λ
(t)
k

2 σ
2(t)
k

∑K
ℓ=1 π

(t)
ℓ N (xt+1,i; m

(t+1)
k , σ2(t)

ℓ I) e
−

d λ
(t)
ℓ

2 σ
2(t)
ℓ

·(3.39)

2. Maximisation de Ft+1 par rapport à m(t+1), pour τ 1:t+1, m1:t, λ(t)

et θ fixés. Nous pouvons montrer que les m
(t+1)
k sont obtenus par

les formules récursives suivantes analogues au filtre de Kalman
(Durbin et Koopman, 2012; Shumway et Stoffer, 2011) :

Kt+1,k =

[

α/

(

1 + α
nt+1∑

i=1

τt+1,i,k

)]

I, (3.40)

m
(t+1)
k = m

(t)
k + Kt+1,k

nt+1∑

i=1

τt+1,i,k(xt+1,i − m
(t)
k ). (3.41)

où Kt+1,k désigne le gain de Kalman.

3. Maximisation de Ft+1 par rapport à λ, pour τ 1:t+1, m1:t+1 et θ

fixés. On obtient la mise à jour récursive suivante de λ
(t+1)
k :

λ
(t+1)
k =

(t + 1) α σ
2(t)
k

2(t + 1) + α S
(t+1)
k

, (3.42)



70 Chapitre 3. Modèle dynamique à variables latentes

où S
(t+1)
k = S

(t)
k +

∑nt+1

i=1 τt+1,i,k et S
(0)
k = 0.

• Étape 2 : Calcul du paramètre θ(t+1) maximisant le critère Ft+1 pour
τ 1:t+1, m1:t+1, λ fixés. On obtient :

π
(t+1)
k = π

(t)
k +

(
∑nt+1

i=1 τt+1,i,k − nt+1 π
(t)
k

)

∑t+1
j=1 nj

, (3.43)

σ2
k

(t+1)
=

(

d (S
(t)
k + t) σ2

k

(t)
+ R

(t+1)
k

)

d (S
(t+1)
k + t + 1)

, (3.44)

avec

R
(t+1)
k =

nt+1∑

i=1

τt+1,i,k

(

‖xt+1,i − m
(t+1)
k ‖2 + d λ

(t+1)
k

)

+
1

α

(

‖m
(t+1)
k − m

(t)
k ‖2 + 2 d λ

(t+1)
k

)

. (3.45)

En résumé, l’algorithme OVEM-DyMix est composé de deux étapes :
dans la première étape, au lieu de recalculer les probabilités τtik pour l’en-
semble des données, nous avons tout simplement ré-évalué ces probabilités
pour les nouvelles données. Pour calculer les centres des classes, nous utili-
sons des formules semblables au filtre de Kalman. Nous utilisons ensuite une
équation récursive pour calculer la covariance λk. Dans la seconde étape, les
paramètres sont mis à jour de manière récursive.

Cette version incrémentale est plus rapide que la version hors ligne.
Cependant l’estimation fournie par VEM-DyMix est plus précise. Il faut
noter que l’étape 1.2 de l’algorithme OVEM-DyMix met à jour les centres
des classes par une seule étape de filtrage qui utilise les centres de l’instant
précédent.

3.5.1 Estimation en ligne à mémoire limitée

Nous proposons, pour améliorer l’estimation des centres, de compléter
l’étape de filtrage requise par l’algorithme OVEM-DyMix, par une étape
de lissage (Backward) effectuée de l’instant (t + 1) à l’instant (t + 1 − w),
où w est une taille de la mémoire prédéfinie. Cette variante de l’algorithme
OVEM-DyMix sera appelé par la suite «OVEM-DyMix(w)». On notera que
OVEM-DyMix(0) correspond à l’algorithme OVEM-DyMix. L’avantage de
cette étape en termes de précision d’estimation des paramètres sera démontré
dans le chapitre suivant.
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3.6 Stratégie proposée pour le choix du nombre
de classes

Les algorithmes VEM-DyMix et OVEM-DyMix supposent que le modèle
a déjà été sélectionné, c’est à dire, que le nombre de classes a déjà été spécifié
par l’utilisateur avant d’effectuer la classification. Nous abordons dans cette
section le problème de sélection de modèle.

Nous nous sommes plus particulièrement intéressés à la sélection de
modèle basée sur les critères d’information (voir sous-section 2.2.1) BIC

(Schwarz et al. , 1978) et ICL (Biernacki et al., 2000).
Pour calculer ces deux critères, il est nécessaire de déterminer le nombre

de paramètres libres du modèle. Dans notre cas, on obtient

np = (K − 1)
︸ ︷︷ ︸

πk

+ K d
︸︷︷︸

µ
(k)
0

+ K
︸︷︷︸

σ2
k

. (3.46)

Cette valeur représente la somme de la dimension des proportions πk du
mélange, des centres initiaux µ

(k)
0 et de la variance des données σ2

k.
Dans sa formulation classique, le critère d’information BIC utilise la log-

vraisemblance L. Comme l’algorithme VEM-DyMix maximise d’une manière
itérative le critère F qui est une borne inférieure de la log-vraisemblance, et
que cette borne est égale à L à chaque étape E de l’algorithme EM exact (non
variationnel), nous proposons donc d’utiliser les approximations suivantes :

BIC ≈ −2 F (q̂, θ̂) + np log T, (3.47)

ICL ≈ −2 Lc(θ̂) + np log T, (3.48)

où q̂ et θ̂ sont la distribution libre et le vecteur paramètre estimés par l’al-
gorithme VEM-DyMix.

Dans le cas séquentiel, le nombre de classes peut être amené à évo-
luer au cours du temps. La stratégie que nous proposons pour le choix du
nombre de classes consiste alors à fixer tout d’abord le nombre de compo-
sante noté K̂0 en utilisant le critère BIC, sur l’ensemble des données ini-
tialement disponibles (x1, . . . , xT0). Ensuite, pour chaque nouvel ensemble
d’observations xt+1, on lance l’algorithme OVEM-DyMix en parallèle, pour
K ∈ {K̂t − 1, K̂t, K̂t + 1} si K̂t > 1 et pour K ∈ {K̂t, K̂t + 1} si K̂t = 1. On
sélectionne ensuite la solution dont le nombre de classes maximise le critère
BIC calculé sur le bloc de données (xt+1−W , . . . , xt+1) où W est une taille
de mémoire prédéfinie. L’algorithme 6 décrit la stratégie proposée pour le
choix du nombre de classes dans le cas séquentiel.

La raison de cette stratégie réside dans le fait que la variation du nombre
de classes dans les données temporelles peut se traduire par l’apparition
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Algorithme 6: Algorithme de choix du nombre de classes dans le
cas séquentiel.

1. Choix du nombre de classes initiales K̂0 à partir des données
{x1, . . . , xT0} :

K̂0 = arg max
1≤Ki≤Kmax

BIC(Ki) (3.49)

2. A chaque réception de nouvelles données xt+1, faire
Si K̂t > 1

K̂t+1 = arg max
K̂t−1≤Ki≤K̂t+1

BIC(Ki), (3.50)

Si K̂t = 1

K̂t+1 = arg max
K̂t≤Ki≤K̂t+1

BIC(Ki), (3.51)

où BIC(Ki) est calculé à partir des données {xt+1−W , . . . , xt+1}.

d’un nouveau mode de fonctionnement, et donc de la création d’une nou-
velle classe, ou par la fusion de deux modes de fonctionnements, et donc la
disparition d’une classe (Boukharouba, 2011).

3.7 Conclusion

Dans ce chapitre, nous avons présenté un algorithme (VEM-DyMix) dé-
dié au partitionnement de données temporelles. Le modèle dynamique asso-
cié à cette approche suppose que les centres des classes sont des variables
aléatoires latentes qui évoluent au cours du temps suivant des marches aléa-
toires. L’estimation s’effectue à l’aide de la méthode du maximum de vrai-
semblance mise en œuvre par l’algorithme EM. L’application directe de cet
algorithme est insurmontable ; nous avons donc proposé une approximation
variationnelle pour estimer les paramètres du modèle. Une version incrémen-
tale de cet algorithme, appelée OVEM-DyMix, a également été développée
pour traiter les données de manière séquentielle. Nous avons ensuite proposé
des stratégies pour sélectionner le bon modèle.

En outre, l’hypothèse de classes gaussiennes conduit à des calculs basés
sur les formules récursives de filtrage et de lissage de Kalman. En parti-



3.7. Conclusion 73

culier, ces formules peuvent être facilement adaptées à une mise en œuvre
séquentielle, comme nous l’avons souligné dans la section 3.5.

Le chapitre suivant est consacré aux résultats d’expérimentation des
algorithmes VEM-DyMix et OVEM-DyMix. Ces expériences sont réalisées
sur des données temporelles simulées et sur des données réelles issues d’un
système d’aiguillage des trains. Ces données réelles ont été fournies par la
SNCF, dans l’objectif d’estimer la dynamique d’évolution de ce système sous
différents contextes d’exploitation.
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4.1 Introduction

Dans ce chapitre, nous exposons les résultats expérimentaux issus de plu-
sieurs tests effectués avec les algorithmes de classification dynamique VEM-
DyMix et OVEM-DyMix présentés au chapitre précédent. Dans la première
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partie de ce chapitre, nous évaluons la performance de ces deux algorithmes
sur plusieurs jeux de données simulées. A travers ces simulations, on illustre
leurs capacités à modéliser et à partitionner des données temporelles non
stationnaires.

Dans la seconde partie, les deux algorithmes développés sont appliqués
à des données réelles collectées lors de manœuvres d’aiguillage. Dans ce
dernier cas, on ne dispose plus d’un échantillon de données multidimension-
nelles mais d’un échantillon de courbes. Les données en question sont des
courbes de puissance consommée par le moteur électrique durant des ma-
nœuvres d’aiguillage. Le système des aiguillages ainsi que les courbes de
puissance ont été présentés dans le chapitre 1. Notre objectif est d’extraire
et de suivre des classes ou des états de fonctionnement dynamiques à partir
de ces courbes. Ces classes dynamiques peuvent caractériser les dégradations
lentes du système ou l’évolution des contextes d’utilisation.

4.2 Application à des données temporelles
multidimensionnelles simulées

Cette section est consacrée à l’évaluation des algorithmes proposés dans
le chapitre 3 en les appliquant à plusieurs jeux de données synthétiques. La
première partie de la section concerne l’évaluation des algorithmes VEM-
DyMix et OVEM-DyMix en termes de précision d’estimation et de classifi-
cation. La seconde partie concerne l’évaluation des critères de sélection de
modèle dans le cas non séquentiel et la troisième partie évalue la stratégie
de sélection de modèle dans le cas séquentiel.

4.2.1 Évaluation en termes de précision d’estimation
et de classification

Données temporelles simulées

Trois situations de données temporelles ont été considérées :

1. dans la première situation, des données bi-dimensionnelles ont été
simulées selon le modèle défini par les équations (3.1) - (3.3) avec
α = 0.16. Ces données sont réparties en deux classes (K = 2) dont les
paramètres sont les suivants :

2. la deuxième situation correspond à des données temporelles bi-
dimensionnelles simulées, où l’évolution des centres des classes s’ef-
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σ2
1 σ2

2 v2
1 v2

2 π1 π2 µ
(0)
1 µ

(0)
2

1/16 1/16 0.16×σ2
1 0.16×σ2

2 1/2 1/2 [2; 4]T [3; 5]T

fectue par le biais de deux fonctions polynomiales de degrés respectifs
p = 4 et p = 3. Les paramètres utilisés pour les simulations sont :

• courbe 1 : f1(t) =

(

−5r4 + 26r3 − 400r2 + 23r − 0.1

8r3 − 24r2 + 18r − 6.18

)

,

• courbe 2 : f2(t) =

(

−5r4 + 26r3 − 400r2 + 23r + 0.9

−0.008r3 + 4.8r2 − 8r − 2.9

)

,

avec r = t/100,
• σ2

1 = σ2
2 = 1/16, π1 = π2 = 1/2.

3. la troisième situation diffère de la seconde situation par l’utilisation
de fonctions non linéaires sinusoïdales. Les paramètres utilisés pour les
simulations sont :

• trajectoire 1 : s1(t) =

(

0.19 t − 4.19

10 sin(0.063 t − 1.39) + 0.19 t − 4.19

)

,

• trajectoire 2 : s2(t) =

(

0.19 t − 4.19

−10 sin(0.063 t − 1.39) + 0.19 t − 24.19

)

,

• σ2
1 = σ2

2 = 1, π1 = π2 = 1/2.

Dans les situations 2 et 3, le schéma de génération des données est le
suivant :

– les classes zti sont tirées indépendamment les unes des autres selon
une distribution multinomiale :

zti ∼ M(1, π1, π2),

– connaissant les étiquettes zti, l’observation xti est générée suivant une
distribution gaussienne de moyenne fzti

(t) dans la situation 2 et szti
(t)

la situation 3, et de matrice de covariance sphérique σ2
zti

I :

xti ∼ N (fzti
(t), σ2

zti
I), (Situation 2),

xti ∼ N (szti
(t), σ2

zti
I), (Situation 3).

Pour chacune de ces situations, nous avons généré 50 échantillons de
longueur T = 200 avec nt = 5 (5 observations par temps). La figure 4.1
montre un exemple de données simulées pour chacune de ces trois situations.



78 Chapitre 4. Application

Situation 1 Situation 2 Situation 3

0 50 100 150 200
1

1.5

2

2.5

3

3.5

4

4.5

5

Temps

D
im

e
n

s
io

n
 1

 

 

Classe 1
Classe 2

0 50 100 150 200
−3

−2

−1

0

1

2

3

4

5

6

Temps
D

im
e
n

s
io

n
 1

 

 

Classe 1
Classe 2

0 50 100 150 200
−10

0

10

20

30

40

Temps

D
im

e
n

s
io

n
 1

 

 

Classe 1
Classe 2

0 50 100 150 200
1

2

3

4

5

6

7

Temps

D
im

e
n

s
io

n
 2

 

 

Classe 1
Classe 2

0 50 100 150 200
−7

−6

−5

−4

−3

−2

−1

0

1

Temps

D
im

e
n

s
io

n
 2

 

 

Classe 1
Classe 2

0 50 100 150 200
−30

−20

−10

0

10

20

30

40

Temps
D

im
e
n

s
io

n
 2

 

 

Classe 1
Classe 2

1 2 3 4 5
1

2

3

4

5

6

7

Dimension 1

D
im

e
n

s
io

n
 2

 

 

Classe 1
Classe 2

−4 −2 0 2 4 6
−7

−6

−5

−4

−3

−2

−1

0

1

Dimension 1

D
im

e
n

s
io

n
 2

 

 

Classe 1
Classe 2

−10 0 10 20 30 40
−30

−20

−10

0

10

20

30

40

Dimension 1

D
im

e
n

s
io

n
 2

 

 

Classe 1
Classe 2

Figure 4.1 : Exemple de données simulées pour la situation 1 (à
gauche), la situation 2 (au milieu) et la situation 3 (à droite) ; Re-
présentation monodimensionnelle (en haut et au milieu) et bidimen-
sionnelle (en bas). Les courbes continues représentent les trajectoires
utilisées pour générer les données.

Algorithmes en compétition

Les algorithmes suivants ont été comparés :

– EM-Mix : l’algorithme EM pour le modèle de mélange gaussien (Demps-
ter, Laird et Rubin, 1977).

– EM-RegMix : l’algorithme EM pour les mélanges de régressions (De-
Sarbo et Cron, 1988; Wedel et DeSarbo, 1995).
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– EM-PenMix : l’algorithme EM de Calabrese et Paninski (2011) basé
sur la maximisation d’un critère de vraisemblance pénalisé.

– VEM-DyMix : l’algorithme EM variationnel proposé (voir la sous-
section 3.4.2) (El Assaad et al., 2014).

– OEM-PenMix : la version séquentielle de l’algorithme EM-PenMix
(Calabrese et Paninski, 2011; El Assaad et al., 2013).

– OVEM-DyMix : la version séquentielle de l’algorithme VEM-DyMix
(El Assaad et al., 2014).

Chaque algorithme a été lancé avec la vraie valeur du nombre de classes
(K = 2). Pour la situation 1, les algorithmes EM-PenMix, VEM-DyMix,
OEM-PenMix et OVEM-DyMix ont été lancés avec la vraie valeur de α.
Pour les situations 2 et 3, la valeur appropriée de α pour VEM-DyMix et
OVEM-DyMix a été sélectionnée dans l’intervalle ]0; 0.5] comme suit : pour
chaque valeur de α dans l’ensemble {10−5, 10−4, . . . , 10−2, 2.10−2, 3.10−2, . . . ,

9.10−2, 10−1, 2.10−1, . . . , 5.10−1}, ces algorithmes sont exécutés et le critère F

défini par l’équation (3.20) est calculé. La valeur de α pour laquelle le critère
F est le plus élevé est finalement retenue. La même stratégie a été utilisée
pour le choix de α pour les algorithmes EM-PenMix et OEM-PenMix mais,
au lieu d’utiliser le critère F , on utilise le critère LMAP défini par l’équation
(2.41). La raison de ce choix réside dans le fait que ces deux algorithmes
optimisent le critère LMAP .

Critère d’évaluation

Pour évaluer les performances des algorithmes comparés, deux critères
ont été utilisés :

– l’erreur quadratique moyenne entre les centres de classes simulés et
ceux estimés définie par :

C =
1

KT

∑

k,t

‖µ
(t)
k − µ̂

(t)
k ‖2, (4.1)

où µ
(t)
k , µ̂

(t)
k sont respectivement les centres simulés et ceux estimés.

Notons que les trajectoires des centres des classes (m
(t)
k ) sont obtenues

par les formules récurrentes de filtrage et le lissage de Kalman.
– le taux d’erreur de classification qui est le pourcentage d’observations

mal classées.

Résultats

Le critère C et le taux d’erreur de classification ont été calculés pour
chaque situation et pour chaque algorithme puis moyennés sur les 50 jeux de
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données simulées. Les résultats obtenus sont présentés dans les tableaux 4.1
et 4.2. Il apparaît clairement que les résultats fournis par l’algorithme VEM-
DyMix dans les situations 1 et 3 sont plus précis que ceux obtenus avec les
autres algorithmes. Sans surprise, pour la situation 2, les meilleurs résultats
sont obtenus avec l’algorithme EM-RegMix puisque les classes générées évo-
luent de manière polynomiale. Néanmoins les performances de l’algorithme
VEM-DyMix restent proches de celles de EM-RegMix pour cette situation.
On observe que l’algorithme EM-Mix est en dernière position dans les trois
situations, car il ne tient pas compte de l’évolution temporelle des centres
des classes.

Table 4.1 : Critère C (moyenné sur les 50 échantillons) obtenu pour
les trois situations de données avec les six algorithmes.

Algorithme Situation 1 Situation 2 Situation 3

EM-Mix 0.3645 3.8511 173.91
EM-RegMix 0.0962 0.0095 0.5606
EM-PenMix 0.0289 0.0239 0.5093
VEM-DyMix 0.0221 0.0180 0.4360
OEM-PenMix 0.0572 0.0693 1.3094
OVEM-DyMix 0.0483 0.0542 1.2154

Table 4.2 : Pourcentage de mal classés (moyenné sur les 50 échan-
tillons) obtenu pour les trois situations de données avec les six algo-
rithmes.

Algorithme Situation 1 Situation 2 Situation 3

EM-Mix 2.83 16.85 23.36
EM-RegMix 1.81 0.44 5.11
EM-PenMix 0.97 0.38 4.92
VEM-DyMix 0.88 0.28 4.18
OEM-PenMix 1.78 1.14 6.91
OVEM-DyMix 1.23 0.83 6.06

D’autre part, dans le cadre de l’apprentissage en ligne, l’algorithme sé-
quentiel proposé OVEM-DyMix surpasse l’algorithme OEM-PenMix dans
toutes les situations. Il n’est pas surprenant que les résultats fournis par
les algorithmes récursifs soient moins précis que ceux obtenus avec les al-
gorithmes d’estimation hors ligne compte tenu du fait qu’ils se contentent
de ré-évaluer les paramètres dès qu’un nouvel échantillon de données est
disponible.



4.2. Application à des données temporelles simulées 81

En complément du tableau 4.2, les figures 4.2 et 4.3 montrent visuelle-
ment les résultats de classification obtenus respectivement avec les six algo-
rithmes EM-Mix, EM-RegMix, EM-PenMix, VEM-DyMix, OEM-PenMix et
OVEM-DyMix sur les différents jeux de données de la figure 4.1. On peut
observer que les trajectoires des centres des classes sont bien estimées par l’al-
gorithme proposé. En résumé, il apparaît que les algorithmes VEM-DyMix,
OVEM-DyMix, EM-PenMix et OEM-PenMix sont donc les plus performants
dans les différentes situations.

Par ailleurs, pour évaluer les performances de l’algorithme
OVEM-DyMix(w), où w est une taille de mémoire prédéfinie, les algorithmes
VEM-DyMix, OVEM-DyMix, OVEM-DyMix(w) ont été exécutés sur 50

jeux de données simulées selon la situation 1. Pour l’algorithme OVEM-
DyMix(w) plusieurs tailles de fenêtres w ∈ {0, 10, 20, 30, . . . , 200} ont été
testées. La figure 4.4 montre le critère C et le temps d’exécution (en se-
conde) obtenus avec les trois algorithmes comparés, en fonction de w. Les
résultats obtenus avec VEM-DyMix et OVEM-DyMix, qui ne dépendent
pas de w, sont représentés par des lignes horizontales. Lorsque la taille de
la mémoire w augmente, l’erreur d’estimation de OVEM-DyMix(w) décroît
et converge vers celle obtenue avec VEM-DyMix. On remarque que le temps
d’exécution de l’algorithme OVEM-DyMix(w) augmente en fonction de w.

4.2.2 Choix du nombre de classes dans le cas non sé-
quentiel

Dans un premier temps, nous avons testé les critères BIC et ICL définis
pas les équations (3.47) et (3.48) sur quatre jeux de données différents simulés
à partir du modèle dynamique proposé. Deux d’entre eux sont constitués de
K = 2 classes et les deux autres sont constitués de K = 3 classes. Les
jeux de données considérés diffèrent par le degré de mélange des classes :
classes peu mélangées et classes bien mélangées. Les paramètres utilisés pour
simuler les deux premiers jeux de données sont les suivants : π1 = π2 = 1

2
,

σ2
1 = σ2

2 = 1
16

, v2
1 = v2

2 = 0.01, µ
(0)
1 = 2 et µ

(0)
2 = 4 avec T = 200, nt = 5

et d = 1. Les paramètres de simulation des deux autres jeux de données
sont : π1 = π2 = π3 = 1

3
, σ2

1 = σ2
2 = σ2

3 = 1
16

, v2
1 = v2

2 = v2
3 = 0.01,

µ
(0)
1 = 2, µ

(0)
2 = 4 et µ

(0)
3 = 6 avec T = 200, nt = 5 et d = 1. Les critères

BIC et ICL ont été calculés pour K ∈ {2, . . . , 8}. La figure 4.5 (a,c,e,g)
montre un exemple de données simulées pour chacune des quatre situations
considérées ainsi que le résultat obtenu par les critères BIC et ICL. Nous
pouvons remarquer sur les figures 4.5 (b,d,f, h) que le critère BIC est plus
approprié pour sélectionner le modèle le plus adéquat aux données.
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Figure 4.2 : Résultats de classification obtenus par EM-Mix, EM-
RegMix, EM-PenMix et VEM-DyMix sur le jeu de données de la figure
4.1.

Dans un second temps, nous avons testé les critères BIC et ICL sur 2

configurations de données simulées, où chaque configuration comporte 100

jeux de données temporelles simulées selon notre modèle dynamique, avec
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Figure 4.3 : Résultats de classification obtenus par OEM-PenMix,
OVEM-DyMix sur le jeu de données de la figure 4.1.
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Figure 4.5 : Jeux de données simulées à partir de deux classes (a,c)
et à partir de trois classes (e,g). Critères d’information BIC et ICL
en fonction du nombre de classes (b,d,f,h).
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K = 2, T = 200, nt = 5 et d = 1. Les paramètres utilisés pour simuler les
jeux de données sont : π1 = π2 = 1

2
, σ2

1 = σ2
2 = 0.06, v2

1 = v2
2 = 0.01, µ

(0)
1 = 0

et µ
(0)
2 = 5 pour la première configuration de données et π1 = π2 = 1

2
,

σ2
1 = σ2

2 = 0.06, v2
1 = v2

2 = 0.01 et µ
(0)
1 = µ

(0)
2 = 0 pour la deuxième. Les

deux configurations diffèrent par leur degré de mélange : (+) classes peu
mélangées et (++) classes bien mélangées. L’algorithme VEM-DyMix est
lancé avec un nombre de classes K allant de 2 jusqu’à 4 et les deux critères
sont calculés. Les pourcentages de choix du nombre de classes obtenus par
ceux-ci sont donnés dans le tableau 4.3. Nous observons que les deux critères
réussissent la plupart du temps à sélectionner le bon modèle, c’est-à-dire à
sélectionner le bon nombre de classes (K = 2). On remarque que si les
classes sont bien séparées, BIC et ICL sélectionnent le bon modèle tandis
que lorsque les classes sont bien mélangées, BIC donne de meilleurs résultats
que ICL.

Table 4.3 : Pourcentage de choix de K avec les critères BIC et ICL,
en fonction du nombre de classes, pour les différentes configurations
de données.

Classes
Données Critère K = 1 K = 2 K = 3 K = 4

(+) BIC 0% 99% 1% 0%

ICL 0% 97% 3% 0%

(++) BIC 0% 89% 9% 2%

ICL 0% 81% 11% 8%

4.2.3 Choix du nombre de classes dans le cas séquen-
tiel

Nous avons testé notre stratégie de choix du nombre de classes dans le
cas séquentiel sur deux jeux de données simulées. Pour le premier jeu de
données le nombre de classes vaut 2 si t ∈ [101, 200] ∪ [301, 400] et vaut
1 sinon. Pour le deuxième jeu de données le nombre de classes vaut 1 si
t ∈ [1, 100], vaut 2 si t ∈ [101, 200] et vaut 3 sinon. Les figures 4.6 (a et
b) montrent les deux jeux de données simulées. On applique sur ces deux
jeux de données notre stratégie de choix dynamique du nombre de classes
avec 2 valeurs de la taille de fenêtre W ∈ {20, 50}. Les nombres de classes
sélectionnés par le critère BIC en fonction du temps, obtenus sur les deux
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jeux de données sont respectivement donnés par les figures 4.6 (b,c) et 4.7
(b,c).

(a)

0 100 200 300 400 500

0

5

10

Temps

x
ti

 

 

Données simulées

(b)

0 100 200 300 400 500
1

2

3

4

Temps

N
o

m
b

re
 d

e
 c

la
s
s
e
s

 

 

K
vrai

K
BIC

(c)

0 100 200 300 400 500
1

2

3

4

Temps

N
o

m
b

re
 d

e
 c

la
s
s
e
s

 

 

K
vrai

K
BIC

Figure 4.6 : Jeux de données simulées : (a), nombre de classes sé-
lectionné par le critère BIC en fonction du temps, pour W = 20 (b)
et pour W = 50 (c).

Nous observons que lorsque la taille de la mémoire W augmente, notre
stratégie réussit la plupart du temps à bien sélectionner le bon modèle mais
avec un certain temps de retard. Ce comportement est le même sur les deux
jeux de données. Nous remarquons aussi que lorsque la taille de fenêtre W

est petite (W = 20), notre stratégie, basée sur le critère BIC, a tendance
à surestimer le nombre de classes. Ce comportement n’est pas surprenant
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Figure 4.7 : Jeux de données simulées : (a), Nombre de classes sé-
lectionné par le critère BIC en fonction du temps, pour W = 20 (b)
et pour W = 50 (c).

dans la mesure où le critère BIC est connu pour fournir des surestimations
du nombre de classes lorsque la taille d’échantillon est faible.

4.3 Application à la classification dynamique
de courbes

Dans cette section, nous appliquons les algorithmes développés dans le
chapitre précédent aux données temporelles collectées sur le système d’ai-
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guillage des trains, à des fins de diagnostic par reconnaissance des formes.
Pour cette application particulière, les données ne sont plus des observa-
tions multidimensionnelles mais des courbes de puissance consommée par
le moteur électrique durant des manœuvres d’aiguillage. Notre objectif est
d’extraire et de suivre des classes ou des états de fonctionnement à partir de
ces courbes. Ces classes peuvent fournir des indications sur l’état de fonc-
tionnement du système, mais également sur sa dynamique de dégradation.

Dans ces travaux, il n’a pas été possible, pour les courbes de puissance
à disposition d’observer les évolutions attendues des classes. Ceci nous a
conduit à construire, à partir des courbes réelles, une base de données artifi-
cielle qui se veut réaliste et adaptée au problème posé dans cette thèse. Nous
présentons dans la sous-section suivante la démarche utilisée pour constituer
cette base de données.

4.3.1 Constitution d’une base de courbes réalistes

La base de courbes réalistes a été constituée comme suit : nous avons
d’abord sélectionné une séquence de 1560 courbes réelles acquises entre fé-
vrier 2011 et juillet 2011 lors de manœuvres consécutives d’un aiguillage
de la ligne à grande vitesse LGV Est. Ces courbes correspondent à des
manœuvres opérées pendant 52 jours consécutifs, avec environ trente ma-
nœuvres par jour. La figure 4.8 montre l’ensemble des courbes de puissance
consommée par le moteur électrique durant le 1er jour, le 10e jour, le 20e et
le 30e jour.

Ensuite, ces courbes ont été transformées en données temporelles mul-
tidimensionnelles en utilisant l’analyse en composantes principales fonction-
nelles (ACPF) (Ramsay et Silverman, 2005). Celle-ci consiste, dans un pre-
mier temps, à lisser les courbes de puissance puis, dans un second temps,
à effectuer une analyse en composantes principales (ACP) (Jackson, 2005)
sur les courbes lissées. Dans notre cas, les trois premières composantes prin-
cipales, qui expliquent 91% de la variance, ont été retenues. On obtient
ainsi une séquence de données temporelles de R3, de longueur T = 52, avec
nt = 30 (trente observations par jour). On peut dire que ces données tem-
porelles constituent les caractéristiques les plus représentatives des courbes.

L’algorithme de classification VEM-DyMix a été exécuté sur ces don-
nées avec une seule classe car nous avons observé que ce modèle se prêtait le
mieux à celles-ci. Ensuite, nous avons ajouté à ce modèle deux autres classes
qui pourraient représenter deux modes de fonctionnement ou d’utilisation
différents. La trajectoire de la seconde classe résulte d’une translation de
∆ = 340 de la trajectoire de la première classe obtenue initialement par
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Figure 4.8 : Ensemble de courbes de puissance réelles acquises lors de
manœuvres d’aiguillage : 30 courbes sont représentées pour chacune
des 4 journée.

l’algorithme VEM-DyMix. La trajectoire de la troisième classe résulte elle
aussi du même type de transformation, mais par morceaux : ∆ = 2000 du
jour 20 au jour 40 et ∆ = 700 pour les autres jours. Les données constituant
les classes ont quant-à-elles été générées en ajoutant aux trois trajectoires
un bruit gaussien de variance σ2 = 200. De cette manière, nous avons consti-
tué un jeu de données temporelles de R3 avec T = 52 et nt = 30, réparti
équitablement sur les K = 3 classes.

Enfin, nous avons reconstruit les courbes réalistes associées à ces don-
nées, en utilisant les facteurs principaux obtenus par l’ACP précédente. La
figure 4.9 présente l’ensemble de courbes réalistes simulées. Cette base de
courbes dont les paramètres sont connus servira par la suite à quantifier les
performances de notre approche de classification.

4.3.2 Classification dynamique des courbes

Dans cette sous-section, nous proposons d’utiliser les algorithmes de
classification dynamique exposés dans le chapitre précédent pour extraire
et suivre des classes de fonctionnement évolutives à partir de la base de
courbes réalistes définie dans la sous-section précédente. Dans cette optique,
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Figure 4.9 : Ensemble de courbes de puissance réalistes (30 courbes
par journée). Les courbes en bleu correspondent aux signaux apparte-
nant à la première classe, celles en rouge correspondent à la deuxième
classe et celles en vert correspondent à la troisième classe.

les courbes réalistes ont été transformées en données temporelles multidimen-
sionnelles et, ensuite, les performances des différents algorithmes de classifi-
cation dynamique ont été comparées.

Transformation des courbes en données multidimensionnelles

Cette étape a pour but de réduire la dimension de la base de courbes de
puissance en les transformant en une séquence de données multidimension-
nelles. Ces données représentent les caractéristiques les plus représentatives
des courbes.

Pour effectuer cette étape, l’analyse en composantes principales fonc-
tionnelles (ACPF) (Ramsay et Silverman, 2005) a été utilisée. Elle consiste
à lisser les données fonctionnelles qui sont dans notre cas les courbes réa-
listes, et, ensuite, à effectuer une analyse en composantes principales (ACP)
(Jackson, 2005) sur les courbes lissées. Enfin, il suffit de retenir les com-
posantes principales les plus significatives pour obtenir une représentation
simplifiée de cette séquence. Dans notre cas, les trois premières composantes,
qui expliquent 92% des variances des courbes, ont été sélectionnées. La fi-
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gure 4.10 montre les données temporelles associées à la première composante
principale d’ACPF ainsi que la trajectoire de chaque classe.
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Figure 4.10 : Données temporelles résultant de la transformation
des courbes de puissance en données multidimensionnelles (première
composante principale d’ACPF). Les courbes continues représentent
la trajectoire de chaque classe.

Classification dynamiques des données temporelles extraites des
courbes

Dans cette partie, les différents algorithmes de classification détaillés
dans les chapitres 2 et 3 ont été appliqués sur les données temporelles résul-
tant de l’étape précédente. L’objectif est d’extraire des classes de fonction-
nement évolutives à partir de ces données.

Les algorithmes comparés sont : EM-Mix, EM-RegMix, EM-PenMix,
VEM-DyMix, OEM-PenMix et OVEM-DyMix. Rappelons que dans nos al-
gorithmes, les variables latentes discrètes représentent l’appartenance des
observations à l’une des trois classes et les variables latentes continues cor-
respondent à l’évolution dynamique de chaque classe. Les six algorithmes
ont été lancés avec la vraie valeur du nombre de classes (K = 3). Afin de
sélectionner l’ordre de polynôme dans l’algorithme EM-RegMix, nous avons
lancé cet algorithme avec un ordre de polynôme allant de 1 jusqu’à 10 et
le critère BIC défini par l’équation (2.29) est calculé. Puis, le modèle pour
lequel ce critère est le plus élevé est ensuite retenu. Pour évaluer la per-
formance des algorithmes comparés, deux critères ont été utilisés : l’erreur
quadratique moyenne entre les centres de classes réalistes et ceux estimés
définie par l’équation 4.1 et le taux d’erreur de classification. Les résultats
obtenus sont présentés dans le tableau 4.4.

Nous pouvons facilement remarquer que les résultats fournis par l’algo-
rithme VEM-DyMix sont plus précis que ceux obtenus avec les autres algo-
rithmes. Nous remarquons aussi que l’algorithme séquentiel OVEM-DyMix
donne des résultats meilleurs que ceux de l’algorithme OEM-PenMix. Les al-
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gorithmes EM-Mix et EM-RegMix sont en dernières positions compte tenu
du fait qu’ils ne tiennent pas compte de l’évolution temporelle complexe des
centres des classes.

Table 4.4 : Critère C et pourcentage de mal classés obtenus pour les
données temporelles réalistes avec les six algorithmes.

Algorithme C × 103 Erreur de classification (%)

EM-Mix 32.515 32.94
EM-RegMix 42.179 26.47
EM-PenMix 6.359 11.4
VEM-DyMix 5.852 9.29
OEM-PenMix 7.379 13.33
OVEM-DyMix 6.941 12.26

En complément du tableau 4.4, la figure 4.11 montre les partitions
estimées respectivement avec les algorithmes EM-Mix, EM-Reg-Mix, EM-
PenMix, VEM-DyMix, OEM-PenMix et OVEM-DyMix. Ces résultats mettent
en évidence l’avantage d’utiliser l’algorithme VEM-DyMix pour le partition-
nement des données temporelles non stationnaires.

Par ailleurs, nous avons testé le critère de sélection de modèle BIC

défini par l’équation (3.47) sur ces données temporelles. Le critère BIC a été
calculé pour K ∈ {1, . . . , 6}. Le tableau 4.5 représente celui-ci en fonction
du nombre de classes fixé dans l’algorithme VEM-DyMix. Nous observons
que le nombre de classes sélectionné par le critère BIC, c’est-à-dire celui
pour lequel la valeur du critère est maximale, correspond au vrai nombre de
classes c’est-à-dire 3. En résumé, le critère BIC associé à l’algorithme VEM-
Dy-Mix fournit une estimation fiable du nombre de classes lorsque celles-ci
sont relativement séparées.

Table 4.5 : Critère BIC (divisé par 104) en fonction du nombre de
classes pour les données temporelles réalistes.

Classes
Critère K = 1 K = 2 K = 3 K = 4 K = 5 K = 6

BIC −1.2974 −1.2703 −1.2693 −1.2716 −1.2739 −1.2771
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Figure 4.11 : Représentation des partitions des données tempo-
relles fournies par les algorithmes EM-Mix, EM RegMix, EM-PenMix,
VEM-DyMix, OEM PenMix, OVEM-DyMix sur la première compo-
sante principale de l’ACPF. Les centres des classes sont représentés
en traits continus.

4.4 Conclusion

Ce chapitre a été consacré à la validation expérimentale des algorithmes
VEM-DyMix et OVEM-DyMix développés dans le chapitre 3. Nous avons
montré, à travers des données simulées et des données réalistes, la capacité
de ces deux algorithmes à partitionner des données temporelles non station-
naires.



94 Chapitre 4. Application

Comparé, à d’autres algorithmes du domaine, ces deux algorithmes donnent
de bons résultats en termes de classification et d’estimation des paramètres
du modèle. L’étude expérimentale menée sur des données synthétiques a
montré des résultats encourageants en termes de suivi de l’évolution de
classes non stationnaires.

Dans le cadre du diagnostic du système d’aiguillage des trains, ce cha-
pitre a également décrit l’application des algorithmes de classification propo-
sés, à des données réelles issues de ce système. L’objectif était d’extraire des
classes de fonctionnement évolutives à partir d’une séquence de courbe. Pour
valider la pertinence de notre approche de classification, nous avons consti-
tué une base de courbes adaptée à la problématique des classes évolutives.
Les algorithmes exposés dans les chapitres 2 et 3 ont été ensuite comparés
sur cette nouvelle base de courbes. Les résultats obtenus ont mis en évidence
de bonnes performances des algorithmes VEM-DyMix et OVEM-DyMix.



Conclusion et Perspectives

Conclusion

Ces travaux de thèse ont été consacrés au développement d’algorithmes
de classification de données temporelles non stationnaires capables d’extraire
des classes dynamiques à partir de ces données. Dans la bibliographie, plu-
sieurs travaux proposent des outils de classification performants. Cependant,
peu d’entre eux sont dédiés à la problématique de la classification automa-
tique de données temporelles et de suivi d’évolution de classes.

Afin de traiter cette problématique, une étude bibliographique a été
consacrée aux méthodes de partitionnement de données temporelles non
stationnaires basées sur une approche probabiliste par mélange de distri-
butions dans un premier temps et, dans un second temps, aux modèles
dynamiques à espace d’état. Les méthodes basées sur les modèles de mé-
lange et ses variantes dynamiques supposent que les données sont formées de
sous-populations caractérisées chacune par une distribution de probabilité.
Celles-ci sont très intéressantes en classification automatique permettant de
donner un sens probabiliste à divers critères classiques et de proposer ainsi
de nouveaux algorithmes plus généraux. Les modèles dynamiques à espace
d’état, quant à eux, sont connus pour leur capacité à capturer la dynamique
d’évolution d’un système donné à partir d’une séquence d’observations, en
utilisant des variables latentes représentant l’état du système.

Les travaux réalisés dans cette thèse ont permis d’élaborer un modèle
dynamique adapté à la modélisation et au partitionnement des données tem-
porelles non stationnaires, qui utilise conjointement les modèles de mélange
et les modèles à espace d’état. Ce modèle suppose que les centres des classes
sont des variables aléatoires latentes qui évoluent au cours du temps sui-
vant des marches aléatoires. L’estimation s’effectue à l’aide de la méthode
du maximum de vraisemblance mise en œuvre par l’algorithme EM. L’ap-
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plication directe de cet algorithme étant insurmontable, nous avons donc
proposé un algorithme appelé « VEM-DyMix » (Variationnal Expectation

Maximisation for Dynamic Mixture model) basé sur une approximation va-
riationnelle, pour estimer les paramètres du modèle dynamique proposé. En
outre, l’hypothèse de classes gaussiennes dans le modèle proposé conduit
à des calculs basés sur les formules récursives de filtrage et de lissage de
Kalman. Nous avons également développé une version incrémentale de cet
algorithme, appelée OVEM-DyMix (Online Variationnal Expectation Maxi-

misation for Dynamic Mixture model), afin de traiter les données de manière
séquentielle. Celle-ci peut notamment être aussi utile pour le traitement des
flux de données non stationnaires et pour des bases de données volumineuses.

Le problème du choix du nombre de classes a été ensuite abordé. Pour
résoudre ce problème, deux stratégies basées sur les critères d’information
ont été proposées. La première stratégie concerne le choix du nombre de
classes quand les données sont toutes disponibles à l’avance, et la deuxième
stratégie concerne le choix du nombre de classes quand les données arrivent
au fur et à mesure au cours du temps.

Une étude expérimentale menée sur des données temporelles simulées a
montré l’aptitude des algorithmes proposés à partitionner des données tem-
porelles non stationnaires. Comparés, à d’autres algorithmes du domaine, ces
algorithmes donnent de bons résultats en termes de classification et d’esti-
mation de paramètres.

Enfin, ces algorithmes ont été appliqués à des données réelles collectées
lors de manœuvres d’aiguillage. Nous sommes placés dans le cadre des ap-
proches de reconnaissance des formes s’appuyant sur l’analyse des données
acquises sur ce système qui sont ici des courbes de puissance consommée
par le moteur électrique lors des manœuvres. Les classes dynamiques alors
obtenues fournissent des indications sur l’état de fonctionnement du système
mais également sur sa dynamique de dégradation.

Dans ces travaux, il n’a pas été possible, pour les courbes de puissance
à disposition d’observer les évolutions attendues des classes. Ceci nous a
conduit à construire, à partir des courbes réelles, une base de données artifi-
cielle qui se veut réaliste et adaptée au problème posé dans cette thèse. Nos
algorithmes ont ensuite été appliqués à cette base. Les résultats obtenus ont
mis en évidence l’avantage d’utiliser les algorithmes VEM-DyMix et OVEM-
DyMix, non seulement pour estimer la dynamique d’évolution des états de
fonctionnement des aiguillages, mais également de fournir des résultats de
classification plus précis que les méthodes de classification statistiques habi-
tuelles (El Assaad et al., 2013; El Assaad et al., 2014).
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Perspectives

Ces travaux de thèse ouvrent plusieurs perspectives de recherche et d’ap-
plications. Tout d’abord, dans le cadre du modèle dynamique proposé, une
approche bayésienne peut être envisagée pour estimer les paramètres de
ce modèle. Les méthodes les plus utilisées dans ce type d’approche appar-
tiennent à la famille des méthodes de Monte Carlo par chaîne de Markov
(MCMC). Il s’agit de méthodes d’échantillonnage de Gibbs (Geman et Ge-
man, 1984; Gelfand et Smith, 1990) ainsi que de l’algorithme Metropolis
Hastings (Metropolis et al., 1953), ou de son extension (Hastings, 1970). En
général, ces méthodes ont la propriété, dans le cas idéal de ressources com-
putationnelles infinies de donner des résultats exacts. L’approximation est
due à la fixation, par l’utilisateur, du temps de calcul des processeurs.

Par ailleurs, l’approche adoptée dans ce mémoire est dédiée à la classi-
fication et au suivi d’évolution de classes extraites des données temporelles
multidimensionnelles où à chaque instant on dispose d’un ensemble d’ob-
servations. Celle-ci pourrait être étendue afin de s’appliquer directement à
des séquences temporelles de courbes où, à chaque instant, les observations
seraient les points d’une courbe.

Enfin, ces travaux de thèse peuvent être appliqués à d’autres domaines
d’application. A titre d’illustration, on peut citer principalement les deux
perspectives d’application suivantes. Nos algorithmes ainsi que nos straté-
gies d’adaptation du nombre de classes au cours du temps pourraient être
appliqués au problème de détection d’anomalie ou de défaillance dans un
processus industriel. L’idée serait de détecter le plus rapidement possible un
changement dans la structure du modèle décrivant le système, notamment
un changement du nombre de classes. La détection de ce changement per-
mettrait, d’une part, de détecter de défauts et, d’autre part, d’identifier la
cause de ces défauts. Par ailleurs, ils pourraient également être appliqués au
problème de suivi en temps réel de plusieurs cibles dont les positions varient
en fonction du temps, utilisé dans de nombreux domaines applicatifs tels que
la robotique mobile, les systèmes d’aide à la conduite, etc. Plus précisément,
cela consisterait à détecter et à suivre plusieurs cibles mobiles à partir d’une
séquence d’images.
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A

A.1 Filtrage et lissage de Kalman

A.1.1 Filtrage de Kalman

Avant de détailler le calcul de l’étape de filtrage, il est convient de définir
le terme suivant appelé « l’innovation au temps t» qui est la différence entre
la mesure et l’état prédit :

sti = xti − E(xti|x1:t−1) = xti − E(Aαt + vti|x1:t−1) = xti − Aαt−1
t , (A.1)

avec

st =
nt∑

i=1

(xti − Aαt−1
t ). (A.2)

L’espérance de l’innovation sti a pour expression

E(sti|x1:t−1) = E(xti − Aαt−1
t |x1:t−1)

= E(Aαt + vti − Aαt−1
t |x1:t−1) = Aαt−1

t − Aαt−1
t = 0. (A.3)

et sa matrice de covariance est

var(sti|x1:t−1) = var(xti − Aαt−1
t |x1:t−1)

= var(Aαt + vti − Aαt−1
t |x1:t−1) = AP t−1

t A′ + R. (A.4)

Puisque sti est indépendant de x1:t−1 (Anderson, 1984), alors la covariance
conditionnelle entre αt et sti sachant x1:t−1 s’écrit

cov(αt, sti|x1:t−1) = cov(αt, xti − Aαt−1
t |x1:t−1)

= cov(αt − αt−1
t , xti − Aαt−1

t |x1:t−1)

= cov(αt − αt−1
t , A(αt − αt−1

t ) + vti|x1:t−1)

= P t−1
t A′. (A.5)
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Ainsi, nous pouvons écrire la distribution jointe de αt et sti sachant x1:t−1

[

αt

sti

] ∣
∣
∣
∣x1:t−1 ∼ N

[(

αt−1
t

0

)

,

(

P t−1
t P t−1

t A′

AP t−1
t

′
AP t−1

t A′ + R

)]

. (A.6)

Puisque les données sont indépendantes, alors la distribution de αt sachant
sti et x1:t−1 est gaussienne (Anderson, 1984) avec

E(αt|sti, x1:t−1) = E(αt|x1:t−1) + cov(αt, sti) var(sti)
−1 sti, (A.7)

cov(αt|sti, x1:t−1) = var(αt|x1:t−1) − cov(αt, sti)var(sti)
−1

cov(αt, sti)
′.

(A.8)

L’équation (A.7) s’interprète comme une régression linéaire et cov(αt, sti)

var(sti)
−1 est le coefficient de corrélation entre les erreurs. Ainsi, l’espérance

E(αt|sti, x1:t−1) est égale à la moyenne plus l’erreur passée pondérée par
un coefficient de corrélations, ce qui est particulièrement intuitif. Comme
cov(αt, sti) var(sti)

−1 est interprété comme une corrélation, alors l’équation
(A.7) renvoie l’estimateur E(αt|sti, xt−1) minimisant l’erreur moyenne qua-
dratique.

Revenons à notre problème où l’on souhaite calculer l’état filtré αt
t sa-

chant x1:t. En utilisant l’équation (A.7), on peut en déduire la mise à jour
de la prédiction

αt
t = E(αt|x1:t−1, st) = αt−1

t + Kt

nt∑

i=1

(xti − A αt−1
t ) (A.9)

avec

Kt = P t−1
t A′(A P t−1

t A′ + R)−1. (A.10)

appelé le gain de Kalman. Alazard (2006) offre une définition intéressante
de ce gain «Le gain K est calculé en fonction de la confiance que l’on a dans
le modèle relativement à la confiance que l’on a dans la mesure. Si le modèle
est très bon et la mesure très bruitée alors le gain K devra être très petit».

De la même manière, en utilisant l’équation (A.8), on peut en déduire
la mise à jour de la matrice de covariance d’erreur entre αt et αt−1

t

P t
t = cov(αt|x1:t)

= cov(αt|x1:t−1, st)

= P t−1
t − P t−1

t A′(AP t−1
t A′ + R)P t−1

t

= [I − KtA]P t−1
t . (A.11)

L’étape de filtrage de Kalman est formée par les équations (A.9), (A.10)
et (A.11).
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A.1.2 Lissage de Kalman

On a étudié le filtre de Kalman classique pour le calcul de l’état filtré
αt

t. Il peut être intéressant de calculer récursivement E(αt|x1:T ). Ce pro-
cessus est appelé « lissage». Plusieurs auteurs ont proposés des méthodes
pour obtenir ces formules, telles que Sage et Melsa (1971), Ansley et Kohn
(1982) et Anderson (1984). Néanmoins, la méthode développée par Anderson
(1984) est relativement simple. Celle-ci consiste d’abord à définir les termes
suivants :

υt+1 = {vt+1i, . . . , vT i, wt+2, . . . , wT }, (A.12)

et

qt = E(αt|x1:t, αt+1 − αt
t+1, υt+1). (A.13)

Puisque x1:t, αt+1 − αt
t+1 et υt+1 sont mutuellement indépendants, alors qt

s’écrit

qt = E(αt|x1:t) + E(αt|αt+1 − αt
t+1) + E(αt|υt+1)

= αt
t + cov(αt, (αt+1 − αt

t+1)) var(αt+1 − αt
t+1)

−1 (αt+1 − αt
t+1)

= αt
t + cov(αt, F (αt − αt

t) + wt+1) var(αt+1 − αt
t+1)

−1 (αt+1 − αt
t+1)

= αt
t + P t

t F ′ (P t
t+1)

−1(αt+1 − αt
t+1). (A.14)

La somme des variables x1:t, αt+1 − αt
t+1 et υt+1 donne x1:T , alors l’es-

pérance de αt sachant toutes les données x1:T (état lissé αT
t ) s’écrit

αT
t = E(αt|x1:T ) = E(qt|x1:T ) = αt

t + Jt(α
T
t+1 − αt

t+1), (A.15)

avec

Jt = P t
t F ′ (P t

t+1)
−1. (A.16)

La matrice de covariance d’erreur entre l’état lissé αT
t et αt peut être

déterminée par un simple calcul. En effet, en multipliant l’équation (A.15)
par −1 et en ajoutant αt aux deux membres de l’équation, on obtient

αt − αT
t = αt − αt

t − Jt(α
T
t+1 − F αt

t), (A.17)

or

(αt − αT
t ) + Jt(α

T
t+1) = (αt − αt

t) + Jt(F αt
t), (A.18)

puis on calcule le transposer suivi par l’espérance des deux membres de
l’équation (A.18), ce qui donne

P T
t + Jt E(αT

t+1 αT
t+1

′
) J ′

t = P t
t + Jt F E(αt

t αt
t

′
)F ′ J ′

t (A.19)
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avec

E(αT
t+1 αT

t+1

′
) = E(αt+1α

′
t+1) − P T

t+1 = F E(αtα
′
t) F ′ + Q − P T

t+1, (A.20)

E(αt
t αt

t

′
) = E(αt α′

t) − P t
t . (A.21)

Finalement, en introduisant les équations (A.20) et (A.21) dans l’équation
(A.19), on obtient la matrice de covariance P T

t suivante :

P T
t = P t

t − Jt (F P t
t F ′ + Q) J ′

t + JtP
T
t+1J

′
t

= P t
t + Jt (P T

t+1 − P t
t+1) J ′

t. (A.22)

En initialisant l’état αT
T −1 et la covariance P T

T −1 de lissage à l’instant T

par l’état et la covariance de filtrage à l’instant T , la phase de lissage consiste
alors à calculer, pour t = T − 1, . . . , 1, les équations (A.15) et (A.22) afin
d’obtenir les états lissés.

A.2 Quelques définitions

Définition A.2.1 (Inégalité de Jensen) Soit I un intervalle de R et

f : I → R une fonction convexe. Pour toute variable aléatoire x à valeurs

dans I,

f(E(x)) ≤ E(f(x)). (A.23)

Si f est strictement convexe, l’égalité entraîne que x est presque partout

constante.

Définition A.2.2 (Entropie d’une distribution) Soit E un ensemble

fini. Une distribution de probabilité sur E, une fonction p : E → R+ telle

que
∑

x∈E p(x) = 1. L’entropie de la distribution de probabilité p proposée

par Shannon (1948) est le nombre

H(p) = −
∫

p(x) log p(x)dx, (A.24)

où H(p) ≥ 0, avec égalité si et seulement si p est concentrée sur un seul

élément de E. L’entropie est la quantité d’information fournie en moyenne

par x.

Définition A.2.3 (Divergence de Kullback-Leibler) Soient deux lois

de probabilités discrètes Q1 et Q2 à valeurs sur x = (x1, . . . , xT ), on note
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KL(Q1‖Q2) la divergence de Kullback-Leibler de Q1 par rapport à Q2.

KL(Q1‖Q2) = E

[

log
Q1

Q2

]

=
∫

Q1(x) log
Q1(x)

Q2(x)

= −
∫

Q1(x) log Q2(x)dx +
∫

Q1(x) log Q1(x)dx

= H(Q1, Q2) − H(Q1). (A.25)

où H(Q1) = −
∫

Q1(x) log Q1(x)dx est l’entropie de Q1 et H(Q1, Q2) =

−
∫

Q1(x) log Q2(x)dx est l’entropie croisée entre Q1 et Q2. La divergence

de Kullback et Leibler (1951) est une mesure non-symétrique. Elle mesure

l’information perdue lorsqu’une loi Q2 est utilisée pour estimer une loi Q1.

Bien que cette divergence soit positive ou nulle, elle ne possède pas de borne

supérieure et peut donc potentiellement prendre des valeurs infinies.

Définition A.2.4 (Stationnaire au second ordre) Un processus tem-

porel à valeurs réelles et en temps discret (α1, . . . , αT ) est dit stationnaire

au second ordre, ou stationnaire au sens faible, ou stationnaire d’ordre deux

si les trois conditions suivantes sont satisfaites :

– E(αt) = m, indépendant de t, ∀t = 1, . . . , T

– var(αt) = σ < ∞, ∀t = 1, . . . , T

– cov(αt, αt+h) = E[(αt+h − m)(αt − m)] = γ(h), indépendant de t,

∀t = 1, . . . , T et ∀h = 1, . . . , T .
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B

B.1 Algorithme VEM-DyMix détaillé

Cette annexe détaille le calcul des étapes E et M de l’algorithme VEM-
DyMix pour le modèle dynamique temporel définie dans la sous-section 3.4.2.
Le critère F (q, θ) à maximiser est définie par :

F (q, θ) = Eqz ,qµ
(Lc(θ, z, µ)) + H(q). (B.1)

Nous commençons par développer l’espérance de Lc par rapport à la distri-
bution q. En utilisant l’équation (3.19), l’espérance de Lc s’écrit

Eqz ,qµ
(Lc(θ, z, µ)) =

∑

t,i,k

Eqz
(ztik)

(

log πk

−
d

2
log(2π σ2

k)
)

−
d

2

∑

t,k

log(2π α σ2
k)

−
∑

t,i,k

Eqz
(ztik)

2 σ2
k

Eqµ

(

‖xti − µ
(t)
k ‖2

)

−
∑

t,k

1

2 α σ2
k

Eqµ

(

‖µ
(t)
k − µ

(t−1)
k ‖2

)

=
∑

t,i,k

τtik

(

log πk −
d

2
log(2π σ2

k)
)

−
d

2

∑

t,k

log(2π α σ2
k)

−
∑

t,i,k

τtik

2 σ2
k

(

‖xti − m
(t)
k ‖2 + d λk

)

−
∑

t,k

1

2 α σ2
k

(

‖m
(t)
k − m

(t−1)
k ‖2 + 2 d λk

)

, (B.2)

et l’entropie de la distribution q est

H(q) = −
∑

t,i,k

τtik log τtik +
d

2

∑

t,k

(log(2πe) + log λk). (B.3)
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En remplaçant l’équation (B.2) - (B.3) dans l’équation (B.1), on peut donc
obtenir la formule explicite de critère F donné par l’équation (3.20). Nous
présentons par la suite les deux étapes de l’algorithme VEM-DyMix afin de
maximiser la fonction F .

Étape E variationnel L’étape E de l’algorithme VEM-DyMix consiste à
maximiser la fonction F par rapport à (τ , m, λ) pour θ(c) fixé. Par consé-
quent, l’étape E est effectuée en partant des valeurs initiales m(c−1), λ(c−1)

et en itérant les trois maximisations suivantes :

arg max
τ

F (τ , m, λ, θ(c)), (B.4)

arg max
m

F (τ , m, λ, θ(c)), (B.5)

arg max
λ

F (τ , m, λ, θ(c)), (B.6)

Détaillons maintenant chacune de ces trois maximisations :
La maximisation de critère F en τ pour m(c−1), λ(c−1) et θ(c) fixés, cela

revient à maximiser la fonction suivante :
∑

t,i,k

τtik (δtik − log τtik) , (B.7)

sous les contraintes
∑

k τtik = 1, ∀t, i, où

δtik = log
(

π
(c)
k N (xti; (m

(t)
k )(c−1), σ2

k

(c)
I)
)

−
d λ

(c−1)
k

2 σ2
k

(c)
·

Pour cela, nous avons besoin d’introduire un multiplicateur de Lagrange
pour s’assurer que les contraintes sur les τtik (τtik > 0 et

∑

k τtik = 1) sont
respectées. Soit W (γi) =

∑

k τtik (δtik − log τtik) , avec γi = (τtik)k=1,...,K et
soit

W2(γi, ρ) = W (γi) + ρ(
∑

k

τtik − 1)

= W (γi) − ρ(1 −
∑

k

τtik). (B.8)

La dérivé partielle de W2 par rapport à ρ est

∂W2

∂τtik

(γi, ρ) = δtik − log(τtik) − 1 + ρ, ∀k (B.9)

pour ∂W2

∂τtik
= 0, on obtient

0 = δtik − log(τtik) − 1 + ρ, ⇒ τtik = exp(δtik + ρ − 1), (B.10)
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En faisant la somme de τtik sur toutes les K, on obtient
∑

k

τtik =
∑

k

exp(δtik + ρ − 1),

1 =
∑

k

exp(δtik + ρ − 1),

1 =
∑

k

(exp(δtik − 1) exp(ρ)) ,

exp(ρ) =
1

∑

k exp(δtik − 1)

ρ = log
1

∑

k exp(δtik − 1)
(B.11)

En revenant vers l’équation (B.10) et en remplaçant ρ par sa valeur, on
obtient

τtik = exp(δtik − 1) exp(ρ),

= exp(δtik − 1) exp

(

log
1

∑

k exp(δtik − 1)

)

,

=
eδtik−1

∑

k eδtik−1

=
eδtik

∑

k eδtik

=
π

(c)
k N (xti; (m

(t)
k )(c−1), σ2

k

(c)
I) e

−
d λ

(c−1)
k

2 σ2
k

(c)

∑K
ℓ=1 π

(c)
ℓ N (xti; (m

(t)
ℓ )(c−1), σ2

ℓ
(c)

I) e
−

d λ
(c−1)
ℓ

2 σ2
ℓ

(c)

· (B.12)

La maximisation de F en m pour τ (c), λ(c−1) et θ(c) fixés, conduit à
maximiser la fonction suivante :

−
1

2




∑

t,i,k

τ
(c)
tik

σ
2(c)
k

‖xti − m
(t)
k ‖2 +

∑

t,k

‖m
(t)
k − m

(t−1)
k ‖2

α σ
2(c)
k



 . (B.13)

Nous pouvons montrer que les centres m sont obtenus par les formules ré-
cursives suivantes, qui sont des versions pondérées des formules bien connues
de filtrage et de lissage de Kalman (Durbin et Koopman, 2012; Shumway et
Stoffer, 2011) :

– Filtrage (filtering) : partant de c(0)
k = µ

(0)
k et C0,k = 0, calculer,

pour t = 1, . . . , T ,

Ct,k =

(
(

Ct−1,k + α σ
2(c)
k I

)−1
+

1

σ2
k

(c)

∑

i

τ
(c)
tik I

)−1

, (B.14)

c(t)
k = c(t−1)

k +
(

1/σ2
k

(c)
)

Ct,k

(
∑

i

τ
(c)
tik

(

xti − c(t−1)
k

)
)

. (B.15)
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– Lissage (smoothing) : partant de m
(T )
k = c(T )

k et PT,k = CT,k,
calculer, pour t = T − 1, . . . , 1,

Jtk = Ct,k (Ct,k + α σ
2(c)
k I)−1, (B.16)

(m
(t)
k )(c) = c(t)

k + Jtk

(

(m
(t+1)
k )(c) − c(t)

k

)

, (B.17)

Pt,k = Ct,k + Jtk

(

Pt+1,k − (Ct,k + α σ
2(c)
k I)

)

JT
tk. (B.18)

La maximisation de F en λ pour τ (c), m(c) et θ(c) fixés, revient à maxi-
miser la fonction :

−
d

2




∑

t,k

(

2

α σ
2(c)
k

λk − log λk

)

+
∑

t,i,k

τ
(c)
tik

σ
2(c)
k

λk



 . (B.19)

En annulant la dérivée de la fonction ci-dessous par rapport à λ, on obtient
la solution suivante :

λ
(c)
k =

T α σ
2(c)
k

2 T + α
∑

t,i τ
(c)
tik

· (B.20)

Étape M Cette étape consiste à estimer les paramètres maximisant le
critère F par rapport à θ :

arg max
θ

F (τ (c), m
(c), λ(c), θ), (B.21)

la maximisation de critère F en θ, pour (τ (c), m(c), λ(c)) fixés revient à maxi-
miser la fonction suivante :

∑

t,i,k

τ
(c)
tik



log πk −
d

2
log σ2

k −
‖xti − (m

(t)
k )(c)‖2 + d λ

(c)
k

2 σ2
k





−
∑

t,k

(

1

2 α σ2
k

(

‖(m
(t)
k )(c) − (m

(t−1)
k )(c)‖2 + 2 d λ

(c)
k

)
)

−
∑

k

‖(m
(1)
k )(c) − µ

(0)
k ‖2

2 α σ2
k

−
T d

2

∑

k

log(α σ2
k). (B.22)

En maximisant cette quantité par rapport aux proportions πk, on obtient
les mises à jour classiques

π
(c+1)
k =

∑

t,i τ
(c)
tik

∑

t nt

, (B.23)

et en minimisant (B.22) par rapport aux centres µ
(0)
k , on obtient les mises à

jour suivantes

(µ
(0)
k )(c+1) = arg min

µ
(0)
k

‖(m
(1)
k )(c) − µ

(0)
k ‖2

2 α σ2
k

= (m
(1)
k )(c). (B.24)
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Enfin, la maximisation de (B.22) par rapport à σ2
k permet d’aboutir à

σ2
k

(c+1)
= arg max

σ2
k
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−
d

2
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· (B.25)
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