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アブストラクト 本稿では，マルコフ確率場を用いた生成モデルの方法について解説を行う．マルコフ確率場とは確率変数間の

関係性をグラフ構造で表すことができる確率分布の総称であり，生成モデルの方法は確率分布を用いてデータセットの発生

源を模倣する統計的機械学習法の一つである．まず，確率変数間の関係性をグラフ構造で表現するマルコフ確率場とその性

質について概説し，確率分布に対する統計的機械学習法の一つである生成モデルの方法について述べる．その後，マルコフ

確率場に対する基本的な学習法について説明し，実際の学習で役立つ幾つかのアルゴリズムを紹介する．また，マルコフ確

率場を用いた生成モデルの方法の例として，制限ボルツマン機械について紹介する．
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Abstract In this article, we introduce the foundations of the generative model approach in statistical machine learning theory

based on Markov random fields. The purpose of the generative model approach is to create a probabilistic model that mimics

the source from which the observed data were generated. After explaining Markov random fields and the generative model

approach, we introduce the restricted Boltzmann machine, which is a basic model of a deep generative model.
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1. は じ め に

近年の情報技術の発展により我々の周りには多種多様なデー

タが存在する世の中になった．このような時代の到来を受け，大

量のデータを情報処理に有効活用できないかという動きが様々

な領域で広がっている．しかしながら，一つ一つのデータをそ

のままの形で情報処理に活用することは，そのデータ量の多さ

や個々のデータに含まれる雑音等の影響を考慮すると効率的な

方法とは考えづらい．各データの中にはそれぞれ情報処理に役

立つ特徴的な情報（知識）が含まれているはずであり，データ

からこのような特徴を抽出して情報処理を行うことができれ

ばより理想的である．このように与えられたデータセットから

その背後に潜む規則・特徴を自動的に抽出することは機械学習

（machine learning）と呼ばれ，我々が物事から知識を獲得する過

程と同じようなことをコンピュータ上で再現することに対応し

ている（1）,（2）（注1）．機械学習の概念自体はそれほど新しいもので

はなく，人工知能（artificial intelligence）の一分野として 1950

年代からその研究は行われていた．しかしながら，2000年代に

入り，深層学習（deep learning）が新しいブレークスルーを起こ

すとその学習結果の有用性から，様々な分野から注目を浴びる

方法論の一つに数えられるまでになっている（3）．
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本稿では，マルコフ確率場（MRF：Markov Random Field）と

生成モデル（generative model）の方法について，その基礎から

解説を行う．MRFとはグラフ構造を用いて確率変数間の関係性

をグラフィカルに表すことができる確率分布の総称であり，多

くの統計的機械学習モデルの基礎となる確率分布である．また，

生成モデルの方法は観測されたデータセットからそのデータを

生成した確率分布（データの発生源）を模倣する統計的機械学

習法の一つである．データの発生源を模倣する確率分布が得ら

れれば，そのデータに関する様々な情報処理に役立てることが

できるため，生成モデルの方法はこれからの情報社会に役立つ

重要な機械学習法の一つとして認識されている（1）,（2）,（4）,（5）．

2. マルコフ確率場（MRF）とその性質

2. 1 MRFとグラフ上のマルコフ性

MRFはマルコフネットワーク（Markov network）とも呼ばれ，

図 1 のように無向グラフを用いて表現することができる確率分

布の総称である．このようにグラフ構造を用いて確率分布を設計

する方法論は確率的グラフィカルモデル（probabilistic graphical

model）と呼ばれ，このグラフ表現を用いることで，

（1） 独立性等の確率分布の性質を視覚的に表現できる．

（2） 確率分布に関する計算手続きをグラフ上で表現できる．

等の恩恵を受けることができるため，確率的情報処理分野にお

ける重要なモデリング技術として位置付けられている（5）．

（注1）：情報処理に役立つ知識が得られればよく，我々の脳と全く同じことをしてい

るわけではないことに注意．
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図 1 MRF の例

図 2 局所マルコフ性　　黒色と灰色で表された頂点が

集合 ∂i と集合 V\N (i) をそれぞれ表している．

V を頂点の集合，E を辺の集合として，各頂点 i ∈ V に確率

変数 xi を割り当てる．このとき，無向グラフ G (V,E)上で次の

性質 (L)を持つ確率分布 P (x)を MRFと呼ぶ（5）,（6）（注2）．

(L): xi ! x\N(i) | x∂i (for any i ∈ V) (1)

ここで，x = {xi | i ∈ V} は確率変数の集合であり，xS =

{xi | i ∈ S ! V}及び x\S = {xi | i ∈ V\S }である（A\Bは集合 Aか

ら集合 Bの要素を取り除いた差集合である）．また，xA ! xB | xc

は条件付独立性

P (xA,xB | xC) = P (xA | xC) P (xB | xC) (2)

を表しており，∂i はグラフ G (V,E) 上で頂点 i に隣接する頂点

の集合，N (i) = {i}∪∂iである．性質 (L)は局所マルコフ性（local

Markov property）と呼ばれ，確率変数 x∂i の実現値が与えられ

たとき，確率変数 xi と x\N(i) が条件付き独立となることを意味

している（図 2）．すなわち，確率変数 xi の状態は隣接する確

率変数 x∂i の状態で決まり，x∂i の状態が固定されたとき xi と

x\N(i) は無関係となるのである．

図 1，2を見ると，MRFのグラフ構造は直接関係し合う確率変

数同士を辺で結んだものではないかと予想することができる．こ

の予想を反映した性質は対ごとのマルコフ性（pairwise Markov

property）と呼ばれ，次の性質 (P)のように表される．

(P): i j " E⇒ xi ! x j | x\{i, j}. (3)

グラフ構造と確率分布に関するマルコフ性にはもう一つ大域マル

コフ性（global Markov property）と呼ばれる性質 (G)があり，互

いに排反な V の部分集合 A, B, S に対して S がグラフ G (V,E)

上で頂点 a ∈ A から頂点 b ∈ B への経路を分断していることを

⟨A| S |B⟩G で表すと，性質 (G)は

(G): ⟨A| S |B⟩G ⇒ xA ! xB | xS (4)

のように与えられる．これらの三つのマルコフ性は微妙に意味

が異なっており一般には (G) ⇒ (L) ⇒ (P) である．しかしなが

ら，確率分布が常に P (x) > 0である場合はこの三つのマルコフ

（注2）：文献によっては，性質 (L) と等価な表現 P
(
xi

∣∣∣x\{i}
)
= P (xi |x∂i)が成り立

つ確率分布をマルコフ確率場と定義しているものもある（7）．

性は等価であることが知られており，

if P (x) > 0 then, (G)⇔ (L)⇔ (P) (5)

となる．すなわち，P (x) > 0となる確率分布ではグラフ G (V,E)

に関して (G)，(L)，(P)のいずれかの性質を満たすことが確認で

きれば確率分布 P (x)はグラフ G (V,E)上で定義されたMRFと

みなすことができるのである．

2. 2 グラフ上での因数分解性

MRFの理論を実際の問題に応用するにはどのような確率分布

がMRFとなるのかを明らかにする必要がある．この問いに関し

て鍵となる概念がグラフ上での確率分布の因数分解性である．

グラフ G (V,E)の部分グラフ G (V′,E′) (V′ ! V)が完全グラ

フであるとき，その部分グラフはクリーク（clique）と呼ばれる．

また，クリーク G (V′,E′) を部分グラフとして含むような他の

クリークが存在しないとき，クリーク G (V′,E′) を極大クリー

ク（maximal clique）と呼ぶ．このとき，確率分布 P (x)がグラ

フ G (V,E)に関して因数分解可能であるとは，P (x)が次の性質

(F)を持つことである．

(F): P (x) ∝
∏

c∈C

Φc (xc) (6)

ここで，C は極大クリークを形成する全ての部分集合 V′ ! V

の集合であり，Φc (xc) はギブスポテンシャル（Gibbs potential）

と呼ばれる極大クリーク上に定義された非負の関数である．例

えば図 1の確率分布では，C = {{1, 2} , {2, 3}}であり，

P (x) ∝ exp (h1 x1 + J12 x1 x2) × exp (J23 x2 x3) (7)

のように因数分解することができる．

この確率分布の因数分解性はマルコフ性 (G)，(L)，(P) と深

い関係にあり，一般には (F) ⇒ (G) ⇒ (L) ⇒ (P) なる関係が成

立する．すなわち，グラフ G (V,E) に対して性質 (F) を満たす

ように設計された確率分布 P (x)は必ず性質 (L)を満たし MRF

となるのである．更に，ハマスリー ·クリフォードの定理（HC

theorem：Hammersley-Clifford theorem）によれば，P (x) > 0と

なる確率分布ではこれら四つの性質 (F)，(G)，(L)，(P)は等価で

あり，

if P (x) > 0 then, (F)⇔ (G)⇔ (L)⇔ (P) (8)

となることが知られている．そのため，Φc (xc) > 0 なる関数を

用いて設計された確率分布は MRFであり，逆に P (x) > 0とな

る MRFは，関数 Φc (xc) > 0を用いて，グラフ G (V,E)に関し

て必ず因数分解可能となるのである．

3. 生成モデルに基づく統計的機械学習

3. 1 生成モデルと最ゆう推定

統計的機械学習（statistical machine learning）とは我々人間が

物事（データ）から知識を得る過程を統計的な手法を用いてコン

ピュータ上で再現することである．特に確率分布を用いてデー

タの発生源をモデル化する統計的機械学習の枠組みは生成モデ

ルと呼ばれ，統計的機械学習分野における一大派閥を形成して
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図 3 生成モデルの考え方

いる（1）,（8）．

生成モデルの方法では，観測されたデータセット D =
{
d(k)
∣∣∣ k = 1, 2, . . . ,K

}
がとある確率分布 Ptrue (x)からそれぞれ独

立に生成されたと仮定し，何らかの確率分布で表されるモデル

Pmodel (x)を用いて実際にデータセットを生成した真の確率分布

Ptrue (x) を再現することを目的としている（図 3）．すなわち，

MRFのような確率分布に対する統計的機械学習の目的は真の確

率分布 Ptrue (x)に最も近い確率分布

P∗model (x) s.t.
for any Pmodel (x),

KL
[
Ptrue||P

∗

model

]
<= KL [Ptrue||Pmodel]

(9)

を求めることである．ここで，

KL [P0||P1] =
∑

x

P0 (x) log
P0 (x)

P1 (x)
(10)

はカルバックライブラ情報量（KL divergence：Kullback-Leibler

divergence）と呼ばれ，二つの確率分布 P0 (x)，P1 (x) の近さ

を測る指標であり，一般に KL [P0||P1] >= 0 である．（等号は

P0 (x) = P1 (x)のときのみ成立．）また，
∑

x は確率変数 xの全

ての実現値に関する総和を表しており，式 (9)における Pmodel (x)

の動く範囲は我々がどのように Pmodel (x) を設計したかに依存

している．

生成モデルの方法では，式 (9) を満たす確率分布 P∗
model

(x)

を求めることで学習が達成される．しかしながら，一般には

データ列を生成した真の確率分布 Ptrue (x) は未知であり，実際

に KL [Ptrue||Pmodel] を計算することは不可能である（注3）．また，

Pmodel (x)の設計にも様々な自由度があり，考えられ得る全ての

Pmodel (x)の範囲を探索することも余り現実的ではない．そのた

め，現実的には真の確率分布 Ptrue (x) を観測データ列のヒスト

グラム

Qdata (x) =
1

K

K∑

k=1

δ
(
x,d(k)

)
,

⎛⎜⎜⎜⎜⎜⎜⎜⎜⎜⎝δ
(a,b) =

⎧⎪⎪⎪⎪⎨⎪⎪⎪⎪⎩

1 (a = b)

0 otherwise

⎞⎟⎟⎟⎟⎟⎟⎟⎟⎟⎠ (11)

で近似し，KL [Ptrue||Pmodel] の代わりに KL [Qdata||Pmodel] を計

算することで学習が行われる．また，Pmodel (x) についても

Pmodel (x)の具体的な形をパラメータを用いて Pmodel (x;Θ)のよ

うに制御するパラメトリック法 (parametric method) が用いられ

る．ここで，Θ は確率分布のパラメータの集合である．例えば

図 1では，確率分布がパラメータ Θ = {h1, J12, J23}を通して制御

（注3）：そもそも Ptrue (x) が既知であれば，わざわざ Pmodel (x) を学習する意味

はほとんどない．素直に Ptrue (x) を用いればよい．

されている．よって実際には，式 (9)の確率分布 P∗
model

(x)を求

める問題は Ptrue (x) を Qdata (x) で置き換え，Pmodel (x) をパラ

メータ Θを用いて表した

Pmodel (x;Θ∗) s.t. Θ∗ = arg min
Θ

KL [Qdata||Pmodel;Θ] (12)

を満たす確率分布 Pmodel (x;Θ∗)を求める問題に緩和して学習が

行われる．ここで，KL [Qdata||Pmodel]のパラメータ依存性を表す

ために KL [Qdata||Pmodel;Θ] と表記し，A∗ = arg minA f (A) は関

数 f (A)が A = A∗ で最小 ( f (A∗) <= f (A), for any A)になることを

意味している（注4）．すなわち，確率分布 Pmodel (x;Θ∗)の学習は

データのヒストグラム Qdata (x)に最も近くなるようなパラメー

タ Θ∗ を求めることで達成されるのである．

式 (12)の確率分布 Pmodel (x;Θ∗)を求める問題は

KL [Qdata||Pmodel;Θ]

=
∑

x

Qdata (x) log Qdata (x) −
1

K

K∑

k=1

log Pmodel

(
d(k);Θ

)
(13)

を用いると

Θ
∗ = arg max

Θ

L (Θ) , (14)

L (Θ) =
1

K

K∑

k=1

log Pmodel

(
d(k);Θ

)
(15)

なるパラメータ Θ∗ を求める問題に書き換えることができる．式

(14) は式 (12) の確率分布 Pmodel (x;Θ∗) を求める問題はデータ

セット D を生成する確率が最大になるようなパラメータ Θ∗ を

求めることと等価であると主張している．式 (14) のように確

率分布のパラメータ Θ を求める枠組みは統計学の文脈では最

ゆう推定（maximum likelihood estimation）と呼ばれており，統

計的推定（statistical estimation）を行う一般的な方法として広

く普及している．また，式 (15) の関数 L (Θ) は対数ゆう度関数

（log-likelihood function）と呼ばれている．すなわち，実際の現

場では，データセット Dを用いてモデル Pmodel (x;Θ)を学習す

るということは Pmodel (x;Θ) に対して最ゆう推定を行うことを

意味している．

3. 2 訓練誤差とテスト誤差，汎化誤差（注5）

生成モデルに基づく統計的機械学習の目的はデータセット D

を生成した真の確率分布 Ptrue (x) を確率分布で表されるモデル

Pmodel (x)を用いて再現することであり，この目的は最ゆう推定

の枠組みで近似的に達成することができる．このとき，確率分

布 Pmodel (x;Θ)がどれだけヒストグラム Qdata (x)に近づいてい

るかは常に KL情報量を用いて

Etrain (Θ) = KL [Qdata||Pmodel;Θ] (16)

のように表すことができる．機械学習の文脈ではこのような量は

訓練誤差（training error）と呼ばれており，モデル Pmodel (x;Θ)

が観測データセットのヒストグラム Qdata (x)にどれだけ近づい

たのかをパラメータ Θの関数として表している．この量を用い

（注4）：A∗ = arg maxA f (A) なる表記も同様に定義される．

（注5）：ここでの誤差の定義は本稿オリジナルのものである．しかしながら，その用

語の意味するところは多くの機械学習の文脈と同じである．
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ると，最ゆう推定に基づく学習法は訓練誤差をできるだけ小さ

くするパラメータ Θ∗ を求める問題であるとみなすこともでき

る．しかしながら，最ゆう推定の方法は本来の目的を緩和した

ものであり，訓練誤差 Etrain (Θ)が最も小さくなったパラメータ

Θ
∗ が本来の目的であった Ptrue (x)を再現するパラメータである

とは限らないことには注意が必要である．すなわち，最ゆう推定

で得られたモデル Pmodel (x;Θ∗)は KL [Qdata||Pmodel]では小さい

値を与えるが実際の KL [Ptrue||Pmodel]の値は大きくなってしまっ

ている可能性があるのである．このような問題は過学習（over

fitting）と呼ばれ，統計的機械学習において注意すべき問題の一

つとして知られている．

過学習の問題を回避する一つの方法は，観測データセットと

同様に真の確率分布 Ptrue (x) から生成されたと考えられる別の

データセット Dtest =
{
d

(k)
test

∣∣∣ k = 1, 2, . . . ,K′
}
を用いて訓練誤差と

同様の量

Etest (Θ) = KL [Qtest||Pmodel;Θ] (17)

を計算することである．ここで，Qtest (x) はデータセット Dtest

から作成されるヒストグラムである．Etest (Θ) はテスト誤差

（test error）と呼ばれ，学習結果の確率分布 Pmodel (x;Θ)がデー

タセット Dtest に対してどれだけ再現性があるかを表す量である．

Etrain (Θ) 及び Etest (Θ) はどちらも KL [Ptrue||Pmodel] で表される

誤差

Egen (Θ) = KL [Ptrue||Pmodel;Θ] (18)

を考え，真の確率分布 Ptrue (x)をサンプルで作られたヒストグラ

ム Qdata (x)及び Qtest (x)でそれぞれ近似したものである．その

ため，もし確率分布 Pmodel (x;Θ∗)が本来の目的である Ptrue (x)

の再現を達成しているのなら Etrain (Θ∗) と Etest (Θ∗) の値は共

に小さくなっているはずである．そのため，学習後のパラメー

タ Θ∗ を用いて Etest (Θ∗) の大きさを見ることで，Ptrue (x;Θ∗)

が正しく Ptrue (x) を再現できたかを簡易的に調べることがで

きる．すなわち，Etest (Θ∗) が Edata (Θ∗) と同程度に小さければ

Pmodel (x;Θ∗) は Ptrue (x) を再現できていると考えられ，逆に

Etest (Θ∗)が Edata (Θ∗)より遥かに大きければ過学習を起こしてお

り Ptrue (x) を正しく再現できていないとみなすことができるの

である（図 4）．

生成モデルに基づく統計的機械学習法の目的はデータセット

図 4 訓練誤差とテスト誤差

D を生成していた真の確率分布 Ptrue (x) をモデル Pmodel (x;Θ)

を用いて再現することであったことを再度強調しておく．真の確

率分布 Ptrue (x) を再現する能力は汎化性能（generalization per-

formance）と呼ばれ，この性能を具体的に表す式 (18)の Egen (Θ)

は汎化誤差（generalization error）と呼ばれている．生成モデル

の方法での本来の目的は高い汎化性能を獲得することであり，

真の汎化性能は汎化誤差でしか測ることはできない．そのため，

実際に機械学習を行うときは単に訓練誤差を小さくすることだ

けを目的とするのではなく，少なくとも汎化誤差の近似値であ

る訓練誤差とテスト誤差の双方に注目して学習を行っていく必

要がある（注6）．

4. マルコフ確率場に対する機械学習法
—可視変数のみの場合—

HCの定理から MRFとなる正の確率分布では式 (6)のように

因数分解することが可能であり，グラフ G (V,E) で表現される

確率分布は全て

P (x;Θ) =
1

Z (Θ)
exp

⎛⎜⎜⎜⎜⎜⎝
∑

c∈C

φc (xc;θc)

⎞⎟⎟⎟⎟⎟⎠ , (19)

Z (Θ) =
∑

x

exp

⎛⎜⎜⎜⎜⎜⎝
∑

c∈C

φc (xc;θc)

⎞⎟⎟⎟⎟⎟⎠ (20)

の形で表すことができる．ここで，θc はギブスポテンシャル

Φc (x;θc) のパラメータであり，φc (x;θc) = logΦc (x;θc) であ

る．このとき，φc (x;θc) = θcψc (x)のように表される場合を考

えると，式 (19)の確率分布は

P (x;Θ) =
1

Z (Θ)
exp

⎛⎜⎜⎜⎜⎜⎝
∑

c∈C

θcψc (xc)

⎞⎟⎟⎟⎟⎟⎠ (21)

のように書き換えられる．式 (21)の形で表される確率分布は指

数分布族（exponential family）と呼ばれ（注7），実際に使用され

る確率分布の多くはこのような形で表すことができる．そのた

め，本章では確率変数が全て可視変数（visible variable）の場合

を考え，式 (21) の形で表される学習モデル P (x;Θ) に対する

具体的な機械学習法について解説する．確率変数が全て可視変

数の場合では，観測データセット D の k 番目のデータ d(k) は

d(k) =
{
d

(k)

i

∣∣∣ i ∈ V
}
のように与えられる．

最ゆう推定の枠組みでは，モデル P (x;Θ) に対する機械学習

は観測データセット Dに関する対数ゆう度関数

L (Θ) =
1

K

K∑

k=1

log P
(
d(k);Θ

)

=
1

K

K∑

k=1

∑

c∈C

θcψc

(
d(k)

c

)
− log

∑

x

exp

⎛⎜⎜⎜⎜⎜⎝
∑

c∈C

θcψc (xc)

⎞⎟⎟⎟⎟⎟⎠ (22)

を最大にするパラメータ Θ∗ =
{
θ∗c

∣∣∣ c ∈ C
}
を求めることで達成さ

れ，d
(k)
c =

{
d

(k)

i

∣∣∣ i ∈ c
}
である．この対数ゆう度関数の勾配は

（注6）：実際にシステムを開発する場合は，訓練誤差とテスト誤差の双方が小さくて

も，データセット D,Dtest の両方に過学習してしまっている可能性を忘れてはならな

い．

（注7）：より正確にはカノニカル形（canonical form）の指数分布族と呼ばれる．
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アルゴリズム 1 :勾配上昇法による MRFの学習
Require: 学習率 η，初期値 Θ(0)

1: パラメータ Θ = {θc | c ∈ C} を初期化する: Θ← Θ(0)

2: while Θ が収束していない do

3: for all c ∈ C do

4: θc ← θc + η
∂L (Θ)

∂θc
5: end for

6: end while

図 5 勾配上昇法のイメージ

∂L (Θ)

∂θc
=

1

K

K∑

k=1

ψc

(
d(k)

c

)
− EP(x;Θ)

[
ψc (xc)

]
(23)

のように計算されるため，極値条件から全てのパラメータに関

する連立方程式

1

K

K∑

k=1

ψc

(
d(k)

c

)
= EP(x;Θ)

[
ψc (xc)

]
(24)

を解けばよいことが分かる．また，EP(x)

[
f (x)
]
は

EP(x)

[
f (x)
]
=
∑

x

f (x) P (x) (25)

で計算される確率分布 P (x) に関する関数 f (x) の期待値であ

る．よって，可視変数のみの MRF に対する学習は式 (24) の連

立方程式を計算する問題に帰着される．しかしながら，この連

立方程式を計算することは一般的には困難であるため，多くの

場合は勾配上昇法（gradient ascent method）と呼ばれる反復計算

アルゴリズムが使用される．勾配上昇法ではパラメータ θc をそ

の勾配方向に沿って

θc ← θc + η
∂L (Θ)

∂θc
(26)

のように更新する（図 5及びアルゴリズム 1）．ここで，ηは学

習率（learning rate）と呼ばれる小さな正の定数である．

確率変数が全て可視変数の場合のMRFの学習はアルゴリズム

1 の手続きで達成することができる．しかしながら，実際にア

ルゴリズム 1 を実行するには対数ゆう度関数の勾配を計算する

必要があり，そのためには多重和
∑

x を具体的に計算しなけれ

ばならない．実はこの多重和の計算は組合せ爆発（combinatorial

explosion）の問題を抱えており，現実的な時間内で計算するこ

とは不可能なのである（注8）．そのため，実際の計算では何らか

の近似計算法が必要不可欠である．MRFの学習に有用な近似計

算法については 6. で解説する．

（注8）：頂点数が少ない小さな MRF では力ずくで計算できる．

5. マルコフ確率場に対する機械学習法
—隠れ変数を含む場合—

5. 1 隠れ変数の導入とその意味

機械学習では隠れ変数（hidden variable）と呼ばれる観測デー

タとは直接対応しない変数を考慮する場合がある．隠れ変数を

導入する動機は大きく分けて二つあり，

1© 存在するはずのデータが観測データに含まれていない．

2© 確率分布の表現能力を向上させたい．

のようにまとめられる． 1©は観測方法の問題でどうしても一部

のデータが観測できなかった場合やシステムの物理的なメカニ

ズムで背後に隠れ変数の存在が分かっている場合に当たる．し

かしながら，多くの場合，隠れ変数を導入する目的は 2©の理由

によるところが大きいと思われる．

確率変数 x を可視変数 v = {vi | i ∈ V} と隠れ変数 h =

{hi | i ∈ H} に分割する．ここで，V，H は頂点集合 V の分割

(V∪H = V)に対応する互いに排反なVの部分集合であり，デー

タを観測できる部分が V に対応している．HC の定理から，グ

ラフ G (V,E) で表される指数分布族の確率分布 P (x;Θ) > 0 は

v と hの同時分布（joint distribution）として

P (v,h;Θ) =
1

Z (Θ)
exp

⎛⎜⎜⎜⎜⎜⎝
∑

c∈C

θcψc (vc,hc)

⎞⎟⎟⎟⎟⎟⎠ , (27)

Z (Θ) =
∑

v

∑

h

exp

⎛⎜⎜⎜⎜⎜⎝
∑

c∈C

θcψc (vc,hc)

⎞⎟⎟⎟⎟⎟⎠ (28)

のように表される．ここで，vc 及び hc はクリークを形成する

頂点集合 c ∈ C に含まれる可視変数と隠れ変数の集合である．隠

れ変数を含む確率分布ではデータ生成に関する確率分布は可視

変数のみの周辺分布（marginal distribution）

P (v) =
∑

h

P (v,h) =
∑

h

P (v | h) P (h) (29)

である．このとき，hの全ての実現値パターンの数を Np として

p番目の実現値パターンを h(p)，確率 P
(
h(p)
)
を ρp で表すと式

(29)の周辺分布は

P (v) =
∑

h

P (v | h) P (h) =

Np∑

p=1

ρpP
(
v
∣∣∣ h(p)

)
(30)

のように表すことができる．すなわち，可視変数のみに関する確

率分布 P (v) は隠れ変数の各パターン h(p) に対応する確率分布

P
(
v
∣∣∣ h(p)

)
を重み ρp で重ね合せたものとみなすことができる．

式 (30)の右辺のような確率分布は混合分布（mixture distribution）

と呼ばれ，確率変数 v に関する実現値の様々な頻出パターンを

各確率分布 P
(
v
∣∣∣ h(p)

)
に担当させることができるため，高い表

現能力を持つ確率分布の一つとして知られている．そのため，式

(27) のような確率分布は可視変数のみの確率分布と比べて高い

表現能力を持つことが期待できる．

5. 2 隠れ変数を持つ場合の機械学習法

前節と同様に，本節でも式 (27)のような指数分布族の場合を

考える．隠れ変数を持つ確率分布 P (v,h;Θ) に対する機械学習
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法も可視変数のみの場合と同様に最ゆう推定を用いることで実

現される．最ゆう推定は現在考慮している確率分布がデータセッ

ト Dを生成する確率が最大になるようなパラメータ Θを求める

方法であった．すなわち，確率分布 P (v,h;Θ) の学習は可視変

数のみに関する周辺分布 P (v;Θ)を用いて表されるゆう度関数

L (Θ) =
1

K

K∑

k=1

log P
(
d(k);Θ

)
=

1

K

K∑

k=1

log
∑

h

P
(
d(k)
,h;Θ

)
(31)

を最大化することで達成され，隠れ変数の導入による表現能力

向上の効果により，可視変数のみの場合よりも優れた確率分布

が得られることが期待できる．

式 (31)の対数ゆう度関数の勾配は

∂L (Θ)

∂θc

=
1

K

K∑

k=1

EP(h | d(k);Θ)

[
ψc

(
d(k)
,h
)]

− EP(v,h;Θ)

[
ψc (v,h)

]
(32)

のように計算される．可視変数のみの場合と同様に極値条件

∂L (Θ) /∂θc = 0 を満たすパラメータ Θ を求めることは困難であ

るため，隠れ変数を持つ場合のマルコフ確率場の学習もアルゴ

リズム 1 のような勾配上昇法が用いられる．しかしながら，可

視変数のみの場合とは異なり，今回の場合は勾配の第 2 項だけ

でなく第 1 項の方にも期待値の計算による多重和の計算が必要

であることが分かる．そのため，隠れ変数を持つ場合は可視変

数のみの場合以上に組合せ爆発の問題が深刻になり，6. で解説

する近似計算法のほかに次項で解説する EM アルゴリズムのよ

うな特別な取扱いを必要とする場合がある．

5. 3 EMアルゴリズム

対数ゆう度関数を勾配上昇法で計算する最ゆう推定の方法で

はパラメータを更新するたびにそのパラメータでの勾配を毎回

計算してやる必要がある．式 (32)のように隠れ変数を持つ場合

の勾配は第 1 項と第 2 項の計算で共に多重和の取扱いが必要

になり，可視変数のみの場合以上に計算量的な問題が生じてい

る．EMアルゴリズム（EM algorithm：Expectation-Maximization

algorithm）とはこのような状況を緩和することができる効果的

な最ゆう推定の計算法である（9）．

隠れ変数を持つ確率分布に対する最ゆう推定では，式 (31)の

ような対数ゆう度関数を最大化する必要があった．EM アルゴ

リズムでは対数ゆう度関数の下界

L (Θ) =
1

K

K∑

k=1

∑

h

P
(
d(k)
,h;Θ

)

>= L (Θ) −
1

K

K∑

k=1

KL
[
Qk (h)

∣∣∣∣
∣∣∣∣ P
(
h
∣∣∣ d(k);Θ

)]
(33)

を考えることで効率的に対数ゆう度関数の最大化を行う．ここ

で，イェンセンの不等式（Jensen’s inequality）から導かれる不

等式
∑

x

Q (x) log
P (x,y)

Q (x)
<= log

∑

x

P (x,y) (34)

を用い，分かりやすさのために，KL情報量内の確率分布を明記

している．KL情報量の性質から Qk (h) = P
(
h
∣∣∣ d(k);Θ

)
のとき

図 6 EM アルゴリズムのイメージ

に不等式の等号が成立する．そのため，あるパラメータ Θ(t) を

用いて対数ゆう度関数の下界を

l
(
Θ;Θ(t)

)

= L (Θ) −
1

K

K∑

k=1

KL
[
P
(
h
∣∣∣ d(k);Θ(t)

) ∣∣∣∣
∣∣∣∣ P
(
h
∣∣∣ d(k);Θ

)]
(35)

と定義すると，式 (33)の不等式から

L
(
Θ

(t)
)
= l
(
Θ

(t);Θ(t)
)
<= l
(
Θ

(t+1);Θ(t)
)
<= L
(
Θ

(t+1)
)

(36)

なる関係式が得られる．ここで，

Θ
(t+1)
= arg max

Θ

l
(
Θ;Θ(t)

)
(37)

である．すなわち，あるパラメータ Θ(t) から始めて対数ゆう度

関数 L (Θ)の下界 l
(
Θ;Θ(t)

)
を最大化することで間接的に対数ゆ

う度関数の値を増加させるパラメータ Θ(t+1) を見つけることが

できるのである．EM アルゴリズムとは対数ゆう度関数の下界

l
(
Θ;Θ(t)

)
を繰り返し最大化することで対数ゆう度関数の値が大

きくなるパラメータを求める方法である（図 6）．

下界 l
(
Θ;Θ(t)

)
からパラメータ Θに関する項を取り出すと，下

界 l
(
Θ;Θ(t)

)
を最大にするパラメータ Θ(t+1) は関数

E
(
Θ;Θ(t)

)
=

1

K

K∑

k=1

∑

h

P
(
h
∣∣∣ d(k);Θ(t)

)
log P

(
d(k)
,h;Θ

)
(38)

を最大にするパラメータと等しいことが分かり，式 (27)の確率

分布では

E
(
Θ;Θ(t)

)
=

1

K

K∑

k=1

∑

c∈C

EP(h | d(k);Θ(t))

[
θcψc

(
d(k)

c ,hc

)]

−
∑

v

∑

h

log exp

⎛⎜⎜⎜⎜⎜⎝
∑

c∈C

θcψc (v,hc)

⎞⎟⎟⎟⎟⎟⎠ (39)

のように表すことができる．関数 E
(
Θ;Θ(t)

)
は隠れ変数を含んだ

形の対数ゆう度関数 log P
(
d(k),h;Θ

)
の事後確率分布に関する期

待値（Expectation）に対応しており，実際の対数ゆう度関数 L (Θ)

の最大化は関数 E
(
Θ;Θ(t)

)
を繰り返し最大化（Maximization）す

ることで達成される．この期待値と最大化の計算を繰り返し行

うことがこの計算法が EM アルゴリズムと呼ばれるゆえんであ

り，EM アルゴリズムの計算手順は以下の 2 ステップの繰返し

計算に帰着される．

E-step: 現在のパラメータ Θ(t) に対して E
(
Θ;Θ(t)

)
を計算する．

M-step: E
(
Θ;Θ(t)

)
を最大にするΘ(t+1)でパラメータを更新する．

式 (39) の関数 E
(
Θ;Θ(t)

)
を勾配上昇法で最大化することを考
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アルゴリズム 2 :EMアルゴリズムによる MRFの学習
Require: 学習率 η，初期値 Θ(0)

1: パラメータ Θ = {θc | c ∈ C} を初期化する: Θ← Θ(0)

2: while Θ が収束していない do

3: Θt ← Θ

4: for all c ∈ C do

5: gc ←
1

K

K∑

k=1

EP(h | d(k) ;Θ(t))

[
ψc

(
d(k)

c ,hc

)]

6: end for

7: while E (Θ;Θt) が最大化していない do

8: for all c ∈ C do

9: θc ← θc + η
(
gc − EP(v,h;Θ)

[
ψc (vc,hc)

])

10: end for

11: end while

12: end while

えると，この関数の勾配は

∂E
(
Θ;Θ(t)

)

∂θc
=

1

K

K∑

k=1

EP(h | d(k);Θ(t))

[
ψc

(
d(k)

c ,hc

)]

− EP(v,h;Θ)

[
ψc (vc,hc)

]
(40)

のように計算される．式 (32)と式 (40)の勾配を比較すると，式

(40)の勾配では第 1項が P
(
h
∣∣∣ d(k);Θ(t)

)
の期待値で固定されて

いることが分かる．そのため，関数 E
(
Θ;Θ(t)

)
を最大化させる

EMアルゴリズムのM-stepでは勾配の計算に式 (40)の第 2項し

か必要としておらず，単純に勾配上昇法を適用する式 (32)の場

合と比べて多重和の計算回数を少なくすることができる（アル

ゴリズム 2）．

6. マルコフ確率場に対する近似計算法

4. と 5. で MRFに対する統計的機械学習法を解説した．MRF

に対する統計的機械学習の基本は最ゆう推定の方法であり，最

ゆう推定を行うには計算量の大きな多重和
∑

x の計算が必要で

あった．本章ではこのような多重和の計算を効率的に取り扱う

幾つかの近似計算法を紹介する．まず，期待値の計算に有用なギ

ブスサンプリング（GS：Gibbs Sampling）とコントラスティブダ

イバージェンス法（CD method：Contrastive Divergence method）

を紹介し，その後，誤差の計算に役立つ焼なまし重点サンプリ

ング（AIS：Annealed Importance Sampling）の方法を紹介する．

6. 1 ギブスサンプリング（GS）

GSとは確率分布 P (x)から効率的にサンプリングを行うマル

コフ連鎖モンテカルロ法（Markov chain Monte Carlo method）の

一種であり，MRFの分野においてよく用いられる近似計算法の

一つである（10）．サンプリング法の枠組みでは，多重和を含む期

待値計算は

EP(x)

[
f (x)
]
≃

1

M

M∑

m=1

f
(
x(m)
)

(41)

のように近似される．すなわち，確率分布 P (x) に従うサンプ

ル x(m) が効率的に得られれば，期待値 EP(x)

[
f (x)
]
の計算は各

f
(
x(m)
)
の単純な算術平均で計算できてしまうのである（注9）．

アルゴリズム 3 :GSのモンテカルロステップ
Require: 確率変数の現状態 x

1: for all i ∈ V do

2: P (xi |x∂i) からのサンプルで xi を更新する

3: end for

アルゴリズム 4 :MRFに対する GS

Require: 初期値 x0，バーンイン時間 Tb，サンプリング間隔 Ts，

サンプル数 M

1: 確率変数を初期化する: x← x0

2: for t = 1 to Tb do

3: モンテカルロステップ（アルゴリズム 3）を実行する

4: end for

5: for m = 1 to M do

6: x をサンプル x(m) として出力する

7: for t = 1 to Ts do

8: モンテカルロステップ（アルゴリズム 3）を実行する

9: end for

10: end for

GSでは各確率変数 xi の値を条件付確率分布 P
(
xi

∣∣∣x\{i}
)
に従っ

て繰り返し更新していくことで，サンプルの生成を行う．MRF

は性質 (L)を満たすので，グラフ G (V,E)上の MRFでは

P
(
xi

∣∣∣x\{i}
)
= P (xi |x∂i) (42)

のように表され，式 (21)及び (27)のような指数分布族では

P (xi |x∂i) =
1

Z
exp

⎛⎜⎜⎜⎜⎜⎜⎝
∑

c∈Ci

θcψc

(
xi

∣∣∣ xc\{i}

)
⎞⎟⎟⎟⎟⎟⎟⎠ (43)

のように表される（注10）．ここで，Ci ⊂ C は頂点 i ∈ V を含む極

大クリークの頂点集合の集合であり，確率変数の条件関係が分

かりやすくなるように ψc

(
xi

∣∣∣ xc\{i}

)
のように表記した．MRFに

対する GS のアルゴリズムをアルゴリズム 3 及び 4 に与える．

GSの方法ではまず xの値を適当な値 x0 で初期化し，各確率変

数 xi (i ∈ V)の値を条件付確率分布 P (xi |x∂i)に従って逐次的に

更新していく．この操作を十分な回数繰り返すと xは確率分布

P (x)に従うサンプルとなることが知られている．この P (x)に

従うようになるまでに必要な更新回数はバーンイン時間（burn-in

time）と呼ばれており，十分大きく取る必要がある．バーンイン

後は各サンプルが互いに独立とみなせるように十分な間隔を空

けてサンプル x(m) を集めればよい．

6. 2 コントラスティブダイバージェンス（CD）

GSを用いて期待値計算を行うことの問題点は，期待値の計算

が必要になるたびに毎回適当な初期値 x0 から始めて長いバー

ンインの更新を行わなければならないことである．このことは

アルゴリズム 1 の勾配上昇法のように何度も期待値の計算を行

うアルゴリズムでは大きなコストとなる．CD法とは統計的機械

学習の問題で高速にサンプリングを行う方法の一つである（11）．

GSで長いバーンインが必要な理由は P (x)に従うサンプルを

得るためであった．この問題を解決する一つの方法は P (x) の

（注9）：近似精度はサンプルの数 M に依存する．

（注10）：隠れ変数を含む場合は xc を vc と hc に分割して考えればよい．
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アルゴリズム 5 :MRFに対する CD法
Require: ヒストグラム Qdata (x)，サンプル数 M，ステップ数 Tk

1: for m = 1 to M do

2: Qdata (x) からのサンプル d(k) で x を初期化する：x← d(k)

3: for i = 1 to Tk do

4: モンテカルロステップ（アルゴリズム 3）を実行する

5: end for

6: x をサンプル x(m) として出力する

7: end for

サンプルに近いと思われる初期値から始めてバーンインを Tk

ステップ（例えば Tk = 1, 5, 10, 20）に抑えてしまう方法である．

CD 法ではデータヒストグラム Qdata (x) からのサンプルを初期

値として GS を行う（アルゴリズム 5）．最ゆう推定はモデル

Pmodel (x;Θ) を用いてヒストグラム Qdata (x) のデータを再現す

るものであったため，学習が進んでパラメータ Θが最ゆう推定

値 Θ∗ に近づいてくるとこのサンプリング法の精度は高くなるも

のと考えられる．CD 法を用いてサンプルを得た後は，式 (41)

の方法で期待値の計算が行われる．

CD 法は可視変数の部分しか初期化できないことには注意が

必要である．隠れ変数を含む場合はギブスサンプリング等を

用いて条件付き確率分布 P (h | v) から隠れ変数部分をサンプ

リングしてやる必要がある．また，CD 法を用いてアルゴリズ

ム 1 の勾配上昇法を行う場合，CD 法の x の初期化を Qdata (x)

からのサンプルではなく，以前の勾配計算に使用したサンプル

x(m) で行う方法も考えられる．この方法は継続的 CD 法（PCD

method：Persistent Contrastive Divergence method）と呼ばれ（12），

通常の CD法よりも良好な学習結果が得られる場合が多い．

6. 3 焼なまし重点サンプリング（AIS）

生成モデルに基づく統計的機械学習では学習結果は訓練誤差

やテスト誤差を通して評価された．指数分布族の場合，これら

の誤差はヒストグラム Q (x)を用いて

E (Θ) = EQ(x)

[
log Q (x)

]
−
∑

c∈C

EQ(x)

[
θcψc (x)

]
+ log Z (Θ) (44)

の形で表すことができ，誤差の評価には多重和を伴う分配関数

Z (Θ)の計算が必要であることが分かる．AISとはサンプリング

法の枠組みで Z (Θ)を効果的に計算する近似計算法である（13）．

AIS では逆温度（inverse temperature）と呼ばれるパラメータ

βn (n = 0, 1, . . . ,N)を用いて確率分布

Pn (x) =
1

Zn

P̃n (x) =
1

Zn

exp

⎛⎜⎜⎜⎜⎜⎝βn

∑

c∈C

θcψ (x)

⎞⎟⎟⎟⎟⎟⎠ (45)

から繰り返しサンプリングを行うことで，P (x)の分配関数 Z (Θ)

の計算を行う（注11）．ここで，P̃n (x) は確率分布 Pn (x) の分子

部分であり，0 = β0 < β1 < · · · < βN−1 < βN = 1 である．また，

P0 (x) は一様分布であり，PN (x) = P (x) (i.e. ZN = Z (Θ)) であ

る．AISのアイデアは分配関数の比 Zn+1/Zn が

Zn+1

Zn

=
1

Zn

∑

x

P̃n+1 (x) = EPn(x)

⎡⎢⎢⎢⎢⎣
P̃n+1 (x)

P̃n (x)

⎤⎥⎥⎥⎥⎦ (46)

（注11）：N は十分に大きく取る必要がある．

アルゴリズム 6 :MRFに対する AIS

Require: 逆温度列 {βn | n = 0, 1, . . . ,N}，サンプル数 M

1: for m = 1 to M do

2: 一様分布から x
(m)

0
をサンプルする

3: for n = 1 to N do

4: 初期値を x
(m)

n−1
とする GSで x

(m)
n を Pn (x)からサンプルする

5: end for

6: ω(m)
←

N−1∏

n=0

P̃n+1

(
x(m)

n

) /
P̃n

(
x(m)

n

)

7: end for

8: Z (Θ) = ZN ←
Z0

M

M∑

m=1

ω(m)

で与えられることを利用して，ZN と Z0 の比を

ZN

Z0

=
Z1

Z0

×
Z2

Z1

× · · · ×
ZN

ZN−1

=

N−1∏

n=0

EPn(x)

⎡⎢⎢⎢⎢⎣
P̃n+1 (x)

P̃n (x)

⎤⎥⎥⎥⎥⎦ (47)

のように表してしまうことである．このとき，式 (47)右辺の期

待値をサンプリング法で近似することを考えると

ZN

Z0

≃
1

M

M∑

m=1

N−1∏

n=0

P̃n+1

(
x

(m)
n

)

P̃n

(
x

(m)
n

) (48)

のように近似することができる．ここで，x
(m)
n は m番目のサン

プリング生成における Pn (x)からのサンプルである．P0 (x)は

一様分布であるため，その分配関数 Z0 は自明である．そのため，

式 (48)の右辺が計算できれば Z (Θ) = ZN の値を効率的に計算す

ることができる（アルゴリズム 6）．

7. 制限ボルツマン機械

ボルツマン機械（BM：Boltzmann Machine）とはMRFで表さ

れる最もシンプルな機械学習モデルであり，グラフ G (V,E) 上

の確率分布として

P (x;Θ) =
1

Z (Θ)
exp

⎛⎜⎜⎜⎜⎜⎜⎝
∑

i∈V

bi xi +
∑

i j∈E

wi j xi x j

⎞⎟⎟⎟⎟⎟⎟⎠ (49)

のように表される（14）．ここで，xi ∈ {0, 1} 及び Θ =
{
bi,wi j

∣∣∣ i ∈ V, i j ∈ E
}
である．bi はバイアス（bias）と呼ばれ，

確率変数 xi は bi > 0のときに xi = 1を，bi < 0のときに xi = 0

を取りやすくなる．また，wi j は相互作用（interaction）と呼ば

れ，グラフ上で隣接する確率変数 xi, x j (i j ∈ E) は wi j > 0 の場

合に共に 1 を取りやすくなる．本章で解説する制限ボルツマン

機械（RBM：Restricted Boltzmann Machine）は隠れ変数を含む

BMの一種であり,図 7のような完全 2部グラフを用いて

P (v,h;Θ)

=
1

Z (Θ)
exp

⎛⎜⎜⎜⎜⎜⎜⎝
∑

i∈V

bivi +
∑

j∈H

c jh j +
∑

i∈V

∑

j∈H

wi jvih j

⎞⎟⎟⎟⎟⎟⎟⎠ (50)

のように表される確率分布である（15）．

ここで，確率変数 xi を vi, h j ∈ {0, 1}のように可視変数と隠れ

変数に分割し，それぞれのバイアスを bi 及び c j のように表して

いる．RBMの 2部グラフ構造は可視変数のみの層と隠れ変数の

みの層の二層構造になっており，それぞれ可視層（visibe layer）
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図 7 RBM のグラフ構造

及び隠れ層（hidden layer）と呼ばれる．RBM は深層信念ネッ

トワーク（deep belief network）（16）や深層ボルツマン機械（deep

Boltzmann machine）（17）といった深層学習モデルの基礎をなす重

要な確率モデルである．

RBMの重要な性質はその 2部グラフ構造に起因する条件付独

立性である．すなわち，片方の層で条件付けられたとき，もう

片方の層内の確率変数は

P (v | h;Θ) =
∏

i∈V

P (vi | h;Θ) , (51)

P (h | v;Θ) =
∏

j∈H

P
(
h j

∣∣∣ v;Θ
)
, (52)

のように全て独立とみなせるのである．ここで，各条件付確率

分布はシグモイド関数（sigmoid function）

σ (x) =
1

1 + exp (−x)
(53)

を用いて

P (vi = 1 | h;Θ) = σ

⎛⎜⎜⎜⎜⎜⎜⎝bi +
∑

j∈H

wi jh j

⎞⎟⎟⎟⎟⎟⎟⎠ (54)

P
(
h j = 1

∣∣∣ v;Θ
)
= σ

⎛⎜⎜⎜⎜⎜⎝c j +
∑

i∈V

wi jvi

⎞⎟⎟⎟⎟⎟⎠ (55)

のように表される．RBMは 2部グラフ上で定義された確率分布

であるため，ある頂点 i ∈ V に隣接する頂点は必ず反対側の層

に属している．そのため，RBM では式 (54) 及び (55) を用いる

ことで層ごとに効率的に GSを行うことができる．

RBM は隠れ変数を含むマルコフ確率場であるので 5. で解説

した方法で学習を行うことができる．ここで，RBMは式 (52)及

び (55)のように隠れ変数の条件付確率分布が各 j ∈ H に関して

独立な形で与えられるので，アルゴリズム 1 の勾配上昇法及び

アルゴリズム 2の EMアルゴリズムの方法のどちらの方法でも

同程度の計算コストで学習を行うことができる．アルゴリズム

1の勾配上昇法で学習を行う場合の対数ゆう度関数の勾配は

∂L (Θ)

∂bi

=
1

K

K∑

k=1

d
(k)

i
− EP(v,h;Θ) [vi] , (56)

∂L (Θ)

∂c j

=
1

K

K∑

k=1

P
(
h j = 1

∣∣∣ d(k);Θ
)
− EP(v,h;Θ)

[
h j

]
, (57)

∂L (Θ)

∂wi j

=
1

K

K∑

k=1

d
(k)

i
P
(
h j = 1

∣∣∣ d(k);Θ
)
− EP(v,h;Θ)

[
vih j

]
(58)

で与えられ，アルゴリズム 2の EMアルゴリズムで学習を行う

場合の関数 E (Θ;Θt)の勾配は

∂E
(
Θ;Θ(t)

)

∂bi

=
1

K

K∑

k=1

d
(k)

i
− EP(v,h;Θ) [vi] , (59)
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図 8 アルゴリズム 1（GA）及びアルゴリズム 2（EM）

を用いて RBM の学習を行ったときの訓練誤差と

テスト誤差のプロット

∂E
(
Θ;Θ(t)

)

∂c j

=
1

K

K∑

k=1

P
(
h j = 1

∣∣∣ d(k);Θ(t)
)
− EP(v,h;Θ)

[
h j

]
,

(60)

∂E
(
Θ;Θ(t)

)

∂wi j

=
1

K

K∑

k=1

d
(k)

i
P
(
h j = 1

∣∣∣ d(k);Θ(t)
)
− EP(v,h;Θ)

[
vih j

]

(61)

で与えられる．式 (59)-(61)と式 (56)-(58)の違いは右辺第 1項がパ

ラメータ Θ(t) で固定されていることである．どちらの学習法でも

勾配の計算には第 2項にある期待値計算が必要であり，この部分

の計算には GSや CD法，PCD法を用いることで計算することが

できる．また，RBMの学習では P (v,h;Θ) = P (h | v;Θ) P (v;Θ)

なる関係式を利用して

EP(v,h;Θ) [vi] ≃
1

M

M∑

m=1

v
(m)

i
, (62)

EP(v,h;Θ)

[
h j

]
≃

1

M

M∑

m=1

P
(
h j

∣∣∣ v(m);Θ
)
, (63)

EP(v,h;Θ)

[
vih j

]
≃

1

M

M∑

m=1

v
(m)

i
P
(
h j

∣∣∣ v(m);Θ
)

(64)

のように第 2 項の期待値計算を行うことができる．ここで，

v(m) =
{
v

(m)

i

∣∣∣ i ∈ V
}
はサンプリング法で得られた m 番目のサン

プルである．

図 8 に可視変数と隠れ変数の数がそれぞれ 10 の RBM での

数値実験結果を与える．ここで，訓練データとテストデータの

データセットは可視変数の数 10，隠れ変数の数 5の RBMから

GSを用いて生成しており，データを生成した RBMのパラメー

タは bi = 0.2, c j = −0.2,wi j = 0.5である．図 8はアルゴリズム 1

の勾配上昇法及びアルゴリズム 2の EMアルゴリズムで最ゆう

推定による RBM の学習を行った結果であり，縦軸は訓練誤差

及びテスト誤差を横軸はパラメータ更新の反復回数を表してい

る．ここで，訓練誤差とテスト誤差の計算には AIS を用いてい

る．図 8 の結果では，それぞれの学習法に対して，訓練誤差と

テスト誤差の値はほぼ同じような値となっており RBM の学習

が正しく行われていることが分かる．また，図 8 のアルゴリズ

ム 2 の結果で誤差の減少が急激になっている部分は E
(
Θ;Θ(0)

)
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表 1 訓練誤差とテスト誤差の厳密値との比較

訓練誤差 テスト誤差

AIS 厳密値 AIS 厳密値

アルゴリズム 1 0.1406 0.1419 0.1400 0.1419

アルゴリズム 2 0.1489 0.1504 0.1476 0.1504

図 9 MNIST の画像データセットの例

図 10 学習された RBM からのサンプル

での M-step が終了し，新しい関数 E
(
Θ;Θ(1)

)
での M-step が開

始された部分に対応している．EM アルゴリズムでは対数ゆう

度関数 L (Θ)の下界 l
(
Θ;Θ(t)

)
を最大化させるため，通常の勾配

上昇法に比べて誤差の減少が緩やかになっている．表 1 に学習

終了時に AISで近似計算した訓練誤差とテスト誤差の厳密値と

の比較を与える．表 1から AISの近似計算法が精度良く各誤差

を計算できていることが分かる．

最後に，実際の画像データを用いた例として MNIST（18）の例

を紹介する．MNISTとは図 9のような 28 × 28のサイズの手書

き数字画像のデータセットであり，文字認識や統計的機械学習

等の研究でよく使用されている．図 10に可視変数の数 28 × 28，

隠れ変数の数 600 の RBM を用いて学習を行って得られた確率

分布からのサンプルを与える．学習には PCD法を利用したアル

ゴリズム 1 の方法を用い，AIS を用いて計算された学習結果の

訓練誤差とテスト誤差はそれぞれ 157.2 及び 165.1 である．図

10から学習された RBMが観測データセットの生成源を模倣し，

手書き文字のようなサンプルが得られていることが分かる．

8. お わ り に

本稿では，MRFという特殊な確率分布を題材として，統計的

機械学習の生成モデルの考え方とその学習方法の一部を紹介し

た．生成モデルの方法は大量のデータを要約し，本来未知であ

るはずのデータの発生源を確率分布の形で表現できるという点

で重要な機械学習法の一つであり，ベイズ推論等を中心として

多くの分野に応用されている（1）,（2）,（4）,（5）．

機械学習の研究は現在世界中で非常に活発に行われており，生

成モデルの研究に限っても日々新しいモデルや学習法が提案さ

れている．本稿では生成モデルの考え方の解説に重点を置いた

ため基本的な学習法の解説にとどまり，近似計算法についても

平均場近似や確率伝搬法（19），変分ベイズ法（20）といったサンプ

リング法以外の近似計算法を紹介することができなかった．し

かしながら，生成モデルの基本的な考え方はどのような最新の

手法でも同じであり，このポイントさえ外さなければ最新の生

成モデルの研究を理解していくことはそれほど難しいことでは

ない．本稿をきっかけに生成モデルを中心とした統計的機械学

習の研究に興味を持って頂けたら幸いである．
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